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Kurzfassung

Moderne Fahrerassistenzsysteme haben das Ziel, den Fahrer zu entlasten und damit das Fahren ange-
nehmer und sicherer zu machen. Dazu ist eine Erfassung des Fahrzeugumfeldes, insbesondere anderer
Verkehrsteilnehmer, unerlässlich. Die in aktuellen Systemen eingesetzten Sensoren können alleine je-
doch nicht die hohen Anforderungen an die Zuverlässigkeit und die Größe des Erfassungsbereiches
erfüllen.

Die vorliegende Arbeit beschreibt ein Verfahren zur Fahrzeugdetektion anhand monoskopischer Video-
merkmale. Aus den Bildern einer im Fahrzeug angebrachten Videokamera werden charakteristische
Merkmale extrahiert, die einen Hinweis auf das Vorhandensein eines Fahrzeuges geben. Ein solches
Merkmal ist der Schattenbereich, der unter Personen- und Lastkraftwagen auftritt. Die Auswertung
dunkler Bildregionen liefert Informationen über mögliche Objektpositionen. Allerdings ist ein einzel-
nes Merkmal nicht ausreichend, um eine zuverlässige Detektion zu gewährleisten. Daherwerden des
Weiteren Bereiche analysiert, die sich durch eine Achsensymmetrie auszeichnen, welche sich gerade
bei der Front- und Heckpartie von Fahrzeugen beobachten lässt.

Diese Beobachtungen werden fusioniert und zeitlich verfolgt. Da aufgrund der Natur der Merkmale
ein hoher Anteil Fehlhypothesen enthalten ist, kommenJoint Probabilistic Data Association-Filter
zum Einsatz. Allerdings lässt sich die Vielzahl der zu berücksichtigenden Verkehrssituationen nicht
durch ein einziges Bewegungsmodell beschreiben. Daher werden mehrere Bewegungsmodelle in einem
Interacting Multiple Model-Verfahren verknüpft.

Experimentelle Ergebnisse belegen, dass erst diese Kombination der Verfahren eine stabile Verfolgung
von Fahrzeugen ermöglicht. Außerdem zeigt sich, dass selbst stark rauschbehaftete Sensoren die Zuver-
lässigkeit des Systems erhöhen können. Das beschriebene Verfahren wurde in einem Versuchsfahrzeug
umgesetzt und ist in der Lage, Informationen über Position und Verhalten anderer Verkehrsteilnehmer
in Videobildrate bereitzustellen.

Schlagworte: Fahrerassistenzsysteme – Fahrzeugdetektion – monoskopische Videomerkmale – Schat-
ten – Symmetrie – Fusion – Interacting Multiple Model Filter – Joint Probabilistic Data Association
Filter
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Abstract

Modern driver assistance systems have to ease the task of driving and thus increase traffic safety. To
accomplish this goal, reliable perception of the surrounding environment, especially of other road users,
is indispensable. However, sensors employed in current systems cannot satisfythe high demands on
reliability and field of view.

This work presents a method for detecting vehicles using monoscopic video features. From the images
of a video camera mounted in the car, characteristic cues are extracted that indicate the presence of a
vehicle. The shadow that occurs below cars and trucks is such a cue. By analysing dark image regions,
information about possible object locations is obtained. However, a single feature is not sufficient for
reliable detection. Thus, by searching for regions with high symmetry about avertical axis, additional
observations are obtained as symmetry is a property of the front or rear of vehicles.

These observations are fused and tracked over time. As these features exhibit a high rate of false posi-
tives,Joint Probabilistic Data Associationfilters are employed. Due to the fact that the sensor has to
cope with varying traffic situations, it is not possible to formulate a single motion model. Thus, several
motion models are combined in anInteracting Multiple Modelapproach.

Experimental results prove that only the combination of these approaches yields stable tracking results.
Additionally, it is shown that even noisy sensors can improve the reliability of the proposed system. The
presented techniques have been implemented in an experimental vehicle and are capable ofproviding
information about position and behaviour of other road users in video frame rate.

Keywords: Driver assistance systems – vehicle detection – monoscopic video features – shadow –
symmetry – fusion – Interacting Multiple Model Filter – Joint Probabilistic Data Association Filter
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1 Einleitung

Allein im Gebiet der Europäischen Union kamen im Jahr 2005 bei Verkehrsun-
fällen 41 600 Menschen ums Leben. Darüber hinaus gab es 1,9 Mio. Verletzte.
Zwar sinken diese Zahlen in den letzten Jahren kontinuierlich (2001 waren es
noch 50 400 Verkehrstote), doch schreitet die Entwicklung in Anbetracht dieser
erschreckend hohen Zahlen viel zu langsam voran1.

Der allein im Jahr 2005 durch Straßenverkehrsunfälle entstandene volkswirtschaft-
liche Schaden wird auf 200 Mrd.€ geschätzt. Dieser jährliche Schaden war 2001
ein weiterer Grund für die Europäische Kommission, das Ziel auszurufen,bis 2010
die Anzahl der Verkehrstoten um 25 000 zu senken, also quasi zu halbieren [Euro-
päische Kommission 2001].

Während dieses ehrgeizige Ziel wohl nicht erreicht werden kann, so signalisiert es
doch, wie hoch der Bedarf an Maßnahmen ist, die die Sicherheit aller Verkehrs-
teilnehmer verbessern. Gleichzeitig markiert der Aufruf der Europäischen Kom-
mission den Start einer ganzen Reihe nationaler und internationaler Projekte, die
sich mit dieser Thematik befassen.

Neben infrastrukturellen Maßnahmen gilt die Aufmerksamkeit dabei hauptsäch-
lich den Fahrzeugen. Passive Sicherheitsmaßnahmen, wie z. B. Airbags, Seiten-
aufprallschutz, Design der Fahrgastzelle etc., wurden in den letzten Jahren konse-
quent weiterentwickelt und ausgebaut. Doch die Möglichkeiten sind hier begrenzt.

Eine weitere Steigerung der Sicherheit im Straßenverkehr versprechen aktive Ein-
griffe in die Fahrdynamik, die die Unfallschwere mindern oder Unfälle gänzlich
vermeiden sollen. Erste Systeme sind bereits heute weit verbreitet. Neufahrzeuge
sind inzwischen mitABS(Anti-Blockier-System) ausgerüstet, das die Kontrollier-
barkeit während eines Bremsmanövers verbessert.ESP(Elektronisches Stabilitäts-
Programm) bremst gezielt einzelne Räder, um ein Schleudern zu verhindern.

Doch es ist abzusehen, dass eine signifikante Verbesserung erst durch Systemeer-
zielt wird, die nicht nur auf eine kritische Situation reagieren, sonderneingreifen,
bevor es zu dieser kommt. Das bedeutet jedoch, dass sich die Wahrnehmungsfähig-
keiten dieser Systeme nicht auf das eigene Fahrzeug beschränken können, sondern
die Fahrzeugumgebung einbezogen werden muss. Damit wird die Erfassung von

1Quelle:European Road Safety Charter (http://ec.europa.eu/transport/roadsafety/charter.htm)
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Umgebungsinformation zu einem zentralen Bestandteil moderner Fahrerassistenz-
systeme.

1.1 Fahrerassistenzsysteme

Die Bedeutung der Umfelderfassung spiegelt sich auch in Forschungsprojekten
und Produkten wieder. Aus dem europäischen Forschungsprojekt PROMETHEUS
(PROgram for European Traffic with Highest Efficiency and Unprecedented Safe-
ty) entstand das heute in Fahrzeugen der Oberklasse erhältliche ACC-System (Ad-
aptive Cruise Control). Dabei handelt es sich um ein Komfortsystem zur Längs-
führung, das den Abstand zu einem vorausfahrenden Fahrzeug bestimmt und kon-
stant hält. Die Regeleingriffe sind dabei moderat, sodass der Fahrer jederzeit durch
Übersteuern die Kontrolle übernehmen kann.

Aufgrund der Eigenschaften des verwendeten Radarsensors ist es nur auf Auto-
bahnen sinnvoll einsetzbar. Der eingeschränkte Sichtbereich des Sensors lässteine
Erfassung von Objekten bei stark gekrümmtem Straßenverlauf nicht zu. Zudem
können stehende Objekte nicht als Hindernis erkannt werden.

Eine Weiterentwicklung dieses Systems, das ACC für den Ballungsraum, wurde
im MoTiV-Projekt (MObilität und Transport im Intermodalen Verkehr)untersucht.
Für diese Anwendung wird eine deutliche Erweiterung der Fähigkeiten zur Um-
feldwahrnehmung notwendig, die auch benachbarte Fahrspuren mit einschließt.
Ein weiteres Ziel des MoTiV-Projektes war die Umsetzung eines Spurwechselas-
sistenten, der den Fahrer bei einem Spurwechsel warnt, falls sich andere Fahrzeuge
auf der Zielspur befinden.

Bereits für Lastkraftwagen erhältlich ist ein Spurverlassenswarner. Über einenVi-
deosensor mit angeschlossener Bildverarbeitung wird die Position des Fahrzeuges
in der Fahrspur ermittelt. Kommt der Fahrer von dieser ab, so wird er akustisch
oder haptisch gewarnt. Erweiterte Warnstrategien, die auch die Absicht des Fah-
rers berücksichtigen, sind Gegenstand aktueller Forschungen [Schmitz 2005].

Ein System, das einige Aspekte zukünftiger Fahrerassistenzsysteme schonheute
demonstriert, ist das in Japan erhältliche CMS (Collision Mitigation Brake Sys-
tem). Es übernimmt nicht nur eine Komfort- und Warnfunktion, sondern ergreift
bei einer drohenden Kollision Maßnahmen zur Minderung der Unfallschwere. So
werden das Fahrzeug aktiv abgebremst und die Sicherheitsgurte gestrafft.

Während all diese Systeme auf bestimmte Szenarien spezialisiert sind, werden zu-
künftige Systeme immer komplexere Aufgaben übernehmen. Damit wachsen auch
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die Anforderungen an die Umfeldwahrnehmung, sowohl bezüglich der Zuverläs-
sigkeit und Genauigkeit als auch der Fülle der gelieferten Information.

1.2 Ziel der Arbeit

Um eine umfassende und zuverlässige Beschreibung des Fahrzeugumfeldes zu er-
halten, ist ein einzelner Sensor nicht mehr ausreichend. Erst die Fusion der Daten
verschiedener Sensoren kann hier zum Ziel führen.

Entsprechende Ansätze sind weit verbreitet. So werden häufig Radar- mit Video-
sensoren kombiniert. Im CHAUFFEUR-Projekt wurden ein Radarsensor zur Ent-
fernungsmessung und eine videobasierte Fahrspurdetektion kombiniert, um eine
verbesserte Abstandsregelung zu realisieren [Fritz u. a. 2004].

Einen ähnlichen Ansatz verwenden Langer und Jochem allgemein zur Erfassung
von Hindernissen [Langer u. Jochem 1996]. Objekte werden auch hier mittelsei-
nes Radarsensors verfolgt. Ob es sich um ein relevantes Hindernis handelt, ent-
scheidet eine Spurerkennung anhand von Bilddaten.

Während diese Verfahren eine strikte Aufgabentrennung der Sensoren vorsehen,
existieren auch Ansätze zur kombinierten Detektion und Verfolgung. Kato etal.
[Kato u. a. 2002] erfassen Objekte zunächst mit einem Radarsensor und bestim-
men die entsprechenden Bildausschnitte. Die detektierten Objekte werden dann
mit Methoden der Bildverarbeitung verfolgt.

Ein auf dem japanischen Markt erhältliches System wird in [Tokoro u. a. 2004]
beschrieben. Ein Radarsensor wird hier durch einen Videosensor ergänzt. Anhand
von Videoinformationen werden die Radardetektionen verifiziert. Zudem wirddie
Breite des erfassten Objektes ermittelt, um die Schwere einer Kollision abzuschät-
zen.

Der Vorteil der Berücksichtigung mehrerer Sensoren ergibt sich aus der Fusion
diversitärer, sich ergänzender Messdaten. Aber auch eine einzelne Videokamera
bietet ein breites Spektrum diversitärer Information. Diesen Ansatz verfolgen z. B.
die Autoren in [ten Kate u. a. 2004], die die Merkmale Schatten, Symmetrie und
Entropie analysieren, um Fahrzeuge zu detektieren.

Betrachtet man die vorgestellten Verfahren, so erkennt man eine gemeinsame Vor-
gehensweise. In einem ersten Schritt werden Hypothesen generiert, die im zweiten
Schritt validiert und verfolgt werden. Die Berücksichtigung mehrerer Sensoren er-
folgt fast ausschließlich erst im zweiten Schritt. Die Generierung der Hypothesen
basiert jedoch auf den Messungen eines einzelnen Sensors bzw. eines einzelnen
Videomerkmals.
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Zweck dieser zweistufigen Vorgehensweise ist, die für die Bildverarbeitungbe-
nötigte Rechenleistung zu reduzieren, um die Echtzeitfähigkeit zu gewährleisten.
Das führt jedoch dazu, dass die Detektionsgüte des Systems mit den Fähigkeiten
eines einzelnen Sensors steht und fällt.

Dabei stellen heutige und zukünftige Plattformen deutlich mehr Ressourcen zur
Verfügung. Prinzipiell ist es also möglich, diese Struktur aufzubrechen. Dies wird
auch bereits von mehreren Gruppen demonstriert.

Ninomiya et al. [Ninomiya u. a. 1995] verwenden Kanteninformation, 2D-Ver-
schiebungen und Stereoskopie zur Umfelderfassung. Dazu entwickelten sie spe-
zielle Hardwarebausteine, die die Teilaufgaben übernehmen.

Auch Bensrhair et al. [Bensrhair u. a. 2001] nutzen eine Kombination aus mono-
kularen Merkmalen und Stereoskopie zur Detektion von Fahrzeugen. Hier wurde
der Stereoansatz zur Verfeinerung der Ergebnisse aus der monokularen Objekter-
kennung genutzt.

Diese Ansätze sind jedoch meist als geschlossene Einheiten für einen konkreten
Anwendungsfall konzipiert. Sie kombinieren daher spezielle Eigenschaftender
verwendeten Merkmale, um bei möglichst geringem Aufwand die Anforderun-
gen dieser Anwendung zu erfüllen. Das macht sie allerdings ungeeignet für die
Integration in einem übergeordneten Gesamtsystem zur Umfelderfassung.

Um diese Lücke zu füllen, wurde im Rahmen der vorliegenden Arbeit ein video-
basierter Sensor zur Detektion vorausfahrender und entgegenkommender Fahrzeu-
ge entwickelt, der die vorhandene diversitäre Information komplett nutzen kann.
Hierbei war die Entwicklung eines erweiterbaren Konzeptes ein erklärtes Ziel, um
einfach zusätzliche Merkmale und sogar andere Sensoren berücksichtigen zu kön-
nen. Diese Anforderungen führten letztendlich auch zu einer Verallgemeinerung
und Weiterentwicklung bestehender Verfahren zur Merkmalsfusion.

1.3 Konzeption des Sensors

Zu einer umfassenden Beschreibung der Fahrzeugumgebung gehören viele Teil-
aspekte. Hier sind zunächst statische Infrastrukturelemente wie Fahrbahn und Ge-
bäude zu nennen. Hinzu kommen Straßenschilder, Ampeln und andere Objekte,
die den Verkehr regeln.

Gerade für Systeme, die die Sicherheit der Fahrzeuginsassen und anderer Ver-
kehrsteilnehmer erhöhen sollen, ist die Erfassung von Fahrzeugen, Fußgängern
und Hindernissen von zentraler Bedeutung. Diese Arbeit betrachtet speziell vor-
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ausfahrende und entgegenkommende Fahrzeuge, da diese Informationen eine Rei-
he wichtiger Fahrerassistenzfunktionen ermöglichen bzw. unterstützen.

Bisherige ACC-Systeme sind lediglich als Komfortsysteme ausgelegt. Die ihnen
zur Verfügung stehende Information ist für eine sicherheitsrelevante Anwendung,
wie z. B. eine automatische Notbremsung, nicht ausreichend. Zudem ist eine vor-
ausschauende Planung von Ausweichmanövern nur möglich, wenn zusätzlich zu
den Fahrzeugen auf der eigenen Spur auch noch diejenigen lokalisiert werden kön-
nen, die sich auf benachbarten Spuren befinden.

Eine Videokamera, deren Sichtbereich sich mit dem des Fahrers deckt, kann hier-
bei wertvolle Informationen liefern. Darüber hinaus ist abzusehen, dass die näch-
ste Generation von Fahrerassistenzsystemen mit eben solchen Kameras ausgestat-
tet sein wird, um Funktionen wie eine unterstützende Querführung zu realisieren.
Damit bietet sich dieser Sensor auch zur Detektion von entgegenkommenden und
vorausfahrenden Fahrzeugen an.

Die Auswertung monokularer Einzelbildmerkmale erlaubt es, Fahrzeuge selbst in
größerer Entfernung zu erfassen. Gleichzeitig sind solche Verfahren mit vertretba-
rem Rechenaufwand umsetzbar. Jedoch erst die Kombination mehrerer Merkmale
kann die gewünschte Zuverlässigkeit gewährleisten. Daher ist die Integration in
ein System erforderlich, das die Fusion der so erhaltenen Daten bewältigt.

Bild 1.1 veranschaulicht das zugrunde liegende Gesamtkonzept. Aus den Bildern
der nach vorne gerichteten Kamera gewinnen die Merkmalsextraktoren Informa-
tionen über Fahrzeugpositionen und stellen diese als Beobachtungen zur Verfü-
gung. Die untersuchten Merkmale sollen möglichst diversitär sein, d. h. verschie-
dene Eigenschaften von Fahrzeugen berücksichtigen.

Bild 1.1: Elemente des Gesamtsystems.
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Damit wird sichergestellt, dass eine zuverlässige Erkennung auch dann gewährlei-
stet ist, wenn nicht alle Eigenschaften ausreichend ausgeprägt sind.

Aus Sicht der anschließenden Weiterverarbeitung handelt es sich bei den Merk-
malsextraktoren um einzelne, unabhängige Sensoren. Aufgabe dieser Weiterver-
arbeitung ist es, aus den einzelnen Beobachtungen Objektbeschreibungen abzu-
leiten. Mit immer weiteren Messungen werden diese verfeinert. Damit ergibt sich
eine zeitliche Verfolgung der Objekte, die weitere Aussagen möglich macht. So
kann die Geschwindigkeit bestimmt und eine zuverlässigere Unterscheidung zwi-
schen wirklichen Objekten und durch Rauschen verursachten Geisterobjekten vor-
genommen werden. Indem die Beobachtungen aller Sensoren berücksichtigt wer-
den, findet bei der zeitlichen Verfolgung auch die Fusion der einzelnen Merkmale
statt.

1.3.1 Anforderungen an den Sensor

Eine mögliche Anwendung des vorgestellten Systems liegt in der Verbesserung
bekannter ACC-Systeme. So kann es den heute verwendeten Radarsensor unter-
stützen oder sogar ersetzen.

Dafür ist eine zuverlässige Schätzung des Abstandes zum vorausfahrenden Fahr-
zeug notwendig. Zusätzlich muss beobachtet werden, ob sich dieses auf den Be-
trachter zu bewegt oder von diesem entfernt.

Auch zur Realisierung zukünftiger Sicherheitsfunktionen wie der automatischen
Notbremsung oder autonomer Ausweichmanöver kann ein solches videobasiertes
Sensorsystem einen Beitrag leisten. Für diese Anwendungen ist vor allem diesog.
Time To Collision(TTC), die verbleibende Zeit bis zu einem Zusammenstoß, rele-
vant. Sind der Abstand und die Relativgeschwindigkeit bekannt, so kann die TTC
einfach bestimmt werden (vgl. Bild 1.2). Unter der Annahme, dass sich alle Be-
teiligten mit konstanter Geschwindigkeit bewegen, kann daraus der Zeitpunkt des
Aufpralls ermittelt werden. Da dies im Allgemeinen nicht zutrifft, handelt es sich
dabei um eine zeitlich veränderliche Schätzung.

Bild 1.2: Abstandzund Relativgeschwindigkeitv1−vegomüssen zur Bestimmung
derTime To Collisionbekannt sein.
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Andere Einsatzfelder, die z. B. eine Verbindung von Kartendaten mit bordeige-
ner Sensorik oder die Kommunikation zwischen Fahrzeugen vorsehen, benötigen
absolute Positions- und Geschwindigkeitsinformationen. Da in diesen Konfigu-
rationen jedoch auch Sensoren zum Ermitteln der Eigenbewegung vorausgesetzt
werden können, können diese einfach aus den relativen Größen errechnet werden.

Der in dieser Arbeit beschriebene Sensor wurde daher auf die Messung der Rela-
tivgeschwindigkeit und -position ausgelegt. Dabei wurde auf eine Erfassung von
Fahrzeugen auch in großer Entfernung, d. h. bis etwa 100 m, Wert gelegt, umeine
frühe Reaktion zu ermöglichen.

1.3.2 Merkmalsextraktion

Bei allen monokularen Einzelbildmerkmalen handelt es sich um schwache Merk-
male, d. h. eine zuverlässige Erfassung von Fahrzeugen unter variierenden Bedin-
gungen ist anhand eines einzelnen Merkmals nicht möglich. Erst die Kombination
mehrerer Merkmale kann diese Anforderungen erfüllen. Die aus den Bilddaten zu
extrahierenden Merkmale sollten möglichst diversitär sein, um einen gegenmerk-
malsspezifische Störeinflüsse robusten Sensor zu gewährleisten und eine hohe Gü-
te der Detektionen zu sichern.

Zwei Bildmerkmale wurden im Rahmen dieser Arbeit betrachtet: Schatten unter
Fahrzeugen und Achsensymmetrie der Front- oder Heckansicht. Während ersteres
Schwächen zeigt, sobald die Fahrbahn durch Regen dunkel erscheint und spiegelt,
so ist die Symmetrieeigenschaft davon nicht betroffen. Diese wird jedoch durch
starkes, seitlich einfallendes Licht gestört, was wiederum kaum Auswirkung auf
den Fahrzeugschatten hat. Weitere Merkmale können ohne Eingriff in die vorhan-
dene Struktur einfach hinzugefügt werden, um eine weitere Verbesserung der Fahr-
zeugdetektion zu erzielen.

1.3.3 Fusion

Aufgabe der Fusion ist es, die von den einzelnen Sensoren aufgenommenen Mes-
sungen zu vereinigen, um eine exaktere und zuverlässigere Schätzung der Objekt-
parameter zu erhalten. Gleichzeitig werden diese zeitlich verfolgt, was zu einer
weiteren Verbesserung führt.

Die Elemente der in dieser Arbeit entwickelten Vorgehensweise sind in Bild 1.3
skizziert. In einem ersten Schritt muss geprüft werden, ob eine neue Messung
einem schon erfassten Objekt zuzuordnen ist. Diese Entscheidung lässt sich oft
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Bild 1.3: Überblick über die Fusion

jedoch nicht eindeutig treffen. Die Assoziationsstufe muss dies entsprechend be-
rücksichtigen.

Das Verhalten erfasster Fahrzeuge wird durch dynamische Modelle beschrieben.
Da nicht alle auftretenden Situationen mit einem umfassenden Modell abgedeckt
werden können, werden mehrere parallel verfolgt. Dies führt entsprechend zu meh-
reren Schätzungen des Systemzustandes, die jeweils ein eigenes Systemmodell
voraussetzen. Eine übergeordnete Instanz ermittelt daraus dann eine konsistente
Schätzung der Objektparameter.

Die Trackkontrolle ist dafür zuständig, dass neue Objektbeschreibungen, sog.
Tracks, initialisiert und andere, die z. B. den Erfassungsbereich des Sensorsver-
lassen haben, entfernt werden. Sie stellt damit ein Kontrollorgan dar, das die Er-
gebnisse der Assoziation berücksichtigt und die Fusion steuert.

1.4 Struktur der Arbeit

Nach dieser Einleitung behandelt Kapitel 2 die Aspekte der videobasierten Merk-
malsextraktion. Zunächst liefert Abschnitt 2.1 einen Überblick über Möglichkei-
ten, die benötigten Informationen aus Videosequenzen zu gewinnen. Abschnitt 2.2
befasst sich mit dem Problem der Entfernungsbestimmung aus zweidimensionalen
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Kamerabildern. Diese ist eine Voraussetzung für die in den Abschnitten 2.3 und 2.4
beschriebenen Verfahren zur Extraktion der Schatten- bzw. Symmetriemerkmale.

Auf das zentrale Thema Fusion geht Kapitel 3 ein. Hier gibt Abschnitt 3.1 einen
Überblick über wichtige Grundlagen, bevor in Abschnitt 3.2 die Forderungen an
das zu entwickelnde Verfahren aufgestellt werden. Die Assoziation der Messdaten
zu bereits erfassten Objekten und deren zeitliche Verfolgung beschreibt Abschnitt
3.3. Abschnitt 3.4 befasst sich mit demInteracting Multiple ModelFilter, das zur
Kombination der Systemmodelle eingesetzt wird. Danach geht Abschnitt 3.5auf
Aspekte bei der Berücksichtigung mehrerer Sensoren ein. Das Kapitel wird von
einer Beschreibung der Trackkontrolle in Abschnitt 3.6 abgeschlossen.

Die entwickelten Verfahren wurden im Versuchsfahrzeug des Instituts für Mess-
und Regelungstechnik implementiert. Den Aufbau und die Umsetzung hierfür be-
schreibt Kapitel 4. Es gliedert sich in einen Abschnitt 4.1, der den Versuchsträger
und seine Ausstattung an sich erklärt, und einen Abschnitt 4.2, der die Eigenschaf-
ten der verwendeten Software sowie die Module, die den Algorithmus bilden, um-
reißt.

Mit diesem Versuchsträger wurden zahlreiche Experimente durchgeführt, um si-
cherzustellen, dass die Algorithmen die gestellten Anforderungen erfüllen. Eine
Gegenüberstellung der Ergebnisse bietet Kapitel 5, bevor Kapitel 6 die Arbeit mit
einer Zusammenfassung und einem Ausblick abschließt.
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2 Videobasierte Fahrzeugdetektion

Eine entscheidende Voraussetzung für eine exakte Beschreibung des Fahrzeugum-
feldes ist eine zuverlässige Erfassung der zu detektierenden Objekte. Damit nimmt
schon die Wahl des Sensors eine zentrale Rolle ein. Neben Ultraschallsensoren,die
aufgrund ihrer geringen Reichweite nur für bestimmte Problemstellungeneinge-
setzt werden können, sind Radar- und Lidar-Sensoren (Light Detection And Ran-
ging) für Fahrerassistenzanwendungen am weitesten verbreitet. Diese liefern bei
geringem Rechenaufwand direkt die benötigten Messdaten. Sie senden in Form
elektromagnetischer Wellen ein Signal aus und werten den vom zu beobachten-
den Objekt reflektierten Anteil aus, um die gewünschte Information zu erhalten.
Unproblematisch ist die Verwendung solcher Sensoren jedoch nicht. So treten bei
Radarsensoren Schwierigkeiten auf, wenn sich mehrere Objekte mit geringem Ab-
stand im Erfassungsbereich befinden. Die Funktion von Lidar-Sensoren wiederum
wird durch Regen und Schnee stark gestört. Zudem erlauben diese Sensoren über
die Bestimmung von Position und Geschwindigkeit hinaus nur eingeschränkt Aus-
sagen über weitere Eigenschaften der beobachteten Objekte.

Hier bieten die in dieser Arbeit betrachteten Kameras eine sinnvolle Alternati-
ve. Videosensoren liefern eine Vielzahl verschiedener Informationen. Das spiegelt
sich in dem Spektrum der Anwendungen wider, in denen sie zu finden sind. So
werden sie außer zur Detektion von Fahrzeugen z. B. zur Erfassung der Fahrbahn
[Goldbeck u. Huertgen 1999; Chapuis u. a. 2002; Rotaru u. a. 2004], zur Wahrneh-
mung von Fußgängern [Broggi u. a. 2000; Curio u. a. 2000] oder zur Erkennung
von Verkehrsschildern [Fang u. a. 2003] eingesetzt. Darüber hinaus erlauben sie
anhand der Bildinformation eine feine Klassifikation der detektierten Objekte. Al-
lerdings ist hier ein deutlich höherer Aufwand bei der Signalauswertung notwen-
dig, als dies bei Radar oder Lidar der Fall ist. Zudem haben bildgebende Sensoren
gerade bei Nebel oder Nacht Nachteile gegenüber z. B. einem Radarsensor. Wäh-
rend dieser durch Aussenden des Signals weitgehend unabhängig von der Um-
gebungssituation ist, werden die Fähigkeiten der Kamera von der vorherrschenden
Beleuchtung beschränkt. Zwar könnte auch hier in Form einer aktiven Beleuchtung
der Szene diese Abhängigkeit reduziert werden, für die angestrebte Sichtweite des
Sensors ist dies jedoch unpraktikabel.
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2.1 Merkmale in Videosequenzen

Bei der Extraktion von Objektinformation aus den Bildern von Videokameras kön-
nen vielfältige Verfahren zum Einsatz kommen. Einen Überblick über die wichtig-
sten Verfahren geben Sun et al. [Sun u. a. 2006]. Prinzipiell können dabei drei
Klassen unterschieden werden: Stereoskopie, bewegungsbasierte Segmentierung
und monoskopische Einzelbildmerkmale. Die folgenden Abschnitte gehenauf die-
se näher ein.

2.1.1 Stereoskopie

Stereoskopische Verfahren verwenden zwei Kameras, die synchron Bilder aufneh-
men. Blicken die Kameras aus verschiedenen Positionen auf die selbe Szene, so
kann aus ihren Bildern Information über die räumliche Struktur gewonnen werden
[Faugeras 1996].

Dieser Sachverhalt kann an einem einfachen Beispiel verdeutlicht werden: Bild
2.1 zeigt zwei identische Lochkameras, deren optische Achsen parallel sind und
den Abstandb haben. Die Bildsensoren liegen zudem in einer Ebene.

f

O

C1 C2

I1 I2

u1 u2b

Bild 2.1: Zwei KamerasC1 undC2 in Stereoanordnung.

Der KörperO erscheint im BildI2 der KameraC2 verschoben gegenüber der Po-
sition im Bild I1 der KameraC1. Diese Verschiebung ist die sog. Disparität:

d = u2 − u1 . (2.1)
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Aus der Disparität kann bei Kenntnis der Brennweitef der Abstandzdes Objektes
ermittelt werden:

z=
b
d
· f . (2.2)

Im Allgemeinen entspricht die Anordnung der Kameras nicht diesem idealisier-
ten Fall. Um dennoch eine 3D-Rekonstruktion durchführen zu können, müssen
die extrinsischen Parameter, d. h. Rotation und Verschiebung der Kameras zuein-
ander, bekannt sein. Auch die Annahme eines Lochkameramodells mit exakt be-
kannter Brennweite ist in der Realität verletzt, so dass noch zusätzliche intrin-
sische Parameter hinzukommen. Nur ein Teil dieser Unbekannten kann einmalig
vorab bestimmt werden. Erschütterungen und starke Temperaturschwankungen im
Fahrzeug machen eine nachführende Kalibrierung notwendig [Dang u. Hoffmann
2006].

Wurde mit einem Stereokamerasystem, für das alle relevanten Parameter bekannt
sind, ein Bildpaar aufgenommen, so wird ein Disparitätenbild berechnet, wiees in
Bild 2.2 beispielhaft gezeigt ist. Dazu müssen unter Verwendung von Korrelations-
verfahren korrespondierende Punkte in den Bildern einander zugeordnet werden.
In Bereichen mit geringer Textur ist dies nicht immer eindeutig möglich. Zudem
führen Verdeckungen und periodische Strukturen dazu, dass nicht für jeden Bild-
punkt eine Korrespondenz gefunden werden kann.

Bild 2.2: Links: Linkes Kamerabild. Rechts: Disparitätenbild in Falschfarbendar-
stellung (rot: nahe Bereiche, blau: entfernte Bereiche).

Dieser Prozess ist extrem aufwändig, wird jedoch handhabbar, wenn nicht eine
vollständige Disparitätenkarte benötigt wird. Wurde ein Objekt schon anderwei-
tig segmentiert, so ist es oft ausreichend, einige wenige Punkte zu untersuchen.
Bertozzi et al. [Bertozzi u. a. 2000] verwenden daher Stereoinformation lediglich
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zum Bestimmen der Entfernung von Objekten, die mittels monokularer Merkmale
erfasst wurden.

Aber auch ohne die Berechnung der Disparitäten kann eine Stereoanordnung zur
Objektdetektion verwendet werden. Dies ermöglicht die sog.Inverse Perspecti-
ve Mapping-Technik. Hierbei wird angenommen, dass alle Bildpunkte Punkte in
der Fahrbahnebene darstellen. Mit deren Kenntnis wird von beiden Stereobildern
die Projektion in die Fahrbahnebene berechnet. Für Punkte, die tatsächlichdiese
Annahme erfüllen, ergibt sich für das rechte und linke Bild die identische Projek-
tion. Objekte, die nicht in der Fahrbahnebene liegen, erscheinen jedoch in beiden
Bildern unterschiedlich verzerrt. Durch Bilden der Differenz beider Projektionen
erhält man damit hohe Werte dort, wo sich ein Objekt aus der Fahrbahnebene er-
hebt [Bertozzi u. Broggi 1998].

Gerade für Szenarien abseits befestigter Straßen bietet ein Stereoansatz die be-
nötigten Informationen für eine Pfadplanung. So kann aus der Disparitäten- eine
Höhenkarte errechnet werden, durch die ein optimaler Weg gesucht wird [van der
Mark u. a. 2001]. Eine weitere Verbesserung kann durch Einbeziehen von mono-
skopischen Merkmalen erzielt werden. Einen entsprechenden Ansatz beschreiben
Hummel et al. in [Hummel u. a. 2006].

Um aus einer Disparitätenkarte Rückschlüsse auf vorhandene Objekte ziehen zu
können, ist eine Segmentierung und Klassifizierung notwendig. Eine umfassen-
de Szenenbeschreibung ist hier nur mit großem Aufwand möglich. Für einzelne
Anwendungen ist diese jedoch oft nicht erforderlich. Ein Beispiel hierfürist der
Ansatz von Franke und Kutzbach [Franke u. Kutzbach 1996]. Aus einem Dispari-
tätenhistogramm wird der Abstand zum vorausfahrenden Fahrzeug direkt ermittelt,
was eine Objektverfolgung ohne weiterführende Segmentierung erlaubt.

Die Stereorekonstruktion der beobachteten Szene bietet eine Fülle von Informa-
tionen, die weit über die reine Detektion von Fahrzeugen hinausgeht. Doch ist der
Aufwand, und damit die benötigte Rechenleistung, zur Gewinnung dieser Infor-
mation hoch. Neben dieser Beschränkung verhindert zur Zeit auch der Preis der
benötigten Komponenten, dass in naher Zukunft solche Systeme Einzug indie Se-
rienausstattung neuer Fahrzeuge halten.

2.1.2 Bewegungsbasierte Segmentierung

Die zweite Klasse von Verfahren zur videobasierten Objekterkennung stützt sich
auf die durch Eigen- und Objektbewegung verursachten Verschiebungen in konse-
kutiven Bildern einer Kamera. Um diese Verschiebungsfelder zu bestimmen, wur-
de eine Vielzahl an Algorithmen entwickelt, die auf verschiedenen Ansätzen ba-
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sieren. So kann z. B. durch Korrelieren von Bildausschnitten eine direkte Bestim-
mung der Verschiebungen vorgenommen werden oder ein Rückschluss von zeit-
lichen auf räumliche Grauwertgradienten erfolgen. Eine gute Übersicht undeinen
Vergleich von Methoden bieten Barron et al. [Barron u. a. 1994]. Ein Beispiel für
ein solches 2D-Verschiebungsfeld ist in Bild 2.3 dargestellt.

50 100 150 200 250 300

50

100

150

200

Bild 2.3: Beispiel für die 2D-Verschiebung in aufeinander folgenden Bildern.

Bewegt sich die beobachtende Kamera, so ist prinzipiell eine Rekonstruktion der
räumlichen Szene analog zum Stereoansatz möglich. Der Basisabstand des Stereo-
systems ergibt sich nun aus der Eigenbewegung der Kamera. Eine Schwierigkeit
ergibt sich aus dem Sachverhalt, dass Beobachtungs- und Bewegungsrichtung im
Allgemeinen zusammenfallen. Damit ist gerade in dieser Richtung eine Vermes-
sung nicht möglich, wodurch entfernte Objekte nur schwer erkannt werden kön-
nen.

Dennoch zeigen verschiedene Umsetzungen, dass der Ansatz zur Objektdetekti-
on eingesetzt werden kann. So ist in [Lorusso u. De Micheli 1996] ein Verfahren
beschrieben, bei dem anhand des Verschiebungsfeldes Objekte segmentiert und
verfolgt werden. Die Autoren in [Giachetti u. a. 1994] entwickelten einen Algo-
rithmus, der robust gegen Vibrationen bei der Aufnahme der Bilder ist. Solche
Vibrationen sind typisch für sich bewegende Fahrzeuge und erschweren diekor-
rekte Bestimmung des Verschiebungsfeldes. Anhand der Verschiebungen werden
dann die Eigenbewegung bestimmt und Objekte segmentiert.

Ist die Kamera nicht in Bewegungsrichtung ausgerichtet, so gilt diese Einschrän-
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kung nicht. Daher eignet sich ein Ansatz zur Objektdetektion aus Verschiebungen
gut zum Erkennen überholender Fahrzeuge mit einer Kamera, die auf die benach-
barten Spuren blickt. Wang et al. entwickelten ein entsprechendes System, bei dem
die Kamera schräg nach hinten gerichtet ist [Wang u. a. 2005].

Auch ohne eine komplette Bestimmung der Verschiebungen können Bewegungen
zur Detektion von Objekten verwendet werden. Die Autoren in [Betke u. a. 1996]
erfassen überholende Fahrzeuge, indem sie die Differenz zweier aufeinander fol-
gender Bilder berechnen und Bereiche mit starken Änderungen segmentieren.

Die Verfahren dieser Klasse eignen sich besonders zur Erfassung von Objekten,
die in der näheren Umgebung des Beobachters sind und sich nicht in Fahrtrich-
tung befinden. Zudem müssen sie eine deutliche Relativbewegung gegenüberder
Kamera aufweisen. Zur Detektion vorausfahrender Fahrzeuge in größerer Entfer-
nung sind diese Verfahren daher eher ungeeignet. Hier bieten sich monoskopische
Einzelbildmerkmale an.

2.1.3 Monoskopische Einzelbildmerkmale

Monoskopische Einzelbildmerkmale setzen voraus, dass Vorwissen über daszu
detektierende Objekt, also ein Objektmodell, vorliegt. Je detaillierterdieses Vor-
wissen ist, desto zuverlässiger kann das entsprechende Objekt identifiziert werden.
Soll eine Menge von Objekten erkannt werden, so muss man die eingebrachte Vor-
abinformation auf die für diese Menge typischen Eigenschaften beschränken.

Bei der Detektion einer Objektklasse, beispielsweise Fahrzeugen, muss also für
jede dieser Untermengen der Klasse ein Modell vorliegen. Je detaillierter diese
Modelle sind, desto kleiner wird die durch sie beschriebene Untermenge, desto
größer wird also die Zahl der benötigten Modelle. Abgesehen von Aspekten der
benötigten Rechenleistung birgt dies die Gefahr, dass die vorhandenen Modelle
die Klasse nicht komplett beschreiben und Objekte nicht erfasst werden.

Einfache Modelle beschreiben das Auftreten grundlegender Merkmale. Sie haben
den Vorteil, dass sie mit geringem Aufwand schnell zu bestimmen sind. Um die
Detektionsgüte zu erhöhen, werden oft Kombinationen einfacher Merkmale ge-
wählt, um komplexere Modelle zu erstellen.

2.1.3.1 Kanten

Ein einfaches Merkmal sind Grauwertgradienten im Bild. Diese werden von Struk-
turen, die Helligkeitsunterschiede verursachen, hervorgerufen. Kantendetektoren
werten die Gradienten aus, um ein Kantenbild zu erstellen.
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Die im Kantenbild enthaltene Information ist jedoch lediglich ein Hinweis auf
ein Objekt: es handelt sich hierbei um Grauwertkanten, die nicht zwangsläufig
mit Objektkanten übereinstimmen müssen. Dennoch kann dieses Merkmal einen
Beitrag zur Objektdetektion leisten.

In Abbildung 2.4 ist eine Verkehrsszene und das Ergebnis einer Kantendetektion
abgebildet. Schatten und Fahrbahnmarkierungen zeichnen sich deutlich im Kan-
tenbild ab, da sich hier starke Grauwertgradienten finden. Es sind jedoch auch
Objekte, wie z.B. die Fahrzeuge, erkennbar.

Bild 2.4: Grauwert- und Kantenbild einer Verkehrsszene.

Letztere zeichnen sich aufgrund ihrer Stoßfänger und der Windschutz- bzw. Heck-
scheibe durch ausgeprägte vertikal und horizontal verlaufende Kanten aus. Diese
Eigenschaft nutzen Betke et al. in [Betke u. a. 1996], um Fahrzeughypothesen zu
generieren.

Verbreitete Kantendetektoren sind der Sobel-Operator [Jähne 1989] und der
Canny-Detektor [Canny 1986]. Doch auch speziell entwickelte Operatoren wie
der LOC-Algorithmus (Local Orientation Coding) finden Anwendung [Goerick
1994]. Diesen wenden Handmann et al. in [Handmann u. a. 1998] in Kombination
mit weiteren Merkmalen wie Entropie und Linien zur Detektion von Fahrzeugen
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an.

Ein weiterer Ansatz, der Kanteninformation zur Generierung von Fahrzeughypo-
thesen nutzt, ist in [Srinivasa 2002] beschrieben. Hier werden Radarinformationen
mit diesen Hypothesen fusioniert, um eine Steigerung der Detektionsgüte zu errei-
chen.

2.1.3.2 Form

Die Form ist eine nahezu eindeutige Objekteigenschaft. Ihre Projektion in das
zweidimensionale Kamerabild erzeugt dort den Umriss, der für einen Vergleich
herangezogen werden kann. Auch anhand der Form kann ein Objekt daher weit-
gehend klassifiziert werden. Liegt eine geschlossene, segmentierte Konturvor,
so können rotations- und skalierungsinvariante Ähnlichkeitsmaße zwischen einer
Vorlage und dem betrachteten Objekt bestimmt werden [Liu u. Srinath 1990].

Da im Fahrzeugumfeld stetig wechselnde Verkehrsszenen betrachtet werden, kann
eine vollständige Segmentierung jedoch nicht vorausgesetzt werden. Andererseits
ist die Ausrichtung der zu erfassenden Objekte im Regelfall bekannt. Dies ermög-
licht es, im Ursprungs- oder einem vorverarbeiteten Bild nach Übereinstimmungen
mit einem Satz von Vorlagen zu suchen (vgl. auch Bild 2.5).

Bild 2.5: Form in einem Kantenbild.

Die Distanztransformation ist ein Hilfsmittel zur Bewertung der Ähnlichkeit zwei-
er nicht-deckungsgleicher Kantenbilder [Borgefors 1988]. Da die Korrelation ei-
nes Kantenbildes mit einer Vorlage nur bei einer exakten Übereinstimmung zum
gewünschten Ziel führt, bestimmt die Distanztransformation zu jedem Bildpunkt
den nächsten Kantenpunkt. Die entsprechende Entfernung in Bildkoordinaten wird
in der Distanztransformierten an der Position des Bildpunktes eingetragen.Die
Korrelation zwischen der Transformierten und einer Vorlage hat dann an der Stelle
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der besten Übereinstimmung ein Minimum. Diese Vorgehensweise findet auch im
Bereich der Umfelderfassung für Fahrerassistenzsysteme Anwendung. So setzen
Gavrila und Philomin sie zur Erkennung von Fußgängern und Verkehrszeichen ein
[Gavrila u. Philomin 1999].

Auch zur Lokalisierung von Fahrzeugen gibt es Form-basierte Ansätze. Hilario et
al. entwickeln in [Hilario u. a. 2005] einen Energieterm, der unter anderem den
Abstand von Kantenpunkten zu den entsprechenden Punkten einer Vorlage sowie
Gradienteninformation berücksichtigt. Minimieren des Energieterms liefert die ge-
suchten Fahrzeugpositionen.

Eine Schwierigkeit dieser Verfahren liegt darin, dass der Umriss von der Orien-
tierung des zu detektierenden Objekts abhängt. Daher verwenden Fleischer et al.
dreidimensionale Modelle, deren Projektion in das Kamerabild mit Kanteninfor-
mation verglichen wird [Fleischer u. a. 2002]. Dies ermöglicht es, zusätzlichzur
Position die Ausrichtung des Objekts zu bestimmen. Allerdings ist diese Vorge-
hensweise wiederum mit einer erhöhten Rechenkomplexität verbunden.

Ansätze, die das Merkmal Form auswerten, sind im Allgemeinen auf eine um-
fassende Datenbasis angewiesen, die für alle zu erkennenden Objekte eine ent-
sprechende Vorlage enthält. Dazu kommen, je nach Algorithmus, für jede Vorlage
mehrere Skalierungsstufen, da die Entfernung des Objektes, und damit seine Grö-
ße im Bild, nicht vorab bekannt sind. Dies führt zu einem hohen Rechenaufwand.
Ein Vorteil dieser Verfahren ist aber, dass sie, abhängig von den zur Verfügung
stehenden Vorlagen, verschiedene Objekttypen detektieren und klassifizieren kön-
nen.

2.1.3.3 Farbe

Zwar ist Farbe kein Merkmal, das die Detektion von Fahrzeugen direkt unterstützt,
da es nicht charakteristisch für diese Objekte ist, dennoch erweist sich Farbinfor-
mation als wertvoll für Fahrerassistenzanwendungen. So kann sie z. B. bei der Er-
kennung von Rücklichtern und Scheinwerfern bei Dunkelheit einen Beitrag leisten
[Cabani u. a. 2005].

Gerade für die Erfassung von Infrastrukturelementen, wie z.B. Schildern, Ampeln,
der Fahrbahn und Fahrspuren, kann sie ein wichtiges Merkmal sein [He u. a. 2004].
Damit dient Farbinformation wiederum indirekt der Segmentierung relevanter Be-
reiche, was eine starke Hilfe bei der Detektion von Fahrzeugen mit weiteren Merk-
malen ist.
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2.1.3.4 Textur

Obgleich auf den ersten Blick kaum eine allgemeine Aussage über die Textur von
Fahrzeugen getroffen werden kann, die eine Detektion erlaubt, so verursacht der
typische Fahrzeugaufbau doch charakteristische Merkmale. Zwar erlauben diese
keine exakte Lokalisation, werden jedoch zur Segmentierung relevanter Bildberei-
che angewandt.

Ein Texturmerkmal ist die lokale Entropie, ein Informationsmaß, dasauf der ur-
sprünglich von Shannon entwickelten Informationstheorie basiert [Shannon 1948].
In der Bildverarbeitung beschreibt die lokale EntropieH(u, v) den Informations-
gehalt eines Bereiches [Kalinke u. von Seelen 1996]. Sie bestimmt sich zu

H(u, v) = −
K

∑

k=1

p (g(u, v) = k) log(k) . (2.3)

Hierbei istg das Grauwertsignal, das die Zuständek = 1, . . . ,K annehmen kann.
Um die lokale Entropie für einen Bildpunkt (u, v) zu bestimmen, wird die Ver-
teilung der Grauwertep (g(u, v)) durch das Histogramm einer kleinen Umgebung
dieses Punktes angenähert. Bild 2.6 stellt die lokale Entropie der Szene ausBild
2.4 dar.

Bild 2.6: Lokale Entropie, berechnet in einer 9× 9-Umgebung. Helle Bereiche
weisen eine hohe, dunkle Bereiche eine niedrige Entropie auf.

Eine mögliche Anwendung zeigen die Autoren in [ten Kate u. a. 2004]. Siever-
wenden die Merkmale Schatten, Symmetrie und lokale Entropie zur Fahrzeugde-
tektion.
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2.1.3.5 Schatten

Ein mögliches Modell zur Detektion von Fahrzeugen anhand monoskopischer Ein-
zelbildmerkmale ergibt sich aus der Beobachtung, dass die zu detektierenden Fahr-
zeuge einen Schatten auf die Fahrbahnoberfläche werfen. Dabei wird lediglich der
dunkle Bereich zwischen den Rädern berücksichtigt, welcher durch den diffusen
Beleuchtungsanteil entsteht (siehe Abbildung 2.7). Der Schlagschatten, derbei
schräg einfallendem Sonnenlicht seitlich des Objektes auftritt, wird aufgrund der
Abhängigkeit von der schwer zu erfassenden Beleuchtungskonstellation nicht als
Merkmal betrachtet. Er stellt jedoch eine Störquelle dar, die ein robustes Detekti-
onsverfahren nötig macht.

Bild 2.7: Dunkler Bereich unter dem Fahrzeug und Schlagschatten.

Gerade weil dies ein sehr allgemeines Modell ist, wurde es schon von verschie-
denen Gruppen verwendet. Denn aufgrund dieser Allgemeinheit ermöglicht es die
Detektion vieler verschiedener Fahrzeugtypen. Zudem ist es mit vertretbarem Re-
chenaufwand zu implementieren, was für Echtzeitanwendungen entscheidend ist.

So finden sich schon früh entsprechende Untersuchungen in der Literatur. Mo-
ri und Charkari untersuchten in [Mori u. Charkari 1993] die Grauwertverteilung
unter Fahrzeugen und der Straßenoberfläche für verschiedene Beleuchtungsbedin-
gungen und stellten fest, dass die Schattenregion stets deutlich dunklerals die
Fahrbahn ist.

Erste Anwendungen prüfen anhand des Schattenmerkmals, ob in einer bestimm-
ten Bildregion ein Fahrzeug vorhanden ist [Charkari u. Mori 1993]. Eine weitere
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Anwendung findet man im VersuchsfahrzeugVaMoRs-P[Thomanek u. a. 1994].
Es zeigt eindrucksvoll, dass eine zuverlässige Detektion alleine schon mitdiesem
Merkmal möglich ist. Andere Autoren verwenden Schatten als Merkmal zur Veri-
fikation der Messungen eines weiteren Sensors oder zur Bestimmung von Parame-
tern wie z. B. der Fahrzeugbreite bei bekannter Position des Fahrzeuges. So wird
z. B. in [Kim u. a. 2005] die Kombination eines Sonar-Sensors mit videobasierter
Objektdetektion anhand des Schattens und anderer Merkmale untersucht.

In [Tzomakas u. von Seelen 1998] beschreiben die Autoren ein Verfahren zur De-
tektion von Fahrzeugen, das auf der Extraktion von Schatten beruht. Dabei wird
eine Detektion der befahrbaren Fläche durchgeführt, um dann den mittleren Grau-
wert und die Varianz der Fahrbahnoberfläche bestimmen zu können. Die gefunde-
nen Schattenregionen dienen allerdings nur als Hypothesen für weitere Verarbei-
tungsschritte.

Auch in dieser Arbeit wird das Merkmal Schatten zur Detektion von Fahrzeugen
eingesetzt. Der entwickelte Algorithmus ist in Kapitel 2.3 eingehend beschrieben,
weshalb hier nicht weiter darauf eingegangen wird.

2.1.3.6 Symmetrie

Betrachtet man das Heck eines vorausfahrenden Fahrzeugs, so kann man eine aus-
geprägte Symmetrie bezüglich einer senkrechten Achse feststellen (vgl. Bild 2.8).
Gleiches gilt für ein Automobil, das sich auf den Betrachter zu bewegt. Diese
Eigenschaft kann zur Detektion von Fahrzeugen herangezogen werden [Kuehnle
1991; Zielke u. a. 1993].

Bild 2.8: Vertikale Symmetrieachse der Heckansicht eines Fahrzeugs.

Beleuchtungsinhomogenitäten können jedoch die Symmetrie im Grauwertbild stö-
ren. So führt z. B. seitlicher Lichteinfall dazu, dass eine Seite des beobachteten
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Fahrzeuges heller erscheint. Daher bietet sich eine Analyse im Kantenbild an
[Du u. Papanikolopoulos 1997]. Dieses ist aufgrund des Hochpasscharakters des
Kantendetektors weniger empfindlich gegenüber vielen solchen niederfrequenten
Störungen. Dennoch führen etwa Spiegelungen zu asymmetrischen Strukturen im
Bild, die auch auf diese Weise nicht eliminiert werden können.

Zur Bewertung der Symmetrie in einem Bildausschnitt können auch direkt die
Grauwerte in einer Region um eine hypothetische Symmetrieachse betrachtet wer-
den. Gegenüber kantenbasierten Verfahren steht damit mehr Information zur Ver-
fügung, was wiederum zu einer erhöhten Detektionsgüte führen kann. Dieser An-
satz wird in der vorliegenden Arbeit verfolgt. Ein entsprechender Algorithmus
wird in Kapitel 2.4 beschrieben.

2.2 Entfernungsinformation

In naher Zukunft halten Assistenzfunktionen, die als Sensor eine Videokamera
einsetzen, Einzug in Fahrzeuge der Oberklasse. Beispiel hierfür sind Spurverlas-
senswarner, wie sie schon jetzt in Lastkraftwagen eingesetzt werden. Aus Kosten-
gründen werden jedoch noch keine Stereosysteme verfügbar sein.

In dieser Arbeit wurde gezielt ein Sensor entwickelt, der auf der Basis der vorhan-
denen Komponenten die Realisierung weiterer Assistenzfunktionen ermöglicht.
Zur Gewinnung von Stereoinformation aus Bewegung ist die Auswertung mehre-
rer aufeinander folgender Bilder notwendig, zur sicheren Erfassung von entfern-
ten Objekten ist sogar eine Berücksichtigung mehrerer Bilder erforderlich. Ob-
jektdetektion mittels monoskopischer Einzelbildmerkmale hat demgegenüber den
Vorteil, in den Sichtbereich des Sensors eintretende Objekte schnell erfassenzu
können. Daher werden hier Verfahren dieser Kategorie genutzt. Von den im voran-
gegangenen Abschnitt beschriebenen Möglichkeiten zur videobasierten Objekter-
kennung wurden die monoskopischen Einzelbildmerkmale Schatten und Symme-
trie gewählt.

Wie alle monoskopischen Einzelbildmerkmale erlauben diese eine Aussage über
die Position von Objekten im Bild der Kamera. Für Fahrerassistenzanwendungen
ist es jedoch entscheidend, die relative Position dieser Objekte in Weltkoordinaten
zu kennen.

Die Projektion eines Punktesz = (X,Y,Z)T in das Bild der Kamera liefert die
Bildposition p = (u, v)T. Dabei liegt der Ursprung des Koordinatensystems, in dem
der Punktz beschrieben ist, im optischen Zentrum, die Koordinatenrichtungen von
X und Y sind parallel zu denen vonu und v angeordnet. Unter Annahme eines
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Lochkameramodells gilt dann der Zusammenhang

u =
fu
Z
· X + cu bzw. v =

fv
Z
· Y+ cv. (2.4)

Hierbei sindc = (cu, cv)T die Koordinaten des Bildhauptpunktes. Da die Bildpunk-
te des Sensors nicht zwingend quadratisch sind, ergeben sich auch unterschiedliche
Brennweitenf = ( fu, fv)T für die beiden Koordinatenrichtungen.

An Gleichung (2.4) wird deutlich, dass die Projektion nicht ein-eindeutig ist. Der
Übergang von einem dreidimensionalen in ein zweidimensionales Koordinaten-
system ist eine Projektion in einen niederdimensionalen Raum: um dieX- und
Y-Koordinaten für einen gegebenen Bildpunkt bestimmen zu können, muss zu-
sätzlich der AbstandZ bekannt sein.

Um also zu einer detektierten Bildposition die 3D-Position bestimmen zu können,
muss die Entfernung des entsprechenden Objektes gegeben sein. Diese Anforde-
rung kann z. B. durch die Annahme einer Fahrbahnebene mit bekannten Parame-
tern erfüllt werden (vgl. Bild 2.9). Genauere Ergebnisse liefert eine Fahrbahner-
kennung, die zur Bestimmung der Parameter herangezogen wird [Behringer u. a.
1992; Kim 2006; Aufrère u. a. 2000].

Bild 2.9: Bestimmung der DistanzZ zu einer Bildpositionv bei gegebener Fahr-
bahnorientierungϕ und Höhe der Kamerah.

Wird ein Punkt auf der Fahrbahnoberfläche betrachtet und sind die Höhe der Ka-
merah und die Orientierung der Fahrbahnϕ bekannt, so ergibt sich für die 3D-
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Positionz = l(u, v,h, ϕ):

X =
h · u−cu

fu

sin(ϕ) + v−cv

fv
· cos(ϕ)

(2.5)

Y =
h

fv
v−cv
· sin(ϕ) + cos(ϕ)

(2.6)

Z =
h

sin(ϕ) + v−cv

fv
· cos(ϕ)

(2.7)

Eine Aussage über die Unsicherheit dieser 3D-Position liefert die Kovarianzmatrix
R. Da die Gleichungen (2.5) bis (2.7) nichtlinear sind, folgt nach einer Linearisie-
rung um den Bildpunkt für kleine Abweichungen:

R = V R2D VT (2.8)

In Gleichung (2.8) beschreibtR2D die Unsicherheiten der Bildpositionen sowie
der Ergebnisse der Fahrbahndetektion. Sind diese Parameter unkorreliert,so ist
R2D eine Diagonalmatrix:

R2D =





























σ2
u 0 0 0

0 σ2
v 0 0

0 0 σ2
h 0

0 0 0 σ2
ϕ





























(2.9)

V bezeichnet die Jacobi-Matrix vonz = l(u, v,h, ϕ):

V =
∂l(u, v,h, ϕ)
∂((u, v,h, ϕ)T)

(2.10)

Damit ist sichergestellt, dass nicht nur die Unsicherheiten in der Merkmalsdetekti-
on, sondern auch in der vorangehenden Fahrbahnebenenschätzung berücksichtigt
werden.

Ist die 3D-Position eines Punktes auf der Fahrbahnoberfläche, der durch den Bild-
punkt p beschrieben wird, von Interesse, so kann diese aus den Gleichungen (2.5)
bis (2.7) bestimmt werden. Dies ist für die Untersuchung von Fahrzeugschatten
der Fall. Liegt der Punkt nicht auf der Fahrbahnoberfläche, sondern im Abstand ho

darüber, so ergibt sich der entsprechende Zusammenhang durch die Substitution
h→ h− ho. Dies entspricht einer Parallelverschiebung der Fahrbahnebene.
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2.3 Schatten

Für den im Rahmen dieser Arbeit entwickelten Sensor wurde neben der Symme-
trie das Merkmal Schatten herangezogen. Im Gegensatz zu den bisher bekannten
Verfahren sollte der Algorithmus jedoch in der Lage sein, komplett eigenständig
zu arbeiten, d. h. es stehen weder Hypothesen eines vorgeschalteten Sensors zur
Verfügung noch ist eine anschließende Verfeinerung notwendig. Dennoch wird
der Vorteil der Kombination mit anderen Sensoren bzw. weiteren Merkmalen ge-
nutzt, sofern diese vorhanden sind. Dies ist Aufgabe der Fusion, die in Kapitel 3
beschrieben ist.

Vorausgesetzt werden kann jedoch, dass bei der Merkmalsextraktion die Orientie-
rung der Fahrbahn bekannt ist, da diese auch zur Gewinnung der 3D-Information
aus 2D-Bildpunkten benötigt wird (vgl. Abschnitt 2.2). Diese liegt in Form ei-
ner Zuordnung von Entfernungswerten zu Bildpunkten vor unter der Annahme,
dass der betrachtete Punkt auf der Fahrbahnoberfläche liegt. Hierdurch wird zwar
der Suchbereich auf den Bereich unter dem Horizont eingeschränkt, jedoch be-
deutet dies keine laterale Abgrenzung. Damit ist es möglich, auch Fahrzeuge zu
erfassen, die sich auf benachbarten Spuren befinden, entgegenkommen oder einen
Spurwechsel durchführen.

Der entwickelte Algorithmus liefert als eigenständiger Sensor Informationen über
die Position von Fahrzeugen anhand ihrer Schatten und besteht aus folgenden Ein-
zelschritten (siehe dazu auch [Hoffmann u. a. 2004; Hoffmann 2006]):

1. Bestimmen des Grauwertes der Fahrbahnoberfläche,

2. Extrahieren dunkler Zeilensegmente,

3. Gruppieren der Zeilensegmente zu Rechteckhypothesen,

4. Anpassen der Berandungen,

5. Bestimmen der Ausprägung der Submerkmale und

6. Klassifikation der Hypothesen.

Die Schritte 1 bis 3 dienen dazu, mittels einfacher Operationen Hypothesen zu
gewinnen, die mögliche Schattenregionen beschreiben. Diese Hypothesen werden
im vierten Schritt verfeinert, indem eine Analyse der seitlichen und des unteren
Gradienten durchgeführt wird. Schließlich werden Merkmale bestimmt, diebei
der Klassifikation dazu verwendet werden, unwahrscheinliche Hypothesen wieder
zu verwerfen.
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Diese Vorgehensweise vermeidet es, aufwändige Rechenschritte für jeden Bild-
punkt durchzuführen. Stattdessen werden sie nur für die zuvor gewonnenen Hypo-
thesen notwendig, was eine effiziente Implementierung begünstigt. Die einzelnen
Schritte werden im Folgenden eingehend erläutert.

2.3.1 Grauwert der Fahrbahn

Der Schatten unter einem Fahrzeug ist dadurch gekennzeichnet, dass er dunkler als
die umgebende Fahrbahn ist. Diese Feststellung ist für einen Menschen trivial; zur
automatisierten Auswertung muss jedoch eine geeignete Beschreibung für „dunk-
ler“ gefunden werden. Nimmt man den Grauwert der freien Fahrbahnoberfläche
g(pF) als konstant an, also

g(pF) ≈ gF , (2.11)

so erhält man die einfache Beziehung

g(pS) < gF , (2.12)

wobeig(pS) der Grauwert eines Schattenpunktes ist. Die Annahme 2.11 ist unter
realen Bedingungen nur näherungsweise erfüllt, da der Grauwert der Fahrbahn-
oberfläche von Lichteinfalls- und ausfallswinkel und damit von Sonnenstand und
Beobachterposition abhängt. Zudem ist auch der Fahrbahnbelag selbst nicht homo-
gen, sodass kein einfaches Modell zur genaueren Beschreibung gefunden werden
kann. Dennoch ist die Bedingung hinreichend genau erfüllt, um erste Schatten-
hypothesen zu extrahieren. Diese sind noch unsicherheitsbehaftet und müssen in
weiteren Schritten verfeinert werden. Zudem müssen Regionen, die fälschlicher-
weise als Schatten klassifiziert wurden, verworfen werden.

Um gF zu bestimmen, wird ein BildausschnittM untersucht, der einen Teil der
Fahrbahnoberfläche vor dem Fahrzeug (vgl. Bild 2.10) wiedergibt. Mit dem Mit-
telwert

gF = g(p) , p ∈ M (2.13)

erhält man einen Schätzwert für den Grauwert der Fahrbahn. Dabei muss jedoch
sichergestellt werden, dassM keine Störungen wie z. B. Fahrspurmarkierungen
oder Fahrzeuge enthält. Die Varianz der Grauwerte der Fahrbahnoberfläche ist
gewöhnlich sehr gering und kann empirisch ermittelt werden. Ein Anstieg von
Var {g(p)} , p ∈ M liefert also einen Hinweis auf Störobjekte.
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Bild 2.10: BereichM zur Bestimmung des Fahrbahngrauwertes.

2.3.2 Dunkle Zeilensegmente

Ist der Grauwert der Fahrbahn bekannt, so wird nach Zeilensegmenten gesucht,
die zu einem Schatten gehören können. Dabei wird vorausgesetzt, dass die Zeilen
des Kamerabildes näherungsweise parallel zur Fahrbahnebene verlaufen. Für die
relevanten Fahrsituationen ist dies leicht zu gewährleisten, da lediglich vernach-
lässigbar kleine Wankbewegungen auftreten.

Um die gesuchten Zeilensegmente zu bestimmen, werden zunächst seitliche Be-
randungspunkte extrahiert. Dies sind Bildpunkte, an denen in horizontaler Rich-
tung ein Übergang von hell nach dunkel bzw. dunkel nach hell stattfindet. Hierzu
wird der in Abschnitt 2.3.1 bestimmte Grauwert der Fahrbahnoberfläche herange-
zogen.

Betrachtet man eine einzelne Bildzeilev, so erhält man einen Grauwertverlauf,
wie er in Bild 2.11 dargestellt ist. Die Schnittpunkte des Grauwertverlaufes mit
dem Straßengrauwert repräsentieren nun eine Vielzahl von Hypothesen für linke
bzw. rechte Berandungspunkteul,i , i = 1, . . . ,Nl undur,k, k = 1, . . . ,Nr möglicher
Schatten. Indem man diesem Schritt eine Tiefpassfilterung, beispielsweise mit ei-
nem 3× 3 Gauß-Filter, voranstellt, kann man unerwünschte Störungen, die durch
sehr feine Strukturen im Bild entstehen, unterdrücken. Bild 2.12 zeigt dieso erhal-
tenen Hypothesen für linke und rechte Randpunkte eines kompletten Bildes.

Im nächsten Schritt werden PunktpaarePik =
{

ul,i ,ur,k
}

gewählt, deren Abstand
wik = ur,k − ul,i einer für Fahrzeuge typischen Breite entspricht. Dabei wird vor-
ausgesetzt, dass die BreiteBF der betrachteten Fahrzeuge durch eine unimoda-
le Verteilungp(BF) beschrieben ist. Zwar ist diese Annahme aufgrund typischer
Abmaße verschiedener Fahrzeugtypen nicht streng erfüllt, jedoch kann die wahre
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Bild 2.11: Oben: Eine zu untersuchende Bildzeile in einem Bild einer Autobahn-
sequenz. Unten: Grauwertverlauf (rot) in dieser Zeile und GrauwertgF der Fahr-
bahnoberfläche (blau).

Verteilung gut durch eine unimodale angenähert werden. Setzt man des Weiteren
voraus, dass die Messungw der Breite erwartungstreu ist, vorausgesetzt an der
betrachteten Stelle befindet sich ein Fahrzeug, so gilt

E {p (w|F(u, v))} = BF . (2.14)

Dabei repräsentiertF(u, v) das Ereignis, dass sich an der durch den Bildpunkt
(u, v) beschriebenen Position ein Fahrzeug befindet, d. h. dass der Punkt auf der
senkrechten Mittellinie eines Fahrzeugschattens liegt. Schließlich wird angenom-
men, dass in dem Fall, dass kein Fahrzeug vorhanden ist, die gemessene Breite
gleichverteilt ist. Dies bedeutet, dass die durch Fehlereinflüsse hervorgerufenen
Beobachtungen keine Vorzugsbreite aufweisen. Unter diesen Bedingungen folgt
anschaulich, dass die Wahrscheinlichkeit dafür, dass es sich bei der Beobachtung
um ein Fahrzeug handelt größer ist, je kleiner die Abweichung von der erwarteten
Fahrzeugbreite E{BF} ist. Damit lassen sich die HypothesenPik bewerten: je klei-
ner die Distanz|wik − BF | ist, desto wahrscheinlicher beschreibt die Hypothese ein
Fahrzeug.
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Bild 2.12: Mögliche linke (rot) und rechte (blau) Berandungspunkte von Schatten.
Links: ganzes Bild, rechts: vergrößerter Ausschnitt.

Daher darf der Abstand der Berandungspunktewik = ur,k − ul,i maximal um einen
Anteil a von der vorausgesetzten FahrzeugbreiteBF abweichen, andernfalls wird
das Punktpaar verworfen. Um bei der weiteren Betrachtung berücksichtigt zu wer-
den, muss es also die Bedingung

a ≥ |wik − BF |
BF

(2.15)

erfüllen.

2.3.3 Gruppieren der Zeilensegmente

Bisher wurde nur untersucht, wie sich ein Fahrzeugschatten auf den Grauwert-
verlauf einer einzelnen Bildzeile auswirkt. Ein Schattenbereich erstreckt sich im
Allgemeinen jedoch über mehrere Bildzeilen. Daher werden nun die in Abschnitt
2.3.2 extrahierten Zeilensegmente, die einen zusammenhängenden Bereich bilden,
zu Gruppen verknüpft.

Die erwartete Form kann grob durch ein Rechteck beschrieben werden. Daher wer-
den Zeilensegmente, die sich stark überlappen, einander zugeordnet. Der Grad der
Überlappung zweier ZeilensegmentePik undPlm wird hierfür definiert zu:

l =
min{ur,k,ur,m} −max{ul,i ,ul,l}
min{(ur,k − ul,i), (ur,m − ul,l)}

. (2.16)

Die Bedeutung der Überlappung wird in Bild 2.13 deutlich. Der Grad der Überlap-
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Bild 2.13: Zwei sich überlappende Zeilensegmente. Der Überlappungsbereich ist
blau markiert.

pung l ist also die Länge des Überlappungsbereiches bezogen auf die Länge des
kürzeren Zeilensegments.

Weisen zwei Zeilensegmente einen Überlappungsgrad auf, der einen bestimmten
Schwellwert überschreitet, so werden beide einer Gruppe zugeordnet. Dabei müs-
sen folgende Fälle beachtet werden:

• War bisher keines der beiden Zeilensegmente einer Gruppe zugeordnet, so
wird eine neue Gruppe angelegt.

• War schon eines der beiden Zeilensegmente einer Gruppe zugeordnet, so
wird auch das andere dieser Gruppe zugeordnet.

• Waren schon beide Zeilensegmente Gruppen zugeordnet, so werden diese
Gruppen vereinigt.

Die umschreibenden Rechtecke der so erhaltenen Gruppen dienen dann als erste
Schattenhypothesen, die weiter analysiert werden. Bild 2.14 zeigt die so erhaltenen
Hypothesen für das oben angeführte Beispiel.

2.3.4 Anpassen der Berandungen

Da diese Hypothesen aus den umschreibenden Rechtecken der Liniensegmente
bestimmt wurden, sind sie noch recht ungenau. In den weiteren Schritten werden
sie verfeinert.

Zunächst wird die genaue Position der Unterkante bestimmt. Dazu wird einkleiner
BildbereichM der Breitew um die Unterkante der Hypothese betrachtet (siehe
Bild 2.15). Für die Grauwerte in diesem Bereich wird zeilenweise der Mittelwert
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Bild 2.14: Ergebnis der Gruppierung: dargestellt sind die umschreibenden Recht-
ecke.

bestimmt:

ḡu(v) =
1
w

∑

u∈M
g(u, v) (2.17)

Für das Beispiel ist dies in Bild 2.16 gezeigt. Die verfeinerte Positionvu der Un-
terkante wird dann durch eine Betrachtung des Gradienten bestimmt. Da mehrere
Gradienten auftreten können, die auf einen entsprechenden dunkel/hell-Übergang
hinweisen, wird derjenige gewählt, der der Unterkante des betrachteten Bereiches
am nächsten liegt. Eine analoge Vorgehensweise führt danach zu verfeinerten lin-
ken und rechten Berandungenul bzw.ur .

Die Ausprägung der Gradienten gibt auch einen Hinweis darauf, ob es sich wirk-
lich um einen Schattenbereich handelt. Daher werden die Gradientenwerte, zusam-
men mit anderen Merkmalen, nochmals im Klassifikationsschritt zur Bewertung
der Hypothesen herangezogen.

2.3.5 Klassifikation

Durch das Anpassen der Berandungen wird sichergestellt, dass Schattenbereiche
von den Hypothesen exakt umschrieben werden. Allerdings werden auch viele
Strukturen erfasst, bei denen es sich nicht um Fahrzeugschatten handelt. So werden
gerade im Leitplankenbereich und durch Büsche und Bäume viele falsche Hypo-
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Bild 2.15: Anfängliche Hypothese (rot) und zur Bestimmung der Unterkante be-
trachteter Bereich (gelb).
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Bild 2.16: Links: Vergrößerter Bereich zur Bestimmung der Unterkante. Rechts:
der Mittelwerte der Grauwerte wird zeilenweise bestimmt.

thesen hervorgerufen. Ein abschließender Klassifikationsschritt dient dazu, solche
Fehldetektionen zurückzuweisen.

Basis der Klassifikation ist der siebendimensionale MerkmalsvektoryM. Er setzt
sich zusammen aus:

• dem Grauwertgradienten in vertikaler Richtung an der Unterkante,

• dem Mittelwert der beiden seitlichen Grauwertgradienten in horizontaler
Richtung,
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• dem Verhältnis von Höhe zu Breite der Hypothese,

• dem mittleren Grauwert und der Varianz der Grauwerte im Bereich der Hy-
pothese und

• dem Grauwert und der Varianz der Grauwerte im Bereich unter der Hypo-
these.

Zur Klassifikation wird eine lineare Diskriminanzfunktionc(yM) herangezogen:

c(yM) = w0 + wT yM . (2.18)

Die Zuordnung einer Hypothesei zu einer Klasse geschieht dann aufgrund des
Vorzeichens der Diskriminanzfunktion. Ist der Ausdruckc(yMi) > 0, so wird sie
als Schattenmessung weiterverarbeitet. Ist er hingegen negativ, so wird diese Hy-
pothese verworfen. Die Parameterw undw0 beschreiben somit den Klassifikator.

Für die Diskriminanzfunktion (2.18) wird eine vereinfachte Schreibweise einge-
führt. Erweitert man den Merkmalsvektor um einen Eintrag mit dem Wert 1 und
fasst die Parameterw0 undw in einem Gewichtsvektora zusammen, so ergibt sich

c(y) = aT y, (2.19)

mit
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. (2.20)

Anschaulich ista der Normalenvektor einer Hyperebene durch den Ursprung des
Merkmalsraums, die die Klassen trennt. Bild 2.17 veranschaulicht diesen Sachver-
halt anhand eines Beispiels mit eindimensionalen Merkmalen. Durch die verein-
fachte Schreibweise wird der Merkmalsvektor zweidimensional, die Trennebene
geht durch den Ursprung des Koordinatensystems.

Die Wahl des Gewichtsvektorsa spielt eine entscheidende Rolle. Daher wird er aus
einem TrainingsdatensatzY = {yi |i = 1, . . . , I } ermittelt. Dieser Trainingsdaten-
satz wurde gewonnen, indem speziell für diesen Zweck aufgenommene Sequenzen
ausgewertet und die Hypothesen manuell als wahr oder falsch annotiert wurden.
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Bild 2.17: Merkmale, die zwei Klassen zuzuordnen sind, und die zugehörige tren-
nende Hyperebene mit Gewichtsvektora.

Ist die Menge der Merkmalsvektoreny im Trainingsdatensatz linear separierbar,
so kann ein einfacher Perzeptron-Algorithmus ([Duda u. a. 2000]) angewandt wer-
den.

Zur Vereinfachung wurden alle Merkmalsvektoreny des Datensatzes, die als falsch
annotiert waren, negiert. Dadurch kann einfach entschieden werden, ob eine Hy-
pothese korrekt klassifiziert wurde: für alle Merkmalsvektoren, die korrekt einer
Klasse zugeordnet wurden, ergibt die Diskriminanzfunktion einen positiven Wert.
Ein negativer Wert bedeutet, dass eine Fehlzuordnung stattgefunden hat.

Das iterative Verfahren korrigiert dann den geschätzten Gewichtsvektorâ schritt-
weise anhand der falsch klassifizierten Merkmalsvektoren. Es werden dabei alle
Merkmalsvektoren des Trainingsdatensatzes einzeln betrachtet. Dieser Datensatz
wird so lange wiederholt durchlaufen, bis keine Fehlklassifikationen mehr auftre-
ten. Wird eine betrachtete Hypothese falsch klassifiziert, so wird der Korrektur-
schritt

â(k+ 1) = â(k) + yk (2.21)

ausgeführt. Beiyk handelt es sich um dask-te Element der Sequenz falsch klassi-
fizierter Merkmalsvektoren. Nach jedem Korrekturschritt wirdâ(k + 1) normiert,
um ein stetiges Anwachsen zu vermeiden.

Leider handelt es sich jedoch nicht um ein vollständig linear separierbares Pro-
blem. Schon der Trainingsdatensatz enthält Hypothesen, die als falsch annotiert
sind, jedoch tatsächlich anhand der bestimmten Merkmale nicht von einer wah-
ren Hypothese unterschieden werden können. Auch der umgekehrte Fall, also als
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wahr annotierte Hypothesen, deren Merkmalsvektoren jedoch auch bei optimaler
Wahl des Gewichtsvektors zur Ablehnung führen, kann nicht ausgeschlossenwer-
den, da der gewählte Merkmalsvektor nur eine Untermenge der zur vollständigen
Beschreibung der Fahrzeugschatten benötigten Information darstellt.

Dieser Umstand führt dazu, dass der einfache Perzeptron-Algorithmus nichtmehr
konvergiert. Daher wurde eine adaptive Korrektur gewählt:

â(k+ 1) = â(k) +
yk

m(yk)
. (2.22)

Hier gibtm(y) an, wie oft der Vektory bisher falsch klassifiziert wurde. Somit tra-
gen Hypothesen, die häufig falsch klassifiziert wurden, weniger zur Korrektur bei.
Zwar kann auch hierfür die Konvergenz nicht vollständig analytisch nachgewiesen
werden, für den linear separierbaren Fall ist dies jedoch möglich. Der nicht linear
separierbare Fall kann dann plausibilisiert und mittels mehrfacher Durchläufe mit
unterschiedlicher Initialisierung verifiziert werden.

Zunächst wird die Konvergenz der Modifikation aus Gleichung (2.22) fürden li-
near separierbaren Fall betrachtet. Wie bei der Variante aus Gleichung (2.21) lässt
sich diese für ausreichend lange Lösungsvektoren zeigen. Dies ist keine Einschrän-
kung, da sich aus der vereinfachten Schreibweise eine besondere Eigenschaft des
Gewichtsvektors ergibt. Der Betrag, d. h. die Länge, des Gewichtsvektorshat kei-
nen Einfluss auf die Klassifikation. Ist alsoa eine Lösung, so trennt auchαa die
Klassen korrekt, wobeiα ein positiver Skalierungsfaktor ist. Der Nachweis der
Konvergenz für ausreichend lange Gewichtsvektoren ist also hinreichend.

Nähert sich der geschätzte Gewichtsvektorâ einer Lösungαa mit jedem Schritt
weiter an, so konvergiert das Verfahren:

‖â(k+ 1)− αa‖2 ≤ ‖â(k) − αa‖2 (2.23)

Um zu zeigen, dass diese Bedingung erfüllt ist, wird der Ausdruck

â(k+ 1)− αa (2.24)

betrachtet. Mit der Vorschrift aus Gleichung 2.22 folgt dafür:

â(k+ 1)− αa =
(

â(k) +
yk

m(yk)

)

− αa (2.25)

und damit

‖â(k+ 1)− αa‖2 =
∥

∥

∥

∥

∥

∥

(

â(k) +
yk

m(yk)

)

− αa

∥

∥

∥

∥

∥

∥

2

(2.26)

= ‖â(k) − αa‖2 + 2(â(k) − αa)T yk

m(yk)
+

∥

∥

∥

∥

∥

∥

yk

m(yk)

∥

∥

∥

∥

∥

∥

2

.(2.27)
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Da es sich beiyk um eine falsch klassifizierte Hypothese handelt, ist der Ausdruck
â(k)T yk

m(yk) immer kleiner oder gleich Null. Damit folgt

‖â(k+ 1)− αa‖2 ≤ ‖â(k) − αa‖2 − 2αaT yk

m(yk)
+

∥

∥

∥yk
∥

∥

∥

2

m(yk)2
. (2.28)

Das Verfahren konvergiert also, wenn

2αaT yk

m(yk)
≥

∥

∥

∥yk
∥

∥

∥

2

m(yk)2
(2.29)

ist. Da es sich beia um einen Lösungsvektor handelt und zuvor alle als falsch
annotierten Merkmalsvektoren negiert wurden, istaTyk ≥ 0. Da zudem immer
m(yk) ≥ 1 ist, gilt:

2αaT yk

m(yk)
≥ 2αaT yk

m(yk)2
. (2.30)

Daher ist die Bedingung (2.29) auch erfüllt, wenn

2αaT yk

m(yk)2
≥

∥

∥

∥yk
∥

∥

∥

2

m(yk)2
(2.31)

gilt. Damit ergibt sich die gleiche Konvergenzbedingung wie für den Perzeptron-
Algorithmus ohne Modifikation [Duda u. a. 2000]:

2αaTyk ≥
∥

∥

∥yk
∥

∥

∥

2
. (2.32)

Ist β die maximale Länge, die ein Merkmalsvektor erreichen kann, also

β2 = max
Y

∥

∥

∥yi

∥

∥

∥

2
, (2.33)

undγ der kleinste Wert, den das SkalarproduktaTyi erreicht,

γ = min
Y

[

aTyi

]

> 0, (2.34)

so ergibt sich, dass das Verfahren konvergiert für

2αγ ≥ β2, (2.35)

d. h.

α ≥ β
2

2γ
. (2.36)
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Damit ist gezeigt, dass das Verfahren für den linear separierbaren Fall zu einer
Lösung führt.

Enthält der Trainingsdatensatz wenige Merkmalsvektoren, die nicht korrekt mit ei-
ner Hyperebene separierbar sind, so führt die Gewichtung der Korrektionmit 1

m(yk)
dazu, dass diese Ausreißer mit steigender Anzahl der Iterationsschritte ausgeblen-
det werden. Dass dies wirklich der Fall ist, wurde experimentell untersucht. Dazu
wurden mehrere Durchläufe gestartet, wobei der Gewichtsvektora(0) zufällig in-
itialisiert wurde. In allen Fällen wurden Lösungen erzielt, die die gleichekorrekte
Klassifikation bewirkten.

Bild 2.18: Schattenmessungen nach der Klassifikation (vgl. auch Bild 2.14).

Der so trainierte Klassifikator wird auf alle Hypothesen angewendet, um Fehlhy-
pothesen weitgehend zurückzuweisen. Bild 2.18 zeigt die Hypothesen, die beim
oben aufgeführten Beispiel als Schattenmessungen ausgegeben werden. Obwohl
noch immer Fehlhypothesen vorhanden sind, hat sich ihre Zahl durch den Klassi-
fikationsschritt stark verringert. Somit können Ausreißer in der Schattendetektion
zwar nicht vollständig unterdrückt, aber stark reduziert werden.

2.4 Symmetrie

Auch die Symmetrieeigenschaft der Front- bzw. Heckansicht ist ein generisches
Merkmal für Fahrzeuge. Zwar weisen auch andere Objekte, wie z. B. Gebäude
und Schilder, eine starke Achsensymmetrie auf, jedoch ist sie für Fahrzeuge aller
Klassen ein typisches Merkmal. Damit bietet sie sich, obwohl sie ungeeignetfür
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eine eigenständige Detektion und Klassifikation ist, als Merkmal in einem Fusi-
onsansatz an.

Der entwickelte Algorithmus nutzt die Grauwertsymmetrie bezüglich einerals be-
kannt vorausgesetzten Symmetrieachse zur Detektion von Fahrzeugen. Die Ori-
entierung der Symmetrieachse ergibt sich aus der Annahme, dass sich das zu er-
fassende Fahrzeug und der Beobachter auf der selben Ebene bewegen. Durch die
starre Verbindung von Kamera und Fahrzeug kann also einfach gewährleistet wer-
den, dass die Symmetrieachsen im Bild in Spaltenrichtung verlaufen.

Diese Annahme wird zum einen durch Wankbewegungen der Fahrzeuge verletzt.
Des Weiteren entspricht auch die reale Fahrbahn nicht einer idealen Ebene. Um die
Auswirkungen dieser Störeinflüsse zu verringern, wird auf das zu untersuchende
Kamerabild ein Tiefpassfilter in Spaltenrichtung angewandt. In der praktischen
Anwendung hat sich hierfür ein 5× 1 Gauß-Kern bewährt.

Verläuft eine Symmetrieachse in Spaltenrichtung, so sind die Grauwerteg(u, v)
in jeder Zeilev symmetrisch zuuS. Dies bedeutet, dassg(uS + u∗, v), mit u∗ als
Laufvariable, eine gerade Funktion ist. Natürlich liegt in der Praxis keine ideale
Symmetrie vor. Ein symmetrischer Bereich zeichnet sich jedoch durch einen hohen
geraden Funktionsanteil aus.

Der gerade und ungerade Anteil einer Funktion lässt sich einfach mit

E(u∗,uS, v) =
1
2

[

g(uS + u∗, v) + g(uS − u∗, v)
]

(2.37)

und

O(u∗,uS, v) =
1
2

[

g(uS + u∗, v) − g(uS − u∗, v)
]

(2.38)

bestimmen. Naturgemäß handelt es sich beim ungeraden AnteilO(u∗,uS, v) um
eine mittelwertfreie Funktion, fürE(u∗,uS, v) gilt dies nicht. Betrachtet man einen
Bereich der Breite 2w, so kann für diesen der mittelwertbereinigte gerade Anteil
bestimmt werden:

En(u∗,uS, v,w) = E(u∗,uS, v) − 1
2w

w
∫

−w

E(u∗,uS, v) du∗ (2.39)

Zur Beurteilung der Signifikanz des geraden und ungeraden Anteils in diesem Be-
reich schlagen die Autoren in [Zielke u. a. 1992] vor, die entsprechende Signal-
energie heranzuziehen. Daraus wird analog einer Kontrastfunktion ein Symme-
triemaß bestimmt:

S(uS,w, v) =

∫ w

−w
En(u∗,uS, v,w)2 du∗ −

∫ w

−w
O(u∗,uS, v)2 du∗

∫ w

−w
En(u∗,uS, v,w)2 du∗ +

∫ w

−w
O(u∗,uS, v)2 du∗

. (2.40)
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Dieses Symmetriemaß nimmt einen Wert zwischen−1 und 1 an.

Um eine Aussage über die Signifikanz einer Symmetrieachse treffen zu können,
wird das MaßSA verwendet:

SA(uS,w,wmax, v) =
w

2wmax
(S(uS,w, v) + 1) . (2.41)

Dieses kann Werte zwischen 0 und 1 annehmen. Um große Bereiche stärker zu
bewerten, wird hier der Quotientwwmax

berücksichtigt, wobeiwmax die maximale
Breite eines symmetrischen Bereiches angibt.

2.4.1 Initialisieren der Symmetriehypothesen

Das SignifikanzmaßSA(uS,w,wmax, v) wird in der vorliegenden Arbeit zur Be-
stimmung einer Symmetriekarte eingesetzt. Dazu wirdSA für jeden Bildpunkt
p = (uS, v) berechnet. Es werden jedoch nur Bereiche untersucht, deren Breite
der erwarteten Breite eines Fahrzeuges entsprechen. Aus dieser Bedingung ergibt
sich, dass nur noch Werte fürw = wmax untersucht werden müssen. Gleichung
(2.41) vereinfacht sich damit zu

SA(uS,w, v) =
1
2

(S(uS,w, v) + 1) . (2.42)

Die Breite w ergibt sich aus der angenommenen Breite eines Fahrzeuges. Setzt
man, wie in Kapitel 2.3, voraus, dass der Bildpunkt einen Punkt auf der Fahrbahn-
oberfläche wiedergibt, so kann die Breite eines Fahrzeuges an dieser Position in
Pixeln errechnet werden. Allerdings zeigt sich, dass dieser Punkt zur Initialisierung
einer Symmetriesuche ungeeignet ist, da er im Fahrzeugschatten liegt. Gerade hier
führt schräg einfallendes Licht häufig zu niedrigen Symmetriewerten.

Zudem sind dies oft Bereiche mit homogenen Grauwerten. Auch die Fahrbahn-
oberfläche weist homogene Grauwerte auf. Da dies einen hohen Gleichanteil im-
pliziert und sich damit auch für diese Bereiche hohe Symmetriewerte ergeben,
muss ein weiteres Kriterium zur Initialisierung einer Symmetriehypothese gefun-
den werden.

Da aufgrund der komplexen Form die Grauwerte auf einem Fahrzeug stark variie-
ren, bietet sich die Varianz als weitere Bedingung an. Eine neue Symmetriehypo-
these wird daher nur erzeugt, wenn der betrachtete Bildbereich neben einem hohen
Symmetriemaß auch eine hohe Grauwertvarianz aufweist.

Folglich dürfen keine Punkte auf der Fahrbahnoberfläche betrachtet werden. Ober-
halb des Schattens, im Bereich des Stoßfängers oder des Nummernschildes, sind
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beide Bedingungen erfüllt. Daher wird bei der Ermittlung der Breitew angenom-
men, dass sich der betrachtete Punkt im Abstandho über der Fahrbahn befindet
(vgl. Abschnitt 2.2).

Bild (2.19) zeigt ein Beispiel einer so bestimmten Symmetriekarte. Helle Punk-
te stehen für hohe, dunkle Punkte für niedrige Symmetriewerte. Da nur Punkte
betrachtet werden können, für die die gesamte Umgebung der Breite 2w sichtbar
ist, entstehen im unteren Bildbereich dreieckförmige Aussparungen. Auch derBe-
reich über dem Horizont wird nicht berücksichtigt, indem keine Punkte untersucht
werden, die ein Fahrzeug in extrem weiter Entfernung repräsentieren würden.

Bild 2.19: Oben: Originalbild aus einer Autobahnsequenz. Unten: Symmetriekarte
zur Initialisierung der Suche nach Symmetrieachsen.

Da die Berechnung des SymmetriemaßesSA eine große Umgebung um den be-



2.4. S 41

trachteten Bildpunkt berücksichtigt, ist der Rechenaufwand entsprechend hoch.
Hier bietet sich die Bearbeitung auf reduzierten Auflösungsstufen an. Dazu wird
eine Gauß-Pyramide des Ursprungsbildes aufgebaut [Jähne 1989]. Die Auflö-
sungsstufe wird dann entfernungsabhängig gewählt. Zur Darstellungwurden die
Ebenen wieder auf den Ursprungsmaßstab skaliert.

2.4.2 Ausdehnen der Symmetrieachsen

Da die Werte in der Symmetriekarte unter der Annahme eines festen Abstandesho

über der Fahrbahn bestimmt wurden, sind sie zur Detektion von Symmetrieach-
sen nicht ausreichend. Stattdessen dienen sie zur Initialisierung einer weitergehen-
den Suche. Als Startpunkte werden die zeilenweise gebildeten lokalen Maxima
der Symmetriekarte herangezogen, wobei nur Punkte einbezogen werden, deren
Umgebung das Varianzkriterium erfüllt. Von diesen ausgehend werden, unter Bei-
behaltung der Breite 2w, erneut die Symmetriewerte dieser Spalte über und unter
dem Startpunkt berechnet. Auf diese Weise können die Startpunkte zu Symmetrie-
achsen ausgedehnt werden.

Während nach oben ein einfacher Schwellwert für das Symmetriemaß als Ab-
bruchkriterium der Suche ausreicht, ist das Eingrenzen der unteren Berandung
deutlich schwieriger. Da sich hier üblicherweise Fahrbahn anschließt, die auch
hohe Symmetriewerte aufweist, führt dieser Ansatz nicht zu einem zuverlässigen
Ergebnis. Auch die Forderung einer minimalen Grauwertvarianz führt nicht zum
Ziel, da auch damit nicht der Bereich zwischen den Rädern von der Fahrbahnober-
fläche unterschieden werden kann.

Die Unterkante des Fahrzeugs, d. h. die Berührungslinie zwischen den Rädern und
der Fahrbahn, stellt jedoch die einzige Möglichkeit dar, die Entfernung des Fahr-
zeuges zu bestimmen. Daher ist gerade eine exakte Bestimmung der Unterkante
essentiell für die Genauigkeit der Messungen.

Bild (2.20) zeigt einen vergrößerten Ausschnitt der Symmetriekarte für einFahr-
zeug. Man erkennt, dass die Symmetrieachse des Fahrzeugs von Bereichen mit
niedrigen Werten eingegrenzt wird, die vom Fahrzeugumriss herrühren. Während
SA auf der Symmetrieachse beim Übergang vom Fahrzeug auf die Fahrbahnober-
fläche leicht absinkt, steigen die entsprechenden Werte im Abstandw von der
Symmetrieachse deutlich an, da im Bereich des Fahrzeugumrisses keine Symme-
trie vorliegt, auf der homogenen Fahrbahnoberfläche jedoch hohe Werte auftreten.
Daher wird das Verhältnis der Symmetriewerte auf der Symmetrieachse und den
Fahrzeugberandungen zur Bestimmung der Unterkante herangezogen:

∆S(uS,w, v) =
2SA(uS,w, v)

SA(uS − w,w, v) + SA(uS + w,w, v)
. (2.43)
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Betrachtet man eine Hypothese an der StelleuS mit der Breite 2w, so fällt
∆S(uS,w, v) an der Unterkante des Fahrzeuges deutlich ab. Diese Eigenschaft wird
daher zur Eingrenzung der Unterkante der Hypothese verwendet.

Bild 2.20: Oben: Vergrößerter Ausschnitt aus Bild (2.19), der ein zu detektierendes
Fahrzeug zeigt. Unten: Entsprechender Ausschnitt der Symmetriekarte.

2.4.3 Resultierende Symmetriehypothesen

Auf diese Weise erhält man Symmetriehypothesen, wie sie in Bild (2.21) darge-
stellt sind. Da jedes lokale Maximum der Symmetriekarte zur Initialisierung einer
Symmetriehypothese führen kann, ergeben sich üblicherweise mehrere Hypothe-
sen für eine Symmetrieachse. Dies erkennt man im Bild an den verschiedenen
Starthöhen, die für die Symmetrieachse des Fahrzeuges eingezeichnet sind. Den-
noch führen alle zu den selben oberen und unteren Begrenzungen. Daher sind diese



2.4. S 43

Messungen als identisch zu betrachten und werden zu einer Symmetriehypothese
zusammengefasst.

Bild 2.21: Resultierende Symmetriehypothesen. Zu den Symmetrieachsen (grün)
sind jeweils Oberkante, Unterkante (beide blau) und Starthöhe der Symmetriesu-
che (rot) eingezeichnet.

Eine weitere Eigenschaft des Verfahrens wird am Beispiel deutlich: Die Hypothe-
se beschreibt gut die Symmetrieachse und die untere Berandung des Fahrzeuges,
die obere Begrenzung liegt aber nicht auf dem Dach des Fahrzeuges. Letzteres ist
jedoch nicht relevant, da diese Information nicht weiterverwendet wird. Zur Posi-
tionsbestimmung sind die beiden erstgenannten Parameter entscheidend.

Neben den korrekten Fahrzeugpositionen liefert der Algorithmus allerdings auch
einige Fehldetektionen. Diese lassen sich hauptsächlich auf die folgenden Phäno-
mene zurückführen:

• Substrukturen:Im Bereich des Nummernschildes und der Rücklichter be-
finden sich weitere symmetrische Bereiche, die die Anforderungen an eine
Hypothese erfüllen. Diese lassen sich jedoch durch eine einfache Betrach-
tung der Verdeckungen eliminieren: Da diese Hypothesen deutlich oberhalb
der Fahrbahnoberfläche liegen, erscheinen sie als weiter entfernte Objekte.
Damit wären sie jedoch nicht sichtbar, da sie vom Fahrzeug, das diese Hy-
pothesen ausgelöst hat, verdeckt würden.

• Gassen:Auch die Gasse zwischen zwei nebeneinander fahrenden Fahrzeu-
gen kann zu Fehldetektionen führen. Diese auszuschließen ist allein auf Ba-
sis einer Auswertung der Symmetrie nicht möglich.
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• Fahrbahnmarkierungen:Schließlich können Fahrbahnmarkierungen Fehl-
detektionen verursachen. Da die Markierungen im Allgemeinen jedoch
nicht senkrecht verlaufen, ist die Länge der daraus resultierenden Hypo-
thesen stark begrenzt. Die Forderung eines minimalen Höhen- zu Breiten-
Verhältnisses schließt diese Fehlerart weitgehend aus. Lediglich beim Über-
fahren einer Markierung, z. B. beim Spurwechsel oder bei Richtungsmarkie-
rungen in der Mitte der Fahrspur, verbleiben falsche Detektionen.

Wie bei der Schattensuche verbleiben auch bei der Symmetriesuche Fehldetektio-
nen, die nicht anhand dieses einen Merkmals auszuschließen sind. Erst über eine
Fusion mehrerer Merkmale und eine zeitliche Verfolgung der Objekte kann eine
weitere Verbesserung erzielt werden.
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3 Fusion

Für Fahrerassistenzanwendungen, auf die der vorgestellte Sensoraufbau ausgerich-
tet ist, werden neben der Position detektierter Objekte weitere Informationen, wie
deren Bewegungsrichtung und Geschwindigkeit, benötigt. Zudem sind hohe An-
forderungen an die Genauigkeit und Zuverlässigkeit des Sensors zu erfüllen. Die
reinen Detektionsschritte, wie sie in Kapitel 2 beschrieben wurden, könnendiese
Kriterien nicht erfüllen. Erst eine Fusion und zeitliche Verfolgung derMerkmale
führt hier zum Ziel.

Zentraler Bestandteil des Gesamtsystems ist somit die Fusion und zeitlicheVerfol-
gung der Merkmale. Dieses Kapitel erarbeitet daher zunächst einige Grundlagen
zur Informationsfusion, bevor es auf die Elemente des entwickelten Sensors ein-
geht.

3.1 Grundlagen der Informationsfusion

Die stetige Fortentwicklung sensorieller Fähigkeiten führt auch zu einem wachsen-
den Bedarf an Strategien, die erfassten Informationen zu kombinieren. Abhängig
von der Anwendung, den Anforderungen und den zur Verfügung stehenden Sen-
soren wurden in der Literatur zahlreiche Ansätze vorgestellt.

3.1.1 Fusionsprinzipien

Aufgabe der Fusion ist, die von mehreren Sensoren zur Verfügung gestellte In-
formation zu vereinigen, um eine genauere Schätzung des Zustandes beobachte-
ter Objekte zu ermöglichen [Hall u. Llinas 2001]. Fusionsansätze könne u. a. an-
hand der schon von den Sensoren geleisteten Vorverarbeitung klassifiziert werden
[Klein 2004]. Weit verbreitet ist eine Einteilung in

• Fusion auf Signalebene,

• Fusion auf Merkmalsebene und

• Fusion auf Entscheidungsebene.
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Bei der Fusion auf Signalebenewerden die nur minimal vorverarbeiteten Sen-
sordaten direkt verknüpft. Werden Videosensoren eingesetzt, so spricht manauch
häufig von einer Fusion auf Pixelebene. Dabei kann z. B. eine Verbesserung der
Bildqualität das Ziel sein [Puente León 1999]. Lassen sich die Messdaten schon
auf diesem Niveau kombinieren, so kann man spezielle Eigenschaften der Senso-
ren nutzbar machen. Allerdings bedeutet dies auch, dass bei der Fusion Wissen
über die Sensoren berücksichtigt wird. Dies erschwert den Aufbau einer flexiblen
und erweiterbaren Architektur.

Extrahiert der Sensor bereits Informationen anhand der Eigenschaften z. B. der zu
detektierenden Objekte, so spricht man von einerFusion auf Merkmalsebene. Hier
hat schon eine deutliche Verdichtung der vorhandenen Information stattgefunden.

Schließlich ist auch eineFusion auf Entscheidungsebenemöglich. Der Sensor
führt bereits eine Klassifikation, oft verbunden mit einer zeitlichen Verfolgung,
durch. Hier sind die Eingangsdaten und die Ergebnisse der Fusion vongleichem
Abstraktionsgrad, z.B. kann es sich um Objekthypothesen handeln.

Dies ist nur eine Möglichkeit einer Einordnung verschiedener Ansätze. Oft lässt
sich eine eindeutige Zuordnung zu einer dieser Klassen nicht vornehmen.

Der in dieser Arbeit beschriebene Aufbau ist zwischen der Fusion auf Merkmals-
und der auf Entscheidungsebene einzuordnen. Die Sensoren, in diesem Fall also
die Extraktion der Schatten- und Symmetriehypothesen, führen bereits eine Klas-
sifikation durch, indem sie mögliche Objektpositionen bestimmen. Jedoch geht
die Fusionsstufe noch einen Schritt weiter: hier werden diese Messungen validiert,
Objekte zeitlich verfolgt und dabei weitere Parameter wie die Objektgeschwindig-
keit bestimmt.

Die Schritte zur Merkmalsextraktion, im Weiteren werden sie als Sensoren be-
zeichnet, liefern also abstrahierte Merkmale. Dies hat den Vorteil, dass die Fusi-
on keine Information über Sensoreigenschaften haben muss. Fällt ein Sensoraus,
sinkt evtl. die Genauigkeit der Schätzung, doch bleibt die Funktion desGesamtsys-
tems erhalten. Umgekehrt können damit weitere Sensoren, sofern sie die gleiche
Abstraktion verwenden, hinzugefügt werden.

Eine weitere Möglichkeit zur Kategorisierung von Fusionsansätzen ist die Reihen-
folge, in der die Messdaten berücksichtigt werden. Um diese Differenzierung zu
erläutern, soll zunächst der Ablauf einer rekursiven Zustandsschätzung, wiesie
hier zum Einsatz kommt, erläutert werden (vgl. Bild 3.1).

Bevor die Schätzung des Systemszustandes eines verfolgten Objektes mit den
Messwerten eines Sensors aktualisiert werden kann, muss ein zeitlicher Abgleich
von Objektbeschreibung und Messungen erfolgen. Dazu wird der Systemzustand
auf den Zeitpunkt prädiziert, zu dem die Messwerte vorliegen.
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Bild 3.1: Ablauf der rekursiven Zustandsschätzung.

Dann werden bei der Assoziation den Objektbeschreibungen Messwerte zugeord-
net. Mit diesen erfolgt die Integration, d. h. die Aktualisierung derZustandsschät-
zung anhand der Messwerte. Konnten Messungen nicht assoziiert werden, können
sie zur Initialisierung neuer Objektbeschreibungen, sogenannter Tracks, herange-
zogen werden. Liegen mehrere Objektbeschreibungen für ein Objekt vor oder kann
ein Objekt nicht länger verfolgt werden, so muss eine Zusammenführung bzw. Ter-
minierung erfolgen.

Werden die Messdaten mehrerer Sensoren in einem einzigen Iterationsschritt
gleichzeitig berücksichtigt, so spricht man vonparalleler Fusion. Dies bietet sich
gerade bei der Verwendung synchroner Sensoren, also Sensoren, die zu gemeinsa-
men Zeitpunkten Daten liefern, an.

Liegen asynchrone Sensoren vor, so bietet sich einesequentielle Fusionan. Die
Messdaten mehrerer Sensoren werden dabei der Reihe nach verarbeitet.

Obgleich die in dieser Arbeit verwendeten Sensoren aufgrund der gemeinsamen
Bildrohdaten als synchron anzusehen sind, liegen die Messdaten nicht zur gleichen
Zeit vor. Da die Schritte zur Merkmalsextraktion unterschiedlich aufwändig sind,
stehen die Messungen mit unterschiedlich großer Verzögerung zur Verfügung. Um
dennoch schon möglichst früh eine korrigierte Schätzung zu erhalten, wurde eine
sequentielle Verarbeitungsweise gewählt. Zudem erleichtert dies die Integration
weiterer Sensoren.
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Bei dieser Beschreibung wurde schon vorweggenommen, dass die Fusion eine
zeitliche Verfolgung in Form einer rekursiven Zustandsschätzung vornimmt. Einen
Überblick über verschiedene Ansätze dazu gibt der folgende Abschnitt.

3.1.2 Verfahren zur zeitlichen Verfolgung

Grundlage vieler gebräuchlichen Techniken zur rekursiven Zustandsschätzung ist
das Bayes-Filter [Fox u. a. 2003]. Es ist ein Werkzeug zur Schätzung des Zustan-
des eines dynamischen Systems aus verrauschten Messwerten. Die Unsicherheit in
der Schätzung des Zustandesx(k) des zu beobachtenden Systems zum Zeitpunkt
k wird dabei mit einer in der Literatur oft Belief-Funktion genannten Wahrschein-
lichkeitsdichtefunktion beschrieben:

bel(x(k)) = p
(

x(k)|zk
)

. (3.1)

Dies ist die Wahrscheinlichkeitsdichte des Zustandesx zum Zeitpunktk bei ge-
gebenen Beobachtungenzk. Mit zk sind alle Messungen bis zum Zeitpunktk, ein-
schließlich vorangegangener Messungen, bezeichnet.

Die Notation des Zeitpunktesk symbolisiert, dass eine zeitdiskrete Betrachtung
durchgeführt wird. So bezeichnet Zeitschrittk im Folgenden den Zeitpunkttk.

Die Belief-Funktion wird in zwei Schritten aktualisiert [Thrun u. a. 2005]:

Prädiktion: In diesem Schritt wird die Belief-Funktion auf den nächsten Zeit-
schritt k prädiziert. Der vorangegangene Zeitschritt ist hier mitk − 1 ge-
kennzeichnet:

bel−(x(k)) =
∫

p (x(k)|x(k− 1)) bel(x(k− 1))dx(k− 1) . (3.2)

Die Wahrscheinlichkeitsdichtep (x(k)|x(k− 1)) beschreibt die Dynamik des
Systems, d. h. sie modelliert, welche Werte der Zustandsvektor zum Zeit-
punktk annimmt bei gegebenem Zustandsvektor des vorangegangenen Zeit-
punktes. Dabei wird vorausgesetzt, dass das System die Markov-Bedingung
erfüllt. Dies bedeutet, dass ein Zustandx(k) alle relevante Information ent-
hält, d. h. die Kenntnis vorheriger Beobachtungen und Systemzustände lie-
fert keine zusätzliche Information:

p
(

x(k)|xk−1, zk−1
)

= p (x(k)|x(k− 1)) . (3.3)

Damit ist zur Prädiktion lediglich der vorangegangene Zustandx(k − 1) er-
forderlich.
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Korrektur: Nun wird die Schätzung mit den Messwerten korrigiert:

bel(x(k)) = α(k)p (z(k)|x(k)) bel−(x(k)) . (3.4)

Der Termp (z(k)|x(k)) beschreibt die Eigenschaften des Sensors. Er gibt die
Wahrscheinlichkeitsdichte für die Messungz(k) an, vorausgesetzt, der Sy-
stemzustand istx(k). Beiα(k) handelt es sich um einen Normierungsfaktor,
der sich aus der Regel von Bayes ergibt. Er dient lediglich dazu, dass das
Integral über die korrigierte Belief-Funktion wieder zu Eins wird.

Verschiedene bekannte Verfahren, wie z. B. das Partikel-Filter oder das Kalman-
Filter, können als Varianten des Bayes-Filters aufgefasst werden. Sie unterscheiden
sich vor allem durch die unterschiedlichen Modellierungen und Approximationen
der Belief-Funktion und der Transitionsfunktionp (x(k)|x(k− 1)). Hier kann man
grundsätzlich nicht-parametrische und parametrische Ansätze unterscheiden [Fox
u. a. 2003].

3.1.2.1 Nicht-parametrische Ansätze

Bei den nicht-parametrischen Ansätzen wird die Belief-Funktion diskret appro-
ximiert. Sie implizieren keine bekannte analytische Beschreibung der Verteilung
des Systemzustandes und sind damit flexibel einsetzbar. Der Nachteil dieser Ver-
fahren gerade bei mehrdimensionalen Zustandsvektoren liegt gewöhnlich im er-
höhten Rechenaufwand. Im Folgenden werden zwei Vertreter dieser Gattung kurz
vorgestellt.

Gitterbasierte Techniken

Eine Möglichkeit ist die Diskretisierung des kontinuierlichen Zustandsraumes in
eine Gitterstruktur. Jedes Feld des Gitters enthält einen Belief-Wert. Damitlas-
sen sich beliebige Verteilungen darstellen, wodurch dieses Filter für ein breites
Spektrum an Anwendungen interessant wird. Nachteilig sind allerdings derhohe
Rechenaufwand und Speicherplatzbedarf, die mit wachsender Anzahl der Dimen-
sionen des Zustandsvektors schnell steigen.

Partikel-Filter

Eine deutliche Verbesserung diesbezüglich ist das Partikel-Filter. Anstatt mittels
eines festen Gitters wird die Belief-Funktion hier durchn so genannte Partikel
repräsentiert:

bel(x(k)) ≈
{

〈

x[i](k),w[i](k)
〉

∣

∣

∣

∣

i = 1, . . . ,n
}

. (3.5)
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Jedem Partikelx[i](k) ist ein Gewichtungsfaktorw[i](k) zugeordnet, der die Wahr-
scheinlichkeitsdichte dieses Partikels beschreibt.

Gegenüber einer gitterbasierten Technik benötigt das Partikel-Filter deutlich we-
niger Ressourcen. Dennoch besteht auch hier das Problem, dass gerade bei hoch-
dimensionalen Zustandsräumen ein immenser Rechenaufwand entsteht.

3.1.2.2 Parametrische Ansätze

Weit verbreitet sind Techniken mit parametrischer Darstellung. Dabei wird eine
bekannte Verteilungsfunktion, häufig eine Gauß-Verteilung, angenommen. Ledig-
lich deren Parameter stehen damit zur Modellierung der Belief-Funktion zur Ver-
fügung. Damit benötigen parametrische Ansätze bedeutend weniger Ressourcen
und werden daher gerade in Anwendungen, denen wenig Rechenleistung zur Ver-
fügung steht, häufig eingesetzt. Allerdings stellen diese Verfahren sehr strikte An-
forderungen an die Wahrscheinlichkeitsverteilung des beobachteten Zustandsvek-
tors, weshalb ihre Anwendbarkeit im Einzelfall geprüft werden muss.

Kalman-Filter

Der wohl bekannteste Vertreter der parametrischen Ansätze ist das Kalman-Filter
[Brown 1983]. Da seine Konzepte für Teile der in dieser Arbeit entwickeltenAlgo-
rithmen relevant sind, soll es hier näher erläutert werden. Dabei wird im Gegensatz
zur originären, verteilungsannahmefreien Herleitung, das Filter für stochastische
Zustandsvariablen als Sonderfall eines Bayes-Filters betrachtet.

Die Belief-Funktion wird beim Kalman-Filter als mehrdimensionale Normalver-
teilung mit dem Erwartungswertx̂(k) und der KovarianzP(k) modelliert:

bel(x(k)) ≈ 1
√

det(2πP(k))
exp

{

−1
2

(x(k) − x̂(k))T P−1(k)(x(k) − x̂(k))

}

.

(3.6)

Diese Darstellung ergibt sich aus den System- und Sensoreigenschaften, dievor-
ausgesetzt werden:

Systemmodell: Das beobachtete System ist durch eine lineare stochastische Dif-
ferenzengleichung beschreibbar:

x(k) = Ax(k− 1)+ Bu(k) + w(k) . (3.7)
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Das zeitliche Verhalten des Systems, also der Übergang vonk − 1 nachk,
wird durch die TransitionsmatrixA beschrieben. Das Prozessrauschenw ist
normalverteilt, mittelwertfrei und weiß mit der KovarianzQ. Die Matrix B
verbindet den Steuereingangu mit dem System.

Messmodell: Der Sensor bildet den Systemzustandx linear auf die Messungenz
ab, wobei auch hier eine stochastische Störung berücksichtigt wird:

z(k) = Hx(k) + v(k) . (3.8)

Die Abbildung wird von der BeobachtungsmatrixH beschrieben. Auch das
Sensorrauschenv ist normalverteilt, mittelwertfrei und weiß mit der Kovari-
anzR. Zudem wird vorausgesetzt, dass es unabhängig vom Prozessrauschen
w ist.

Natürlich bedeutet diese Modellierung eine signifikante Einschränkung des Ein-
satzbereiches, führt aber dazu, dass sowohl der Prädiktions- als auch der Korrek-
turschritt wieder normalverteilte Systemzustände ergeben.

Die Prädiktions- und Korrekturschritte des Kalman-Filters lassen sich sehr effizient
berechnen [Welch u. Bishop 2001]:

Prädiktion:

x̂−(k) = Ax̂(k− 1)+ Bu(k− 1) , (3.9)

P−(k) = AP(k− 1)AT + Q . (3.10)

Hier werden zunächst der geschätzte Systemzustand und die zugehörige Ko-
varianz prädiziert. Diese beiden Parameter beschreiben die zugrunde geleg-
te Verteilung, der Schritt entspricht also der Bestimmung von bel−(x(k)) in
Gleichung (3.2).

Korrektur:

K(k) = P−(k)HT
(

HP−(k)HT + R
)−1
, (3.11)

x̂(k) = x̂−(k) + K(k)
(

z(k) − Hx̂−(k)
)

, (3.12)

P(k) = (I − K(k)H) P−(k) . (3.13)

In Gleichung (3.11) wird zunächst die so genannteKalman-VerstärkungK
berechnet. Diese wird in den folgenden beiden Gleichungen benötigt, um
die Prädiktionen zu korrigieren.
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Auch für nichtlineare System- oder Messmodelle kann das Kalman-Filter erfolg-
reich angewandt werden. Hier kommen dann erweiterte Varianten zum Einsatz.
So linearisiert dasExtended Kalman-Filterzur Bestimmung der Kovarianzmatrix
und der Kalman-Verstärkung die System- und Messgleichungen um die aktuelle
Schätzung, wodurch die oben beschriebene Vorgehensweise erhalten bleibt. Eine
andere Möglichkeit stellt dasUnscented Kalman-Filter[Julier u. Uhlmann 1997]
dar, das den Linearisierungsfehler noch weiter verkleinert. Dazu bedient es sich
derUnscented-Transformation: Anstatt eine Gleichung direkt zu linearisieren und
daraus die statistischen Parameter zu bestimmen, werden sog. Sigma-Punkte der
Verteilung gewählt und mit dem nichtlinearen Zusammenhang transformiert. Die
statistischen Parameter der gesuchten Verteilung werden dann so bestimmt, dass
sie die transformierten Punkte beschreiben.

Obwohl die diesen Verfahren zugrunde liegende Modellierung der Wahrschein-
lichkeitsverteilungen nur in Ausnahmenfällen wirklich erfüllt ist, sind sie in vielen
praktischen Anwendungen einsetzbar. Liegen System- und Messgleichungen vor,
die linear oder gut linearisierbar sind, und sind das Prozess- und Messrauschen
unimodal verteilt, so erweisen sich die Verfahren als unempfindlich gegenüber
Modellverletzungen. Diese Voraussetzungen sind auch in der vorliegenden Arbeit
erfüllt.

Gaußsche Mischverteilung

Mit der Modellierung als Gauß-Verteilung sind das Kalman-Filter und dieerwähn-
ten Varianten auf unimodale Belief-Funktionen beschränkt. Dies ist jedoch oft
nicht ausreichend. Sollen z. B. die Positionen mehrerer Objekte im Raum anhand
einer einzigen Verteilung beschrieben werden, so muss eine andere Darstellung
gewählt werden. Auch wenn eine Beobachtung mehrere Interpretationsmöglich-
keiten bietet, also den Systemzustand nicht eindeutig beschreibt, so ergeben sich
multimodale Verteilungen. Eine Erweiterung für solche multimodaleVerteilungen
verwendet Mischungen von Gauß-Verteilungen:

bel(x(k)) =
1

∑

l Θl(k)

∑

l

Θl(k)
√
|2πPl(k)|

e−
1
2 (x(k)−x̂l (k))T P−1

l (k)(x(k)−x̂l (k)) . (3.14)

Bei denΘl(k) handelt es sich um Mischungsparameter, die anhand der Likelihoods,
mit der die Messungen bei gegebener Verteilungl auftreten, ermittelt werden.

Neben dem höheren Rechenaufwand besteht die Schwierigkeit dieser Verfahren
darin zu entscheiden, wann ein Mischkomponente hinzugefügt bzw. entfernt wer-
den muss.



3.1. G  I 53

Probabilistic Data Association Filter

Während die Multi-Hypothesen-Verfolgung die Position mehrerer Objekte in
Form einer einzigen, gemischten Verteilung beschreiben kann, geht dasProba-
bilistic Data Association-Filter (PDAF) einen anderen Weg. Hier wird für jedes
Objekt ein eigenes Filter benötigt. Für jedes Filter werden die Messungen, die in-
nerhalb einer Validierungsregion liegen, gewichtet addiert. Die so erhaltene kom-
binierte Messung wird zum Aktualisieren des geschätzten Systemzustandes heran-
gezogen [Bar-Shalom u. Fortmann 1988].

DasJoint Probabilistic Data Association-Filter (JPDAF) stellt eine Erweiterung
des PDAF dar. Anstatt die Messungen anhand von Validierungsregionen auszu-
wählen, werden alle Messungen verwendet. Der Algorithmus bestimmt dabei die
Relevanz jeder Messung auch unter Berücksichtigung der Assoziationen zu Fil-
tern, die andere Objekte beschreiben.

Interacting Multiple Model-Filter

Bei der Beobachtung von Systemen mit wechselnden Systemmodellen werden
häufig Instanzen eingesetzt, die Modellwechsel erkennen und eine Modellum-
schaltung vornehmen. Allerdings ist das Erkennen eines Modellwechsels oftnicht
trivial und wird von verrauschten Messungen gestört. Zudem werden dazu im All-
gemeinen mehrere Messzyklen benötigt, was zu Verzögerungen führt, die negati-
ven Einfluss auf die Schätzung haben.

DasInteracting Multiple Model-Filter (IMM) kennt diese Nachteile nicht. Es ver-
folgt alle möglichen Modelle in Form von einzelnen Filtern parallel und bestimmt
die aktualisierte Schätzung aus den gewichteten modellspezifischen Schätzungen.

Nachteil des Verfahrens ist allerdings der erhöhte Rechenaufwand, da für jedes
Modell ein eigenes Filter initialisiert werden muss.

3.1.3 Assoziation

Werden mehrere Objekte verfolgt, indem für jedes Objekt ein eigenes Filter initia-
lisiert wird, so müssen die eintreffenden Messungen den entsprechenden Filtern
zugeordnet werden. Dieser Schritt wird Assoziation genannt. Da hier die Entschei-
dung fällt, mit welchen Messungen die Schätzung des Systemzustandes aktuali-
siert wird, ist eine korrekte Assoziation maßgeblich für die Qualität der Ergebnis-
se.
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3.1.3.1 Nächster Nachbar-Zuordnung

Eine eindeutige Zuordnung ist oft nicht möglich, da die verwendeten Sensoren feh-
lerbehaftet sind. Sie liefern einen nicht zu vernachlässigenden Anteil an falschen
Hypothesen, der im Fusionsschritt wiederum zu Tracks führt, die kein reales Ob-
jekt beschreiben.

Bild 3.2: TracksTt, Messungenmi und Validierungsregionen.

Bild 3.2 zeigt für den Fall eines zweidimensionalen Messvektors zwei TracksT1

und T2, denen neue Messungenmi , i ∈ 1, . . . ,4 zugeordnet werden sollen. Eine
einfache Möglichkeit ist, jedem Track die Messung zuzuordnen, die ihm am näch-
sten liegt [Dasarathy 1991]. Dabei sind jedoch die in den folgenden Abschnitten
dargelegten Probleme zu berücksichtigen.

Objekt ohne Messung

Tritt für ein Objekt keine Messung auf (z. B. sensorbedingt oder weil es sichum
einen Track handelt, der kein reales Objekt beschreibt), so würde eine unplausi-
ble Zuordnung erfolgen. Im vorliegenden Beispiel ergäben sich die Zuordnungen
T1/m2 undT2/m4, wobei letztere unerwünscht ist. Eine Lösung ist es, nur validier-
te Messungen zu berücksichtigen, d. h. Messungen, die in der Validierungsregion
des entsprechenden Tracks liegen. In Bild 3.2 sind beispielhaft elliptischeValidie-
rungsregionen skizziert.

Fehlzuordnung aufgrund von Rauschen

Handelt es sich bei Messungm2 um eine Fehlhypothese, so führt die binäre Ent-
scheidung für den nächsten Nachbarn dazu, dass die möglicherweise validierte
wahre Messung verworfen wird. Daher ist ein Assoziationsalgorithmus zubevor-
zugen, der alle validierten Messungen einbezieht. Dies verringert den Einflussvon
Störungen auf den Trackverlauf.
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Unsicherheit bei der Zuordnung zu benachbarten Tracks

Befinden sich mehrere Tracks in unmittelbarer Nachbarschaft zueinander, so ergibt
sich das in Bild 3.3 skizzierte Problem.

Bild 3.3: Tracks mit überlappenden Validierungsregionen.

Hier kann die Messungm2 nicht sicher dem einen oder anderen Track zugeordnet
werden. Auch dieser Umstand sollte vom Assoziationsalgorithmus berücksichtigt
werden.

3.1.3.2 Multi-Hypothesen-Assoziation

Diesen Problemen begegnet die Multi-Hypothesen-Assoziation [Blake u.Yuille
1992]. Bei den Verfahren dieser Klasse wird nicht sofort eine harte Entscheidung
für oder gegen eine Assoziation getroffen, sondern es werden mehrere Hypothesen
parallel verfolgt.

Der ursprüngliche Algorithmus von Reid [Reid 1997] versucht nicht, dieBeob-
achtungen mit vorhandenen Tracks zu assoziieren, sondern ordnet den Messungen
Tracks zu. Jede mögliche Zuordnung wird dabei in einem Baum abgelegt und wei-
terverfolgt. Da dabei auch der Fall berücksichtigt wird, dass eine Messung von ei-
nem zuvor nicht erfassten Objekt ausgelöst wurde, ist eine separate Initialisierung
von Tracks nicht notwendig.

Eine andere Variante arbeitet Track-orientiert: bestehen Mehrdeutigkeiten beider
Zuordnung von Messungen zu Tracks, so werden mehrere Hypothesen erzeugt.
Die Entscheidung darüber, welche Hypothese weiterverfolgt wird, geschieht zu
einem späteren Zeitschritt [Blackman u. Popoli 1999].

Allerdings sind diese Verfahren von sehr hoher Komplexität. Intelligente Strate-
gien, um unwahrscheinliche Hypothesen früh aus dem Baum zu entfernen, sind
entscheidend für eine sinnvolle Anwendung dieser Techniken.
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3.1.3.3 Alle Nachbarn-Assoziation

Für viele Anwendungen stellen Techniken, die lediglich alle möglichen Zuordnun-
gen des aktuellen Zeitschrittes berücksichtigen, eine gute Alternative dar.Sie sind
deutlich robuster als Assoziationsverfahren, die nur einen Nachbarn berücksichti-
gen.

Bekannte Vertreter dieser Gattung sind dasProbabilistic Data Association-Filter
und Variationen. Diese Techniken finden auch in dieser Arbeit Anwendung und
sind daher in Abschnitt 3.3 ausführlich erläutert.

3.2 Detektion und zeitliche Verfolgung von Fahrzeu-
gen

Zur Detektion und Verfolgung von Fahrzeugen mittels der in den Kapiteln 2.3
und 2.4 beschriebenen monokularen Videomerkmale wurde eine auf die speziellen
Anforderungen angepasste Fusionsarchitektur entwickelt.

Die folgenden beiden Abschnitte beschreiben zunächst diese Anforderungen,be-
vor auf die Architektur eingegangen wird. Eine detaillierte Beschreibungist auch
in [Hoffmann u. Dang 2006] zu finden.

3.2.1 Modellierung des Objektverhaltens

Wie bereits in Abschnitt 1.3.1 ausgeführt, ist für die Anwendungsbereiche, für die
der vorgestellte Sensoraufbau konzipiert wurde, eine Beschreibung der Relativ-
bewegung der beobachteten Fahrzeuge gegenüber dem Betrachter notwendig. Die
Bewegung der beobachteten Fahrzeuge im Raum lässt sich aufgrund ihrer physika-
lischen Eigenschaften durch lineare stochastische Differentialgleichungen model-
lieren. Da sich auch der Beobachter in einem entsprechenden Fahrzeug befindet,
lässt sich wiederum die Relativbewegung durch lineare stochastische Differential-
gleichungen beschreiben.

Da die Verarbeitung der Sensordaten zeitdiskret geschieht, ergeben sich lineare
stochastische Differenzengleichungen, wie sie auch schon in Abschnitt 3.1.2.2
beim Kalman-Filter eingeführt wurden:

x(k) = A(k)x(k− 1)+ w(k− 1) . (3.15)

Hierbei bezeichnetx den Zustandsvektor,A ist die entsprechende Transitionsma-
trix, bei w handelt es sich um den stochastischen Anteil.
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Bei einer üblichen Folgefahrt auf der Autobahn kann die Relativbewegung hinrei-
chend genau als Bewegung mit konstanter Geschwindigkeit beschrieben werden.
Zwar erscheint diese Annahme bei Betrachtung eines längeren Zeitraumes grob
verletzt, doch ist für die Modellierung anhand der Differenzengleichung (3.15)
entscheidend, ob sich die Geschwindigkeit in einem Zeitraum der Größenordnung
eines Iterationsschrittes∆t = t(k) − t(k− 1) als quasi konstant betrachten lässt.

Aufgrund der Bildrate von 25 Hz, mit der die verwendete Kamera aufzeichnet,
stehen auch die Messdaten mit∆t = 40ms zur Verfügung. Damit lässt sich obi-
ge Annahme an einem Beispiel plausibilisieren: Der Beobachter bewege sich mit
konstanter Geschwindigkeit, das beobachtete Fahrzeug beschleunigt konstantmit
1,5m/s2. Die Geschwindigkeitsänderung während eines Iterationsschrittes beträgt
also

∆Ẋ = 1,5m/s2 · 0,04s= 0,06m/s . (3.16)

Diese Änderung kann noch durch den Rauschterm aufgefangen werden. Bei be-
tragsmäßig größeren Beschleunigungen, wie sie z.B. beim Bremsen auftreten, liegt
jedoch eine zu große Modellverletzung vor.

Experimentelle Ergebnisse zeigen, dass eine Kombination der folgenden beiden
Modelle alle relevanten Situationen abdecken können:

Konstante Relativgeschwindigkeit: Mit diesem Modell wird ein Großteil aller
auftretenden Situationen abgedeckt. Neben Folgefahrten werden z. B. auch
entgegenkommende Fahrzeuge, die mit konstanter Geschwindigkeit fahren,
erfasst.

Konstante Relativbeschleunigung:Manöver, die durch das erste Modell nicht
ausreichend genau beschrieben sind, lassen sich hinreichend als Bewegun-
gen mit konstanter Beschleunigung annähern. Dazu zählen vor allem Brems-
manöver und abrupte Spurwechsel.

Beide Modelle werden durch Gleichungen der Form von (3.15) beschrieben:

xn(k) = An(k)xn(k− 1)+ wn(k− 1) (3.17)

Mit n wird nun das verwendete Modell bezeichnet,xn ist damit der Zustandsvektor
des Modellsn, An ist die entsprechende Transitionsmatrix. Das Prozessrauschen
wn wird als normalverteiltes, mittelwertfreies, weißes Rauschen mit der Kovarianz
Qn angenommen.

Für das Modell der konstanten Relativgeschwindigkeit lautet der zugehörige Zu-
standsvektorx1

x1(k) = (X,Y,Z, Ẋ, Ẏ, Ż)T . (3.18)
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Die zugehörige TransitionsmatrixA1, die den deterministischen Teil der Zustands-
änderung während eines Zeitschrittes∆t beschreibt, ist

A1(k) =



















































1 0 0 ∆t 0 0
0 1 0 0 ∆t 0
0 0 1 0 0 ∆t
0 0 0 1 0 0
0 0 0 0 1 0
0 0 0 0 0 1



















































. (3.19)

Der Zeitschritt∆t muss nicht konstant sein, auf eine Notation als∆t(k) wird hier
jedoch verzichtet. Auch werden im Folgenden die Transitionsmatrix und Kovari-
anzmatrizen ohne das Argumentk notiert.

Für das zweite Modell, also die Annahme konstanter Relativbeschleunigung,lau-
ten Zustandsvektor und Transitionsmatrix entsprechend:

x2(k) = (X,Y,Z, Ẋ, Ẏ, Ż, Ẍ, Ÿ, Z̈)T , (3.20)

A2 =





















































































1 0 0 ∆t 0 0 ∆t2

2 0 0
0 1 0 0 ∆t 0 0 ∆t2

2 0
0 0 1 0 0 ∆t 0 0 ∆t2

2
0 0 0 1 0 0 ∆t 0 0
0 0 0 0 1 0 0 ∆t 0
0 0 0 0 0 1 0 0 ∆t
0 0 0 0 0 0 1 0 0
0 0 0 0 0 0 0 1 0
0 0 0 0 0 0 0 0 1





















































































. (3.21)

Obwohl in dieser Arbeit exemplarisch diese beiden Modelle zum Einsatz kommen,
kann der Ansatz um beliebige Modelle erweitert werden. Daher wird im Weiteren
stets aufn Modelle,n ∈ N, Bezug genommen.

3.2.2 Eigenschaften der Sensoren

Um aus den zweidimensionalen Videomerkmalen eine dreidimensionale Positi-
onsschätzung zu erhalten, wird die Entfernung eines Objektes mit Hilfe derFahr-
bahnebene bestimmt. Diese Vorgehensweise wurde in Abschnitt 2.2 beschrieben.

Als Messwert erhält die Fusions- und Verfolgungsstufe daher einen Messvektor
z(k) der Form

z(k) = (X,Y,Z)T , (3.22)
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der die Position des erfassten Objektes in 3D-Koordinaten bezüglich eines einheit-
lichen, beobachterfesten Koordinatensystems beschreibt.

Da auch die Zustandsvektoren der Einzelfilter die Objektposition in Weltkoordi-
naten zuzüglicher weiterer Ableitungen beschreiben, sind die Messgleichungen
linear und haben die Form

z(k) = Hnxn(k) + v(k) . (3.23)

Auch hier wird für das Messrauschenv(k) vorausgesetzt, dass es normalverteilt,
mittelwertfrei und weiß ist. Die zugehörige KovarianzmatrixR(k) wird durch Glei-
chung (2.8) bereitgestellt. Die BeobachtungsmatrixHn beschreibt den Zusammen-
hang zwischen Zustandsvektor und Messung.

Die Ähnlichkeit der Mess- und Zustandsvektoren spiegelt sich auch in den Beob-
achtungsmatrizen wider. Die Beobachtungsmatrix für das Modell der konstanten
Relativgeschwindigkeit lautet:

H1 =





















1 0 0 0 0 0
0 1 0 0 0 0
0 0 1 0 0 0





















. (3.24)

Da das Modell der konstanten Relativbeschleunigung das erste Modell um eine
Ordnung erweitert, gleicht die Beobachtungsmatrix der aus (3.24), wird jedoch in
den drei hinzugekommenen Spalten mit 0-Einträgen aufgefüllt:

H2 =





















1 0 0 0 0 0 0 0 0
0 1 0 0 0 0 0 0 0
0 0 1 0 0 0 0 0 0





















. (3.25)

Erwähnt werden müssen noch einige Eigenschaften, die die verwendeten Video-
merkmale aufweisen:

• Für ein Objekt wird maximal eine wahre Beobachtung generiert. Es kann je-
doch nicht davon ausgegangen werden, dass ein vorhandenes Objekt immer
eine Beobachtung verursacht.

• Aufgrund der Struktur der zu detektierenden Objekte treten gerade in der
Umgebung der Fahrzeuge weitere Beobachtungen auf, die jedoch als falsch
anzusehen sind. Ein Beispiel hierfür sind die Nummernschilder, die ähnliche
geometrische Eigenschaften aufweisen wie ein weiter entferntes Fahrzeug.

• Eine Beobachtung ist entweder falsch oder wurde von genau einem Objekt
ausgelöst.
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Bei der zeitlichen Verfolgung muss diesen Besonderheiten Rechnung getragen
werden.

3.2.3 Architektur der Sensordatenfusion

An und für sich schließt die Modellierung der Relativbewegung als Bewegung mit
konstanter Beschleunigung den Fall der konstanten Relativgeschwindigkeit ein.
Dabei handelt es sich lediglich um den Spezialfall, dass die Relativbeschleunigung
Null ist:
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. (3.26)

Daher könnten alle beschriebenen Situationen durch ein einziges Modell abge-
deckt werden. Modelle höherer Ordnung sind jedoch anfällig bei Fehldetektionen.
Sie folgen diesen schnell, was letztlich zum Verlust des Tracks führt. Eine Kombi-
nation des robusten Modells niedriger Ordnung mit einem flexiblen Modell höhe-
rer Ordnung ist daher wünschenswert.

Das Interacting Multiple Model-Filter(IMM) [Bar-Shalom u. Blair 2000] macht
dies möglich. Mehrere Modelle werden parallel verfolgt und danach beurteilt,wie
gut sie die Messungen beschreiben. Dann wird unter Berücksichtigung dieserGüte
ein gemeinsamer Zustandsvektor bestimmt. Verschiedenen Manövern kann also
durch Bereitstellen entsprechender Modelle Rechnung getragen werden.

Das klassischeIMM-Filter verwendet Kalman-Filter zur Verfolgung der einzel-
nen Modelle. Aufgrund der im letzten Abschnitt beschriebenen Eigenschaften der
Sensoren müssen jedoch spezielle Anforderungen an die Assoziation der Beob-
achtungen zu den Objektrepräsentationen gestellt werden. Da für ein Objekt meh-
rere Beobachtungen auftreten können, von denen jedoch maximal eine wahr ist,
führt eine harte Zuordnung einer einzigen Messung, wie sie die Nächste Nachbar-
Assoziation vornimmt, nicht zum Ziel. Eine Multi-Hypothesen-Assoziation ist
aufgrund der Vielzahl der Messungen pro Zeitschritt und der kurzen Zeitschritte
extrem ressourcenintensiv. Die genannten Eigenschaften legen daher den Einsatz
einer probabilistischen Assoziationstechnik nahe.

DasJoint Probabilistic Data Association-Filter berücksichtigt, dass im Allgemei-
nen gleichzeitig mehrere Fahrzeuge in einer Szene verfolgt werden. Daher wurde
in dieser Arbeit ein Ansatz gewählt, der die Techniken desInteracting Multiple
Model-Filters und desJoint Probabilistic Data Association-Filters vereint.
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Bild 3.4 veranschaulicht die Zusammenhänge. Zunächst werden die Beobachtung-
en der angeschlossenen Sensoren, in diesem Fall der Schritte zur Merkmalsextrak-
tion, anhand der Objektbeschreibungen validiert. Damit wird eine grobe Voraus-
wahl der zu berücksichtigenden Messungen getroffen.

Bild 3.4: Überblick über die Fusion.

Zwei JPDA-Filter repräsentieren die beiden Systemmodelle. Die validiertenBeob-
achtungen werden beiden Filtern übergeben, welche unabhängig voneinander eine
vollständige Iteration durchführen.

Mittels derInteracting Multiple Model-Technik werden die modellbezogenen Fil-
ter gekoppelt. Daraus resultiert eine kombinierte Zustandsbeschreibungdes Ob-
jektes.

Kann für eine Beobachtung keine geeignete Assoziation gefunden werden, so legt
die Trackkontrolle eine neue Instanz eines IMM-Filters an. Zudem ist sie dafür
verantwortlich, ungültige Tracks zu verwerfen. Dies wird z. B. notwendig,wenn
ein beobachtetes Objekt den Erfassungsbereich des Sensors verlässt.

Abschnitt 3.3 geht nun zunächst auf die probabilistische Datenassoziation ein, be-
vor in Abschnitt 3.4 ihre Integration in dieInteracting Multiple Model-Technik
ausgeführt wird.
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3.3 Probabilistische Datenassoziation

Bevor auf die Besonderheiten der gleichzeitigen Verfolgung mehrerer Objekte ein-
gegangen wird, soll die grundlegende Vorgehensweise bei der probabilistischen
Datenassoziation erläutert werden. Zunächst wird daher davon ausgegangen, dass
lediglich ein einziges Objekt vorliegt, für das ein Filter initialisiertwurde [Bar-
Shalom u. Fortmann 1988].

Ein Sensor liefert mehrere Beobachtungen, von denen maximal eine wahr ist. Eine
vorgeschaltete Validierung wähltM(k) davon aus, die für eine weitere Betrachtung
in Frage kommen. Die Menge der validierten Beobachtungen sei

Z(k) = {zm(k)} ,m ∈ M(k) . (3.27)

Die Menge aller Beobachtungen, die bis zum Zeitpunktk einschließlichZ(k) auf-
getreten ist, soll im Folgenden mitZk bezeichnet werden.

Für die Analyse der möglichen Assoziationen werden die folgenden beiden Ereig-
nisse betrachtet:

Θm(k): für m = 1, . . . ,M(k) das Ereignis, dass Beobachtungzm(k) wahr ist, also
vom verfolgten Objekt ausgelöst wurde.

Θ0(k): das Ereignis, dass keine Beobachtung wahr ist, es sich also bei allen um
Fehldetektionen handelt.

Diese Ereignisse treten mit den Wahrscheinlichkeitenβm(k) auf:

βm(k) = P
(

Θm(k)|Zk
)

. (3.28)

Hier kannm auch den Wert 0 annehmen, womit die Wahrscheinlichkeit dafür ge-
kennzeichnet wird, dass keine vom Objekt stammende Beobachtung aufgetreten
ist. In der Ermittlung der Wahrscheinlichkeitenβm(k) liegt die eigentliche Assozia-
tionsaufgabe, auf die in Abschnitt 3.3.2 eingegangen wird. Da eines der genannten
Ereignisse eintreten muss und sie sich gegenseitig ausschließen, ist die Summer
aller Wahrscheinlichkeiten Eins.

Der gemeinsame geschätzte Systemzustand kann damit nach dem Theorem der
totalen Wahrscheinlichkeit bestimmt werden:

x̂(k) = E
{

x(k)|Zk
}

=

M(k)
∑

m=0

E
{

x(k)|Θm(k), Zk
}

P
(

Θm(k)|Zk
)

. (3.29)
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Beim ersten Term des Produkts handelt es sich um den geschätzten Systemzustand
unter der Bedingung, dass EreignisΘm(k) vorliegt. Damit erhält man die gemein-
same Schätzung aus der gewichteten Summe der Einzelschätzungen:

x̂(k) =
M(k)
∑

m=0

x̂m(k)βm(k) . (3.30)

Der in [Bar-Shalom u. Fortmann 1988] beschriebene Weg über ein kombiniertes
Residuum ist hier nicht zulässig, da nicht die Annahme getroffen werden kann,
dass alle Beobachtungen mit der gleichen Kovarianz behaftet sind. Stattdessen
wird die gemeinsame Schätzung aus den korrigierten Einzelschätzungen bestimmt.
Da für jede Einzelschätzung vorausgesetzt wird, dass die entsprechende Beobach-
tungmwahr ist, kann sie analog zum Kalman-Filter (siehe Gleichungen (3.11) und
(3.12)) bestimmt werden:

Km(k) = P−(k)HT
(

HP−(k)HT + Rm

)−1
, (3.31)

x̂m(k) = x̂−(k) + Km(k)
(

zm(k) − Hx̂−(k)
)

. (3.32)

Die hier auftretende prädizierte Schätzung des Systemzustandes und die zugehöri-
ge prädizierte Kovarianz ergeben sich analog zum Kalman-Filter wie in (3.9) und
(3.10):

x̂−(k) = Ax̂(k− 1) , (3.33)

P−(k) = AP(k− 1)AT + Q . (3.34)

Für den FallΘ0, also den Fall, dass keine der vorhandenen Messungen wahr ist, ist
der neue geschätzte Systemzustand gleich dem prädizierten:

x̂0(k) = x̂−(k) (3.35)

Für die korrigierte Kovarianz der Schätzung ist eine gesonderte Betrachtung not-
wendig. Auch hier muss wieder berücksichtigt werden, dass sich die Kovarianzen
der Beobachtungen unterscheiden, wodurch die Vorgehensweise des ursprüngli-
chen PDA-Filters nicht übernommen werden kann.

Bei der Kovarianz handelt es sich um das zweite zentrale Moment der Verteilung
von x(k):

P(k) = E
{

[x(k) − E {x(k)}] [ x(k) − E {x(k)}]T
}

(3.36)

= E
{

[x(k) − x̂(k)] [ x(k) − x̂(k)]T
}

(3.37)

=

∫

[x(k) − x̂(k)] [ x(k) − x̂(k)]T p (x(k)) dx(k) . (3.38)
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Unter Verwendung des Theorems der totalen Wahrscheinlichkeit ist die Wahr-
scheinlichkeitsdichte

p (x) =
M
∑

m=0

p (x|Θm) · P (Θm) =
M
∑

m=0

p (xm) · βm , (3.39)

wobei hier wie im Folgenden zur besseren Lesbarkeit die Angabe des Zeitschrittes
k weggelassen wird. In (3.38) ergibt dies

P =
∫ M

∑

m=0

[x − x̂] [ x − x̂]T p (xm) · βm dx (3.40)

=

M
∑

m=0

∫

[x − x̂] [ x − x̂]T p (xm) dx · βm (3.41)

=

M
∑

m=0

E
{

[x − x̂] [ x − x̂]T |Θm

}

· βm (3.42)

=

M
∑

m=0

E
{

xxT − xx̂T − x̂xT + x̂x̂T|Θm

}

· βm (3.43)

=

M
∑

m=0

{

E
{

xxT|Θm

}

− E
{

xx̂T|Θm

}

− E
{

x̂xT|Θm

}

+ E
{

x̂x̂T|Θm

}}

· βm (3.44)

Im Folgenden werden die Erwartungswerte aus Gleichung (3.44) einzelnen be-
trachtet.

E
{

xxT|Θm

}

= E
{

[ x̂m + (x − x̂m)][ x̂m + (x − x̂m)]T|Θm

}

(3.45)

= E
{

x̂mx̂T
m + x̂m(x − x̂m)T + (x − x̂m)x̂T

m

+(x − x̂m)(x − x̂m)T|Θm

}

(3.46)

Da es sich beîxm um die Schätzung des Systemzustandesx handelt, gilt E{x̂m} =
x̂m. Damit ergibt sich

E
{

xxT|Θm

}

= x̂mx̂T
m + x̂mE {x − x̂m|Θm}T + E {x − x̂m|Θm} x̂T

m

+E
{

(x − x̂m)(x − x̂m)T|Θm

}

(3.47)

Ist das zugrunde liegende Kalman-Filter erwartungstreu, d. h.x̂m = E {x|Θm}, so
gilt

E {x − x̂m|Θm} = E {x|Θm} − E {x̂m|Θm} = x̂m − x̂m = 0 . (3.48)
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Voraussetzung für die Erwartungstreue ist zum einen, dass Messungm wahr ist.
Da der Erwartungswert unter der BedingungΘm betrachtet wird, ist dies gegeben.

Zudem muss das Systemmodell das Objektverhalten korrekt beschreiben. Für die
Anwendung in einemInteracting Multiple Model-Ansatz trifft dies jedoch nicht
zu, da hier mehrere Modelle parallel zum Einsatz kommen, die unterschiedli-
ches Objektverhalten modellieren. Hier nimmt man, im Gegensatz zum einfachen
Kalman-Filter, explizit in Kauf, dass das Objektverhalten nicht durch alleSystem-
modelle korrekt beschrieben wird. Aufgabe desIMM ist es dann, das beste Modell
durch entsprechende Gewichtung zu bevorzugen. Dabei behalten jedoch alle an-
deren Modelle einen Einfluss, auch wenn dieser geringer ausfällt.

Dennoch wird hier für alle Filter Erwartungstreue vorausgesetzt. Dies deckt sich
mit den Annahmen, die auch dasInteracting Multiple Model-Filter trifft. Da es
eine Kombination der Systemzustände der Einzelfilter bestimmt, ist auch für das
IMM-Filter streng genommen Erwartungstreue nicht gegeben.

Mit Gleichung (3.48) kann Gleichung (3.47) weiter vereinfacht werden:

E
{

xxT|Θm

}

= x̂mx̂T
m + E

{

(x − x̂m)(x − x̂m)T|Θm

}

(3.49)

= x̂mx̂T
m + Pm (3.50)

Für den FallΘ0, d. h. keine der Messungen ist wahr, ergibt sich entsprechend zu
Gleichung (3.35)

P0(k) = P−(k) , (3.51)

für Θm mit m, 0 wird eine Kalman-Aktualisierung der Kovarianz durchgeführt:

Pm(k) = [I − KmH] P−(k) , m= 1, . . . ,M . (3.52)

Nun soll der zweite Term in (3.44) untersucht werden.

E
{

xx̂T|Θm

}

= E {x|Θm} x̂T (3.53)

= x̂mx̂T (3.54)

Der dritte Term wird analog zu (3.54) umgeformt:

E
{

x̂xT|Θm

}

= x̂E
{

xT|Θm

}

(3.55)

= x̂x̂T
m (3.56)
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Die Erwartungswertbildung des vierten Terms reduziert sich einfach zu

E
{

x̂x̂T|Θm

}

= x̂x̂T . (3.57)

Setzt man diese Teilergebnisse nun wieder in (3.44) ein, so erhält man

P =
M
∑

m=0

{

x̂mx̂T
m + Pm − x̂mx̂T − x̂x̂T

m + x̂x̂T
}

· βm (3.58)

=

M
∑

m=0

{

x̂mx̂T
m + Pm

}

· βm −














M
∑

m=0

x̂m · βm















x̂T − x̂
M
∑

m=0

x̂T
m · βm + x̂x̂T (3.59)

=

M
∑

m=0

{

x̂mx̂T
m + Pm

}

· βm − x̂x̂T − x̂x̂T + x̂x̂T (3.60)

Da sich die beiden letzten Terme aufheben, ergibt sich für die korrigierte Kovarianz
der Schätzung

P =
M
∑

m=0

{

x̂mx̂T
m + Pm

}

· βm − x̂x̂T . (3.61)

Auf die Bestimmung der Assoziationswahrscheinlichkeitenβm(k) für den Fall,
dass nur ein Objekt vorliegt, wird hier nicht näher eingegangen. Stattdessen wird
der hier relevante Fall mehrerer verfolgter Objekte untersucht. Zunächst wird je-
doch noch die oben schon erwähnte Validierung der Beobachtungen beschrieben.

3.3.1 Validierung der Hypothesen

Das Beispiel aus Abschnitt 3.1.3.1 veranschaulicht die Bedeutung der Hypothe-
senvalidierung für eine sinnvolle Assoziation. Entscheidend ist dabeidie Wahl der
Validierungsregion. Zu berücksichtigen sind hierbei:

• Messunsicherheit: Da Messungen, die mit einer hohen Unsicherheit behaftet
sind, eine größere Distanz zum erfassten Objekt aufweisen können, solltedie
Ausdehnung der Validierungsregion von der Messunsicherheit abhängen.

• Kovarianz der Schätzung: Da auch die geschätzte von der tatsächlichen Ob-
jektposition abweicht, ist die Kovarianz der Schätzung mit einzubeziehen.
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Eine verbreitete Vorgehensweise, die die Wahrscheinlichkeit der Zuordnung ei-
ner Messung zu einem Track berücksichtigt, wird in [Bar-Shalom u. Blair 2000]
beschrieben. Um einen Track mit einer Messung vergleichen zu können, muss
zunächst ein zeitlicher Abgleich erfolgen. Dies geschieht durch Prädiktion des ge-
schätzten Systemzustandes und seiner Kovarianz:

x̂−(k) = A x̂(k− 1) (3.62)

P−(k) = A P(k− 1) AT + Q (3.63)

Daraus ergibt sich die prädizierte Messung

ẑ−(k) = H x̂−(k) , (3.64)

um die die Validierungsregion gelegt werden soll.

Der Abstand zwischen prädizierter und tatsächlicher Messung wird durch das Re-
siduum beschrieben:

ν(k) = z(k) − H x̂−(k) . (3.65)

Die Kovarianz des Residuums ergibt sich zu

S(k) = H P−(k) HT + R . (3.66)

Es wird angenommen, dass das Residuum normalverteilt ist mit

p (ν(k)) =
1

√
det(2πS(k))

exp

{

−1
2
ν

T(k) S−1(k) ν(k)

}

. (3.67)

Die Mahalanobis-Distanz

d2 = νT(k) S−1(k) ν(k) (3.68)

unterliegt also einerχ2-Verteilung mit drei Freiheitsgraden, was der Dimension
des Messvektors entspricht. Unter Vorgabe einer geforderten minimalen Zuord-
nungswahrscheinlichkeitPZ wird nun eine maximale Distanzdmax so bestimmt,
dass gilt:

P (d ≤ dmax) = PZ . (3.69)

Zur Validierung einer Hypothese muss dann

d ≤ dmax (3.70)

erfüllt sein.

Diese Bedingung beschreibt ein Ellipsoid um die prädizierte Messung. Liegt eine
Beobachtung innerhalb dieses Ellipsoids, so gilt sie als validiert.
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3.3.2 Joint Probabilistic Data Association-Filter

Im Gegensatz zum bisher vorgestelltenProbabilistic Data Association Filterbe-
rücksichtigt dasJoint Probabilistic Data Association-Filter [Bar-Shalom u. Fort-
mann 1988] bei der Bestimmung der Assoziationswahrscheinlichkeitenβm(k), dass
T Objekte gleichzeitig vorhanden sind. Bei der Untersuchung der EreignisseΘm(k)
muss daher auch das betrachtete Objektt = 1, . . . ,T mit einbezogen werden. Im
Folgenden werden sie daher definiert als

Θmt(k): Das Ereignis, dass Beobachtungmvon Objektt ausgelöst wurde. Hierbei
ist mit m = 1, . . . ,M(k) eine derM(k) aufgetretenen Beobachtungen be-
zeichnet. Das Objekt wird mitt = 0, . . . ,T indiziert, wobeit = 0 bedeutet,
dass die Beobachtung von keinem Objekt verursacht, d. h. durch Fehldetek-
tionen hervorgerufen wurde.

Damit können die VerbundereignisseΘ(k) definiert werden:

Θ(k) =
M(k)
⋂

m=0

Θmtm(k) (3.71)

Das VerbundereignisΘ(k) repräsentiert also eine mögliche Kombination von As-
soziationen aller Messungen zu jeweils einem zugeordneten Objekttm. Ist ein
tm = 0, so bedeutet dies, dass es sich bei der Beobachtungm um eine Fehlde-
tektion handelt.

Um die Auswertung der Zuordnungen handhabbar zu machen, wird bei der Be-
rechnung der Wahrscheinlichkeiten der Einfluss der Validierung vernachlässigt.
Dies bedeutet, dass keine beschränkte Umgebung betrachtet wird, wodurch kei-
ne Beschneidung der Gauß-Verteilungen der Residuen beachtet werden muss. Da
eine Berücksichtigung aller Beobachtungen für einen Track jedoch zu einem er-
höhten Rechenaufwand führen würde, wird eine Validierung bei der Auswahl der
untersuchten Ereignisse berücksichtigt. Sind die Validierungsregionen so gewählt,
dass lediglich Beobachtungen, die einen vernachlässigbar kleinen Einfluss auf die
Schätzung haben, ausgeschlossen werden, so ist auch der dadurch entstehende
Fehler vernachlässigbar.

Die Validierung der Beobachtungen dient also dazu, mögliche Assoziationen zu
bestimmen. Die zu untersuchenden Assoziationen werden dann aus der Menge
der möglichen gewählt. Dazu wird zunächst die ValidierungsmatrixΩ bestimmt.
Deren Zeilennummer gibt die Beobachtung an, die Spaltennummer steht für ein
Objekt. Enthält das entsprechende Element eine Eins, so handelt es sich um eine
für dieses Objekt validierte Beobachtung. Zu beachten ist, dass die erste Spalte
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das Objektt = 0 repräsentiert, also den Fall, dass die Messung von keinem Objekt
stammt. Damit enthält die erste Spalte der Validierungsmatrix in jedem Element
eine Eins. Dies wird an dem Beispiel mit zwei Objekten und vier Beobachtungen
veranschaulicht, das schon in Bild 3.3 dargestellt wurde (im Folgenden wird k
weggelassen):

Ω =





























1 1 0
1 1 1
1 1 0
1 0 1





























. (3.72)

Beobachtungm= 1 ist also z. B. für Objektt = 1 validiert, während Beobachtung
m = 2 für beide Objekte validiert ist. Beobachtungm = 3 ist für Objektet = 1
und Beobachtungm= 4 schließlich für Objektt = 2 validiert. Da es sich bei allen
Beobachtungen auch um Fehlhypothesen handeln kann, sind alle für das spezielle
Objektt = 0 validiert.

Ein VerbundereignisΘ kann analog zu dieser Vorgehensweise auch als Matrix
Ω̂(Θ) mit den Elementen ˆωmt dargestellt werden:

Ω̂(Θ) = [ω̂mt] . (3.73)

Ist eine mögliche AssoziationΘmt im VerbundereignisΘ enthalten, so ist das ent-
sprechende Matrixelement ˆωmt = 1, andernfalls ist es 0. So beschreibt

Ω̂(Θl) =





























1 0 0
0 1 0
1 0 0
0 0 1





























(3.74)

folgendes VerbundereignisΘl :

• Beobachtung 1 ist eine Fehldetektion, d. h. wurde von Objekt 0 ausgelöst,

• Beobachtung 2 wurde von Objekt 1 ausgelöst,

• Beobachtung 3 ist eine Fehldetektion, und

• Beobachtung 4 stammt von Objekt 2.

Die ValidierungsmatrixΩ dient als Hilfsmittel zur Auswahl der̂Ω(Θ). Dazu wird
ein Ω̂(Θ) so gewählt, dass inΩ in jeder Zeile alle Elemente bis auf eines 0 gesetzt
sind. Zudem darf in jeder Spalte höchstens ein Element 1 sein. Lediglich in der
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ersten Spalte, die Objekt 0 beschreibt, können mehrere Elemente gesetzt sein, da
mehrere Fehldetektionen gleichzeitig auftreten können.

Für die Ableitung der Assoziationswahrscheinlichkeiten werden noch einige Ab-
kürzungen definiert.

Wurde ein Objektt beobachtet, d. h. wurde eine Beobachtung mit ihm assoziiert,
so istδt(Θ) = 1, andernfalls 0:

δt(Θ) =
M
∑

m=1

ω̂mt(Θ) , t = 1, . . . ,T (3.75)

Entsprechend gibtτm(Θ) an, ob der Beobachtung ein Objekt zugeordnet wurde:

τm(Θ) =
T

∑

t=1

ω̂mt(Θ) , m= 1, . . . ,M (3.76)

Die Anzahl der Beobachtungen, denen kein Objekt zugeordnet wird, bestimmt sich
damit zu

φ(Θ) =
M
∑

m=1

(1− τm(Θ)) . (3.77)

Um die Assoziationswahrscheinlichkeitenβmt zu erhalten, müssen zunächst die
Wahrscheinlichkeit für die Verbundereignisse bestimmt werden:

P
(

Θ(k)|Zk
)

= P
(

Θ(k)|Z(k), Zk−1
)

. (3.78)

Mit der Regel von Bayes lässt sich Gleichung (3.78) umformulieren:

P
(

Θ(k)|Z(k), Zk−1
)

=
p
(

Z(k)|Θ(k), Zk−1
)

P
(

Θ(k)|Zk−1
)

p
(

Z(k)|Zk−1
) . (3.79)

Da der Nenner vonΘ(k) unabhängig ist und das Verbundereignis nicht von zuvor
aufgetretenen Beobachtungen abhängt, ergibt sich

P
(

Θ(k)|Zk
)

=
1
c

p
(

Z(k)|Θ(k), Zk−1
)

P (Θ(k)) . (3.80)

Zunächst wird der Term für die Wahrscheinlichkeitsdichte der Beobachtungen
Z(k) betrachtet. Diese ist das Produkt der Wahrscheinlichkeitsdichten der einzel-
nen Beobachtungen, die als unabhängig voneinander vorausgesetzt werden:

p
(

Z(k)|Θ(k), Zk−1
)

=

M(k)
∏

m=1

p
(

zm(k)|Θmtm(k), Zk−1
)

. (3.81)
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Tatsächlich können bei den eingesetzten Verfahren zur Merkmalsextraktion Fehl-
detektionen als voneinander unabhängig angesehen werden. Zwar lösen tatsäch-
lich vorhandene Fahrzeuge aufgrund von Substrukturen, wie z. B. Rücklichtern
und Nummernschildern, gelegentlich Fehlhypothesen aus. Hier besteht demnach
eine Abhängigkeit. Allerdings erscheinen diese Fehlhypothesen als weiter entfern-
te Objekte (vgl. Abschnitt 2.4.3) und werden daher nicht für den wahren Track
validiert. Die Annahme der Unabhängigkeit der Beobachtungen ist daher hinrei-
chend gut erfüllt.

Wurde Beobachtungm von einem Objekt ausgelöst, d. h.tm , 0, so ist der
Messwert entsprechend der Voraussetzungen normalverteilt um die prädizierte
Messungẑ−tm. Beobachtungen, die durch Rauschen verursacht wurden, werden
als gleichverteilt über das MessvolumenV angenommen:

p
(

zm(k)|Θmtm(k), Zk−1
)

=

{

N
{

zm(k); ẑ−tm,Stm(k)
}

falls τm(Θ(k)) = 1
1
V falls τm(Θ(k)) = 0

(3.82)

Das MessvolumenV umschließt den Erfassungsbereich des Sensors. Die Annah-
me gleichverteilter Fehldetektionen bringt zum Ausdruck, dass keine Information
darüber vorhanden ist, wo diese bevorzugt auftreten.

Mit (3.82) in (3.81) ergibt sich

p
(

Z(k)|Θ(k), Zk−1
)

=
1

Vφ(Θ)

M(k)
∏

m=1

[

N
{

zm(k); ẑ−tm,Stm(k)
}]τm(Θ)

. (3.83)

Nun muss noch der zweite Term aus (3.80),P (Θ(k)), bestimmt werden. Dazu wird
der Vektorδ(Θ) eingeführt, der aus denT Elementenδt(Θ) besteht. Er gibt also
an, welchen Objekten eine Beobachtung zugeordnet wurde. Für das oben in (3.74)
aufgeführte Beispiel lautet er

δ(Θl) = (1,1)T , (3.84)

da beide Objekte eine Beobachtung auslösten.

Da das VerbundereignisΘ(k) die Zuordnungen festlegt, sind damit sowohlδ(Θ)
als auch die Anzahl der falschen Beobachtungenφ(Θ) beschrieben. Damit gilt

P (Θ(k)) = P (Θ(k), δ(Θ), φ(Θ)) . (3.85)

Dann lässt sich damit formulieren:

P (Θ(k)) = P (Θ(k)|δ(Θ), φ(Θ)) P (δ(Θ), φ(Θ)) . (3.86)
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Der erste Term,P (Θ(k)|δ(Θ), φ(Θ)), gibt die Wahrscheinlichkeit für eine bestimm-
te Kombination von Assoziationen an unter der Voraussetzung, dass bekanntist,

• welche Objekte detektiert wurden und

• wie viele Messungen durch Rauschen verursacht wurden.

Diese Wahrscheinlichkeit ist, da alle Zuordnungen gleich wahrscheinlich sind, der
Kehrwert der Anzahl möglicher Kombinationen der Zuordnung der Beobachtung-
en zu diesen detektierten Objekten. Da vonM BeobachtungenM − φ(Θ) einem
Objekt zuzuordnen sind, ergeben sichM!

φ(Θ)! Kombinationen. Damit wird der erste
Term

P (Θ(k)|δ(Θ), φ(Θ)) =

(

M!
φ(Θ)!

)−1

=
φ(Θ)!

M!
. (3.87)

Der zweite Term aus Gleichung (3.86) setzt sich zusammen aus der Wahrschein-
lichkeit für das Auftreten vonφ(Θ(k)) falschen Beobachtungen und der Wahr-
scheinlichkeit für die Detektion bzw. Nicht-Detektion der durchδ(Θ(k)) beschrie-
benen Objekte:

P (δ(Θ), φ(Θ)) = P (φ(Θ(k)))
T

∏

t=1

(

P t
D

)δt(Θ) (
1− P t

D

)1−δt(Θ)
(3.88)

Bei P t
D handelt es sich um die Wahrscheinlichkeit für die Detektion von Objektt,

1−P t
D ist damit die Wahrscheinlichkeit, keine Beobachtung von diesem Objekt zu

erhalten.

Setzt man nun (3.88) und (3.87) in (3.86) ein, so erhält man

P (Θ(k)) =
φ(Θ)!

M!
P (φ(Θ(k)))

T
∏

t=1

(

P t
D

)δt(Θ) (
1− P t

D

)1−δt(Θ)
. (3.89)

Damit lässt sich auch die Wahrscheinlichkeit der Verbundereignisse angeben, in-
dem man (3.89) und (3.83) in (3.80) einsetzt, wobei auf der rechten Seite zurbes-
seren Lesbarkeit das ArgumentΘ weggelassen wird:

P
(

Θ(k)|Zk
)

=
1
c

1
Vφ

M(k)
∏

m=1

[N {zm(k)}]τm · φ!
M!

P (φ)
T

∏

t=1

(

P t
D

)δt
(

1− P t
D

)1−δt

(3.90)
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Geht man von einem nicht-parametrischen Rauschmodell aus, so istP (φ) konstant.
Auch die Anzahl der Beobachtungen ist, im Rahmen eines Iterationsschrittesk
betrachtet, konstant. Damit können sie mit der Konstantec kombiniert werden,
d. h.c2 =

P(φ)
cM! :

P
(

Θ(k)|Zk
)

=
c2φ!
Vφ

M(k)
∏

m=1

[N {zm(k)}]τm
T

∏

t=1

(

P t
D

)δt
(

1− P t
D

)1−δt
(3.91)

Nun können daraus die Assoziationswahrscheinlichkeitenβmt bestimmt werden:

βmt(k) = P
(

Θmt(k)|Zk
)

=
∑

Θ(k)

P
(

Θ(k)|Zk
)

ω̂mt(Θ(k)) ,
m= 1, . . . ,M(k)
t = 0, . . . ,T

.

(3.92)

Zur Berechnung der Assoziationswahrscheinlichkeitenβmt muss die Konstantec2

nicht vorgegeben werden. Da die Summe der Wahrscheinlichkeiten zu Eins wer-
den muss, kann sie durch Normieren ermittelt werden.

3.3.2.1 Cheap Joint Probabilistic Data Association

Der oben beschriebene JPDA-Algorithmus zur Bestimmung der Assoziations-
wahrscheinlichkeiten ist aufgrund der Vielzahl der zu untersuchenden Kombina-
tionen sehr rechenaufwändig. Daher wird in der im Versuchsträger eingesetzten
Implementierung die Näherung nach Fitzgerald eingesetzt [Bar-Shalom 1990].
Dennoch werden, gerade bei der Integration in dasInteracting Multiple Model-
Filter, die Eigenschaften des vollständigen Algorithmus vorausgesetzt. Dies ist
notwendig, um eine konsistente Integration der modellspezifischen Filter in das
Interacting Multiple Model-Verfahren zu gewährleisten.

Der Cheap Joint Probabilistic Data Association-Algorithmus bestimmt zunächst
für jede mögliche Zuordnung einer validierten Messungm ∈ {1, . . . ,M} zu einem
Trackt ∈ {1, . . . ,T} die LikelihoodΛmt entsprechend Gleichung (3.82):

Λmt = p
(

zm(k)|Θmt, Zk−1
)

=
1

√
|2πSmt(k)|

exp

{

−1
2
ν

T
mt(k) S−1

mt(k) νmt(k)

}

.

(3.93)

Diese ist ein Maß dafür, wie gut Track und Messung zusammenpassen, und wurde
daher auch schon bei der Validierung verwendet (vgl. 3.67).
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Nun folgt die näherungsweise Bestimmung der Wahrscheinlichkeiten für die Er-
eignisseΘmt:

βmt = P
(

Θmt|Zk
)

=
Λmt

Tt + Mm − Λmt + B
. (3.94)

Mit Tt ist hier die Summe aller Likelihoods für Trackt bezeichnet,Mm ist die
Summe aller Likelihoods für Messungm:

Tt =

Mt
∑

m=1

Λmt (3.95)

Mm =

T
∑

t=1

Λmt . (3.96)

Mit der KonstantenB wird dem Umstand Rechnung getragen, dass möglicherwei-
se keine der assoziierten Beobachtungen wahr ist. Die entsprechende Wahrschein-
lichkeit wird durch Gleichung (3.97) angenähert:

βt0 =
B

Tt + B
. (3.97)

Diese von Fitzgerald entwickelte Näherung führt zu einer deutlichen Reduzierung
des Rechenaufwandes gegenüber der vollständigen Bestimmung imJoint Proba-
bilistic Data Association-Filter, was für eine Echtzeitanwendung entscheidend ist.
Die weitere Vorgehensweise stimmt jedoch mit diesem überein.

3.4 Interacting Multiple Model-Filter

DasInteracting Multiple Model-Filter [Bar-Shalom u. Blair 2000] basiert auf dem
Gedanken, dass der Zustand eines beobachteten Systems zwischen den Iterati-
onsschritten durch eines von mehreren Modellen korrekt beschrieben wird. Zu
jedem ganzen Zeitschritt kann das beschreibende Modell wechseln, was durch
Markov-Übergangswahrscheinlichkeitenπi j ausgedrückt wird. Dabei istπi j die
Wahrscheinlichkeit für einen Wechsel des Systems von Modelli im letzten Zeit-
schritt zu Modellj. Die Wahrscheinlichkeit, dass das System weiterhin durch Mo-
dell i beschrieben wird, istπii . Blom stellte denIMM-Algorithmus 1984 vor [Blom
1984]. Dabei kamenKalman-Filter zur Beschreibung der Modelle zum Einsatz.

Das im vorangegangenen Abschnitt beschriebeneJPDA-Filter ist demKalman-
Filter unter Berücksichtigung der besonderen Eigenschaften der hier gewählten
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Sensoren jedoch überlegen. Daher liegt es nahe, dasJPDA-Filter für die Beschrei-
bung der Modelle in einemInteracting Multiple Model-Ansatz zu verwenden.
Dazu werden nun mehrere dieser Filter nach Abschnitt 3.3.2 parallel eingesetzt.
Sie arbeiten weitgehend unabhängig voneinander, lediglich die Validierungder
Messungen erfolgt gemeinsam. Dies gewährleistet, dass in allen Filtern dieselben
Messdaten verwendet und filterspezifische Assoziationen vermieden werden.

Dazu wird der Validierungsschritt zunächst für jedes Filtern ∈ N durchgeführt,
was zuN AssoziationsmengenDn führt. Die Vereinigungsmenge

D = D1 ∪ D2 ∪ . . . ∪ DN (3.98)

dient dann für alle Filter gleichermaßen zur Validierung der Hypothesen.

Bild 3.5: DasIMM-Filter greift durch Modifikation der Systemzustände und Ko-
varianzen in den Ablauf derJPDA-Filter ein

Wie in Bild 3.5 veranschaulicht, durchlaufen dieJPDA-Filter jeweils einen kom-
pletten Prädiktions- und Korrekturschritt. Der zu prädizierende Systemzustand ist
dabei jedoch nicht gleich dem geschätzten Systemzustand aus dem letzten Zeit-
schritt. Hier greift die Interaktionsstufe desIMM-Algorithmus ein, die aus den
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Systemzuständen̂xn
t (k− 1) derN JPDA-Filter jeweils einen neuen Systemzustand

x̂0n
t (k− 1) bildet, der als Ausgangspunkt für den nächsten Filterschritt dient.

Bei x̂n
t (k− 1) handelt es sich um den Erwartungswert der Verteilung

p
(

xt(k− 1)|Rt(k− 1) = n, Zk−1
t

)

, (3.99)

d. h. der Verteilung des Systemzustandesxt zum Zeitpunktk− 1 unter der Voraus-
setzung, dass zum Zeitpunktk − 1 das Modelln zutrifft und die Beobachtungen
Zk−1

t vorliegen.Rt(k− 1) bezeichnet also das zu diesem Zeitpunkt gültige Modell,
Zk−1

t die akkumulierten Beobachtungen bis einschließlich Zeitschrittk− 1.

Als Basis für den nächsten Filterschritt ist jedoch die Verteilung unter derVoraus-
setzung, dass zumaktuellenZeitpunktk Modell n zutrifft, entscheidend:

p
(

xt(k− 1)|Rt(k) = n, Zk−1
t

)

=

N
∑

i=1

p
(

xt(k− 1)|Rt(k− 1) = i, Zk−1
t

)

µ
i|n
t (k− 1) . (3.100)

Die bedingte Modellwahrscheinlichkeitµi|n
t gibt die Wahrscheinlichkeit an, mit der

Track t im vorangegangenen Zeitschritt durch Modelli beschrieben wurde, unter
der Voraussetzung, dass jetzt Modelln gültig ist.

Sind die Wahrscheinlichkeitsdichtenp
(

xt(k− 1)|Rt(k− 1) = n, Zk−1
t

)

wie voraus-
gesetzt normalverteilt, so ist die Verteilung aus Gleichung (3.100) eineGaußsche
Mischverteilung. Diese Gaußsche Mischverteilung wird wiederum durch eine Nor-
malverteilung mit dem Erwartungswertx̂0n

t (k − 1) und der KovarianzP0n
t (k − 1)

angenähert. Auf diese Weise berücksichtigt die Interaktionsstufe die Möglichkeit
eines Modellwechsels:

x̂0n
t (k− 1) =

N
∑

i=1

µ
i|n
t (k− 1)x̂i

t(k− 1) (3.101)

P0n
t (k− 1) =

N
∑

i=1

µ
i|n
t (k− 1)

{

Pi
t(k− 1)

+
[

x̂i
t(k− 1)− x̂0n

t (k− 1)
] [

x̂i
t(k− 1)− x̂0n

t (k− 1)
]T

}

. (3.102)

Die bedingten Modellwahrscheinlichkeitenµi|n
t (k− 1) erhält man nach dem Theo-

rem der totalen Wahrscheinlichkeit aus

µ
i|n
t (k− 1) =

1
µn−

t (k)
πinµ

i
t(k− 1) . (3.103)
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Die prädizierten Modellwahrscheinlichkeitenµn−
t (k) ergeben sich aus

µn−
t (k) = P

(

Rt(k) = n|Zk−1
t

)

=

N
∑

i=1

πinµ
i
t(k− 1) . (3.104)

Mit den Ergebnissen derIMM-Interaktion,x̂0n
t (k− 1) undP0n

t (k− 1), durchlaufen
die JPDA-Filter nun einen Filterschritt, was zu den geschätzten Systemzuständen
bzw. Kovarianzen̂xn

t (k) und Pn
t (k) führt. Um die nächste Interaktion der Filter

zu ermöglichen, werden noch die zugehörigen Modellwahrscheinlichkeitenµn
t (k)

benötigt. Beim einfachenIMM-Filter werden dazu, unter der Annahme normalver-
teilter Filterresiduen, Likelihoods für das Auftreten der Messungen bei gegebenem
Modell und gegebenen Messungen bis zum Zeitpunktk− 1 bestimmt:

Λn
t (k) = p

(

zt(k)|Rt(k) = n, Zk−1
t

)

(3.105)

=
1

√

|2πSn
t (k)|

exp

{

−1
2
ν

n
t (k)TSn

t (k)−1
ν

n
t (k)

}

. (3.106)

Aufgrund der Verwendung vonJoint Probabilistic Data Association-Filtern ist es
jedoch, wie in Abschnitt 3.3.2 ausgeführt, nicht möglich, eine einzelneMessung
zt(k) anzugeben. Hier müssen alle Messungen, die einen Beitrag zu den modell-
spezifischen Filtern leisten, berücksichtigt werden.

Die Modellwahrscheinlichkeit ergibt sich so zu

µn
t (k) = P

(

Rt(k) = n|Zk
t

)

= P
(

Rt(k) = n|Zt(k), Zk−1
t

)

(3.107)

=
p
(

Zt(k)|Rt(k) = n, Zk−1
t

)

P
(

Rt(k) = n|Zk−1
t

)

∑N
i=1

{

p
(

Zt(k)|Rt(k) = i, Zk−1
t

)

P
(

Rt(k) = i|Zk−1
t

)} . (3.108)

Aus Gleichung (3.104) istP
(

Rt(k) = n|Zk−1
t

)

bekannt. Es wird also noch die Wahr-

scheinlichkeitsdichtep
(

Zt(k)|Rt(k) = n, Zk−1
t

)

benötigt, für die sich mit dem Theo-
rem der totalen Wahrscheinlichkeit ergibt:

p
(

Zt(k)|Rt(k) = n, Zk−1
t

)

=

Mt
∑

m=0

{

p
(

Zt(k)|Θmt(k),Rt(k) = n, Zk−1
t

)

·P
(

Θmt(k)|Rt(k) = n, Zk−1
t

)}

. (3.109)

Der Ausdruck p
(

Zt(k)|Θmt(k),Rt(k) = n, Zk−1
t

)

beschreibt die Wahrscheinlich-
keitsdichte für das Auftreten der MessungenZt(k) = {z1t(k), . . . , zMt(k)} für Objekt
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t unter der Voraussetzung, dass Messungm wahr und das System durch Modelln
beschrieben ist. Zudem werden die Messungen bis zum Zeitpunktk − 1 berück-
sichtigt, d. h. nicht die aktuellen MessungenZ(k).

Diese Wahrscheinlichkeitsdichte ist das Produkt der Wahrscheinlichkeitsdichten
der einzelnen Messungen unter den genannten Voraussetzungen:

p
(

Zt(k)|Θmt(k),Rt(k) = n, Zk−1
t

)

=

Mt
∏

i=1

p
(

zti(k)|Θmt(k),Rt(k) = n, Zk−1
t

)

.

(3.110)

Für den Falli = m, also für eine wahre Messung, ergibt sich aufgrund der voraus-
gesetzten Normalverteilung der Residuen

p
(

zmt(k)|Θmt(k),Rt(k) = n, Zk−1
t

)

= N
{

z−t (k),Smt(k)
}

, (3.111)

wobei z−t (k) die prädizierte Messung für Objektt und Smt(k) die Kovarianz des
Residuums kennzeichnet.

Das Auftreten von Fehldetektionen wird als gleichverteilt über das gesamte
Messvolumen angesehen. Damit ergibt sich füri , m

p
(

zit (k)|Θmt(k),Rt(k) = n, Zk−1
t

)

=
1
V
, i , m . (3.112)

Bei diesen Betrachtungen wurde der Einfluss der Validierung nicht berücksich-
tigt. Diese beschneidet zum einen die Normalverteilung (3.111), zum anderenbe-
schränkt sie das relevante Messvolumen. Beide Effekte ließen sich kompensieren,
so wie es auch beimPDAder Fall ist. Jedoch wäre die Bestimmung des Volumens
der Validierungsregionen sehr aufwändig, da es sich hierbei um Vereinigungen
mehrerer Ellipsoide handelt. Daher wird auf diesen Schritt verzichtet. Dies deckt
sich auch mit der Vorgehensweise desJPDA [Bar-Shalom u. Fortmann 1988].
Auch hier wird der Algorithmus ohne Validierung hergeleitet. Um die benötigte
Rechenleistung zu beschränken, wird in der praktischen Anwendung aber den-
noch eine Validierung durchgeführt. Schließt diese lediglich Hypothesenaus, die
keinen signifikanten Einfluss auf die Schätzung haben, so kann man den dadurch
entstehenden Fehler vernachlässigen.

Mit (3.111) und (3.112) in (3.110) ergibt sich dann

p
(

Zt(k)|Θmt(k),Rt(k) = n, Zk−1
t

)

=

{ 1
VM−1 N

{

z−t (k),Smt(k)
}

m= 1, . . . ,M
1

VM m= 0
. (3.113)
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Um (3.109) zu komplettieren, wird noch der zweite Term, die Wahrscheinlichkeit
P

(

Θmt(k)|Rt(k) = n, Zk−1
t

)

, benötigt. Dies ist die Wahrscheinlichkeit, dass Messung
mwahr ist, wobei nur die Messungen bis zum Zeitpunktk− 1 berücksichtigt wer-
den. Diese a-priori-Wahrscheinlichkeit setzt sich aus der Detektionswahrschein-
lichkeit PD und der Anzahl der Messungen zusammen:

P
(

Θmt(k)|Rt(k) = n, Zk−1
t

)

=
PD

M
m= 1, . . . ,M . (3.114)

Die Wahrscheinlichkeit, dass keine der erhaltenen Messungen wahr ist, ist

P
(

Θ0t(k)|Rt(k) = n, Zk−1
t

)

= 1− PD . (3.115)

Damit können aus (3.108) die Modellwahrscheinlichkeiten bestimmt werden. Mit
diesen liefert ein Kombinationsschritt schließlich den geschätzten Systemzustand
desIMM-Filters:

x̂t(k) =
N

∑

n=1

µn
t (k)x̂n

t (k) (3.116)

Pt(k) =
N

∑

n=1

µn
t (k)

{

Pn
t (k) +

[

x̂n
t (k) − x̂t(k)

] [

x̂n
t (k) − x̂t(k)

]T
}

. (3.117)

Hier stellenx̂t(k) undPt(k) die Ausgabe des Filters dar, intern finden sie allerdings
keine Verwendung.

Im Kombinationsschritt ist zu beachten, dass die Schätzungenx̂n
t (k) und Kovari-

anzmatrizenPn
t (k) für die unterschiedlichen Bewegungsmodelle unterschiedliche

Dimensionen aufweisen. Daher ist es notwendig, sie vorher in ein gemeinsames
System zu überführen [Blackman u. Popoli 1999].

Im vorliegenden Fall beschreibtx̂2
t (k) eine höherdimensionale Variante vonx̂1

t (k).
Da die Anforderungen an den Sensor Informationen über Position und Geschwin-
digkeit vorsehen, ist die Beschreibung durch einen Zustandsvektor im System von
x̂1

t ausreichend. Damit gestaltet sich auch die Transformation einfach. Der entspre-
chende Zusammenhang lässt sich formulieren als:

x̂21
t (k) = A21x̂2

t (k) (3.118)

mit

A21 =



















































1 0 0 0 0 0 0 0 0
0 1 0 0 0 0 0 0 0
0 0 1 0 0 0 0 0 0
0 0 0 1 0 0 0 0 0
0 0 0 0 1 0 0 0 0
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. (3.119)
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Für den Kombinationsschritt wird also die Ordnung vonx̂2
t (k) auf die Ordnung

von x̂1
t (k) reduziert, indem die Beschleunigungskomponenten entfernt werden.

Genauso einfach gestaltet sich die Transformation der Kovarianzmatrix:

P21
t (k) = A21P2

t (k)AT
21 . (3.120)

Auch dies bedeutet im vorliegenden Fall, dass die Komponenten, die den Be-
schleunigungen entsprechen, weggestrichen werden.

3.5 Fusion der Daten mehrerer Sensoren

In den vorangegangenen Abschnitten wurde eine Vorgehensweise zur Verfolgung
mehrerer Objekte unter Verwendung mehrerer Systemmodelle vorgestellt. Nicht
beachtet wurde jedoch, dass die Messungen von mehreren Sensoren geliefert wer-
den. Obwohl die unterschiedliche Kovarianz der Messungen berücksichtigtwurde,
ist es nicht zulässig, die Messungen mehrerer Sensoren in einem Schritt zusam-
menzuführen. Vereinigt man die Messungen mehrerer Sensoren zu einer Gesamt-
menge, so verletzt man die in Abschnitt 3.3.2 getroffene Annahme, dass höchstens
eine der Messungen wahr ist.

Daher werden die Sensoren sequentiell abgearbeitet. Zunächst wird mit den Mes-
sungen des ersten Sensors ein vollständigerIMM-Iterationsschritt durchgeführt.
Dabei findet eine Prädiktion der Systemzustände vom Zeitpunktt − ∆t auf den
Zeitpunkt t statt. Dann werden die Messungen des nächsten Sensors berücksich-
tigt. Wieder wird einIMM-Iterationsschritt vollzogen, wobei nun eine Prädiktion
der Systemzustände nicht notwendig ist. Hier beschreiben die geschätzten System-
zustände schon die Systemzustände zum Zeitpunktt, sodass statt (3.62) und (3.63)
nun einfach gilt:

x̂−(k) = x̂(k− 1) (3.121)

P−(k) = P(k− 1) (3.122)

Auf diese Weise können beliebig viele Sensoren berücksichtigt werden. Dabeiist
jedoch zu beachten, dass die Reihenfolge der Sensoren Einfluss auf die Schätzung
hat: Die Korrektur eines geschätzten Systemzustandes mit den Messungen eines
Sensors ändert auch die Kovarianz des Systemzustandes. Dies bedeutet gleichzei-
tig einen Einfluss auf

• die Validierungsregion für die Messungen des nächsten Sensors aufgrund
von Gleichung (3.67) und
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• die Modellwahrscheinlichkeiten aus Gleichung (3.108) aufgrund von Glei-
chung (3.111).

Dies lässt sich zwar umgehen, indem man zunächst für die Messungen aller Senso-
ren die Validierung und die Bestimmung der Modellwahrscheinlichkeiten durch-
führt und dann mit diesen die einzelnen Filterschritte durchläuft. Allerdings führt
dies nicht zu einer konsistenten Schätzung. Zudem kann man argumentieren, dass
durch die Verfeinerung der Schätzung aufgrund der Messungen des ersten Sen-
sors die Validierung für die Messungen des zweiten Sensors genauer durchgeführt
werden kann. Daher wurde darauf verzichtet, diesen Effekt zu berücksichtigen.

3.6 Trackkontrolle

Der zur zeitlichen Verfolgung der Objekte eingesetzteJoint Probabilistic Data
Association-Ansatz geht davon aus, dass für alle vorhandenen Objekte eine Filter-
instanz erzeugt wurde und dass alle Filterinstanzen wirklich vorhandene Objekte
beschreiben (vgl. 3.3.2). Nur unter dieser Voraussetzung erfolgt die Bestimmung
der Assoziationswahrscheinlichkeitenβmt und damit letztendlich die Korrektur des
geschätzten Systemzustandes korrekt.

Daher nimmt die Trackkontrolle eine zentrale Rolle im Gesamtablauf ein. Siege-
währleistet, dass diese Voraussetzungen erfüllt bleiben. Dazu muss sie

• neue Filterinstanzen, so genannte Tracks, erzeugen, sobald ein neues Objekt
erfasst wird,

• mehrere Tracks zusammenführen, falls sie das selbe Objekt beschreiben und

• Tracks entfernen, die kein real existierendes Objekt beschreiben.

In der Praxis zeigt sich, dass der bei den verwendeten Merkmalen auftretende
große Anteil falscher Beobachtungen hohe Anforderungen an die Trackkontrol-
le stellt.

Die einzelnen Aufgabenbereiche werden daher im Folgenden näher betrachtet.

3.6.1 Initialisieren von Tracks

Erfassen die Sensoren ein Objekt, für das bisher noch keine Filterinstanzvorliegt,
so treten Beobachtungen auf, die nicht zugeordnet werden können. Dies bedeutet,
dass die entsprechenden Beobachtungen für kein Objekt validiert wurden.
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Die Trackkontrolle muss in diesem Fall eine neue Filterinstanz erzeugen. Dies
geschieht einfach, indem für jede nicht-validierte Beobachtung ein Track gestartet
wird. Da vorausgesetzt wird, dass jeder Sensor lediglich eine wahre Beobachtung
pro Objekt liefert, wird dadurch auch nur eine Filterinstanz pro Objekt erzeugt.

Allerdings wird auch für jede nicht-validierte Beobachtung, bei der es sich um
eine Fehldetektion handelt, eine Instanz erzeugt. Da Beobachtungen im Umfeld
von nicht erfassten Objekten in aller Regel auch nicht für ein anderes Objekt va-
lidiert wurden, kann dadurch eine Vielzahl von Filterinstanzen auftreten, die kein
real existierendes Objekt beschreiben. Diese müssen, da sie einen negativen Ein-
fluss auf andere Tracks haben, schnellstmöglich wieder verworfen werden. Damit
beschäftigt sich Abschnitt 3.6.2.

Da die verwendeten Sensoren Positionen, jedoch keine Geschwindigkeits- oder
Beschleunigungsinformationen liefern, lässt sich aus den Beobachtungen eines
Zeitschrittes noch keine vollständige Filterinstanz initialisieren.Da sowohl vor-
ausfahrende als auch entgegenkommende Fahrzeuge erfasst werden sollen, kann
auch keine sinnvolle Annahme über die fehlenden Elemente der Zustandsvektoren
getroffen werden.

Um dieses Problem zu lösen, wird eine zweischrittige Initialisierung durchgeführt.
Mit den Beobachtungen aus einem Zeitschrittti werden zunächst vorläufige Filter-
instanzen erzeugt. Trifft zum nächsten Zeitschrittti+1 eine Beobachtung ein, die
der ersten zugeordnet werden kann, so können die Geschwindigkeitskomponenten
der Zustandsvektoren näherungsweise nach

ż ≈ z(ti+1) − z(ti)
ti+1 − ti

(3.123)

bestimmt werden.

Die Beschleunigungskomponenten des Systemmodells, das eine Bewegung mit
konstanter Relativbeschleunigung beschreibt, werden zu Null gesetzt. Zwar ließen
sich diese mit einem weiteren Schritt annähern, jedoch sind die dabei entstehenden
Fehler so groß, dass die Annahme, die Bewegung verlaufe unbeschleunigt,bei der
Initialisierung keine Verschlechterung bedeutet.

Eine Schwierigkeit besteht noch darin, den vorläufigen Filterinstanzen im darauf
folgenden Zeitschritt Beobachtungen zuzuordnen. Eine vollständige Validierung
und Assoziation ist nur für vollständig initialisierte Filterinstanzen möglich. Daher
wird folgendes einfache Schema angewandt:

• Alle Beobachtungen, die einen vorgegebenen Maximalabstand zum vorläu-
figen Track unterschreiten, werden für diesen validiert.
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• Von den validierten Beobachtungen wird lediglich der nächste Nachbar be-
trachtet.

Werden im zweiten Zeitschritt keine Beobachtungen für die vorläufige Filterin-
stanz validiert, so wird sie verworfen. Dies ist notwendig, um die Anzahl der neu
entstehenden Tracks zu minimieren.

3.6.2 Entfernen von Tracks

Doch nicht nur durch Rauschen oder fehlerhafte Initialisierung können Filterin-
stanzen auftreten, die kein Objekt beschreiben. Eine weitere Möglichkeit ist, dass
ein verfolgtes Objekt den Erfassungsbereich der Sensoren verlässt. Dies muss er-
kannt und der entsprechende Track gelöscht werden.

Zudem können auch die beiden eingeführten Systemmodelle nicht alle Situationen
korrekt beschreiben, gerade wenn über mehrere Iterationsschritte das Objektvon
keinem Sensor erfasst wird. Dann können die Systemzustände nicht entsprechend
korrigiert werden. So kommt es durchaus vor, dass sich ein Track von seinem Ob-
jekt „ablöst“. Zwar wird dann, sobald die Sensoren das Objekt wieder erfassen,
eine neue Filterinstanz erzeugt, doch liegt weiterhin eine Instanz vor, die kein Ob-
jekt mehr beschreibt.

Liegen viele Tracks vor, die kein real existierendes Objekt beschreiben, so hat das
wiederum einen negativen Einfluss auf Tracks, die wirklich ein Objekt beschrei-
ben. Dies verdeutlicht Bild 3.6.

Bild 3.6: Ein Track TR, der durch Fehldetektionen ausgelöst wurde, beeinflusst
TrackTO, der ein real existierendes Objekt beschreibt: Die wahre Beobachtungm1

wird auch mitTR assoziiert. Damit verliert sie Gewicht in der Assoziation zuTO.

Im Beispiel liegen zwei Tracks vor, der durch Fehldetektionen ausgelöste TrackTR

und der ein existierendes Objekt beschreibende TrackTO. OhneTR wäre die Asso-
ziationswahrscheinlichkeit vonm1 zu TO höher als wennm1 auch zuTR assoziiert
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wird. Auf diese Weise berücksichtigt dasJoint Probabilistic Data Association-
Filter die Unsicherheit bei der Zuordnung.

Daher ist es entscheidend, solche falschen Filterinstanzen möglichst schnell zuent-
fernen. Eine Konsistenzprüfung aller Tracks zu jedem Iterationsschritt stellt dies
sicher.

Zunächst wird die Kovarianz betrachtet. DasInteracting Multiple Model-Filter be-
stimmt im Kombinationsschritt sowohl eine kombinierte Schätzungx̂t(k) als auch
eine kombinierte KovarianzPt(k) (vgl. auch Gleichungen (3.116) und (3.117)).
Zur Beurteilung sollten jedoch nur die Unsicherheiten der Positionsschätzungen
berücksichtigt werden. Gerade wenn ein betrachtetes Objekt einem Modellwechsel
unterliegt, wachsen die Unsicherheiten der Geschwindigkeitskomponentenkurz-
zeitig an. Jedoch soll das nicht dazu führen, dass der Track gelöscht wird.

Daher wird die Kovarianz in den Raum der Messvektoren transformiert. Da sie
vorher entsprechend dem Systemmodell für konstante Relativgeschwindigkeit vor-
lag, wird hierzu die schon aus Gleichung (3.24) bekannte BeobachtungsmatrixH1

herangezogen:

Pt,z(k) = H1Pt(k)(H1)T (3.124)

Übersteigt der größte Eigenwert vonPt,z(k) einen Maximalwert, so wird die Schät-
zung als zu unsicher angesehen und verworfen.

Zudem wird ein weiteres Kriterium zur Überprüfung angewendet. Wurden dem
Track über einen Zeitraum∆tg keine Beobachtungen zugeordnet, so wird er ge-
löscht. Diese Schranke greift bei Tracks, die zuvor eine geringe Kovarianzaufwie-
sen, oft vor dem letztgenannten Kriterium. Gerade durch periodische Strukturen
im Leitplankenbereich treten immer wieder Tracks auf, die kein real existierendes
Objekt beschreiben, aber geringe Kovarianz aufweisen. Sie können mit diesem
Kriterium schneller entfernt werden.

3.6.3 Zusammenführen von Tracks

Häufig werden auch Objekte mehrfach initialisiert, sodass mehrere Instanzen für
ein einzelnes Objekt vorliegen. Dieser Effekt kann auch auftreten, wenn ein durch
Rauschen ausgelöster Track von einem Objekt „eingefangen“ wird. Da sich durch
die gegenseitige Beeinflussung der Filterinstanzen dadurch für beide eine Ver-
schlechterung ergibt, müssen überzählige Repräsentationen entfernt werden.

Dazu wird zunächst die räumliche Nähe aller Tracks untersucht, um solche heraus-
zufinden, die möglicherweise das gleiche Objekt beschreiben. Ist so ein Fall ent-
deckt, so werden die entsprechenden Objektpositionen für den nächsten Zeitschritt
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prädiziert. Liegen auch die Prädiktionen nahe beieinander, so wird die jüngere der
beiden Objektrepräsentationen entfernt.

Damit sind die notwendigen Kontrollmechanismen vorhanden, die eine stabile
Funktion der zeitlichen Verfolgung gewährleisten.
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4 Aufbau und Implementierung

Die in dieser Arbeit entwickelten Verfahren wurden für das Versuchsfahrzeug des
Instituts für Mess- und Regelungstechnik der Universität Karlsruhe (TH) imple-
mentiert. Zwar ist die Erfassung von Verkehrsteilnehmern für Fahrerassistenzsys-
teme, wie z. B. ein erweitertes ACC, der Grundgedanke, ein Eingriff in die Fahrdy-
namik erfolgt jedoch nicht. Ziel war hier eine Beschreibung der umgebenden Fahr-
zeuge und eine Darstellung der Messergebnisse in Echtzeit.

4.1 Ausstattung und Aufbau des Versuchsträgers

Das verwendete Versuchsfahrzeug verfügt, neben der für diese Arbeit benötigten
Kamera, über weitere Sensorik, die in anderen Projekten Anwendung findet. Daher
ist der Gesamtaufbau von verschiedenen Quellen beeinflusst.

Um den verschiedenen Anforderungen gerecht zu werden, wurde ein modularer
Aufbau mit definierten Schnittstellen gewählt. Daraus ergeben sich vier grundle-
gende Funktionsgruppen:

• Sensoren,

• Rechner,

• Kommunikation und

• Spannungsversorgung.

Einen Überblick über die Komponenten gibt Bild 4.1.

4.1.1 Sensoren

Hinter der Windschutzscheibe ist in der Nähe des Innenspiegels das Kamerasystem
angebracht. Obwohl in dieser Arbeit lediglich monoskopische Merkmale ausge-
wertet werden, handelt es sich um ein Stereosystem aus zwei Kameras, die in
Fahrtrichtung blicken. Beide Kameras sind in CCD-Technik ausgeführt, verfügen
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Bild 4.1: Aufbau des Versuchsträgers.

über eine IEEE1394-Schnittstelle und liefern 25 Vollbilder pro Sekunde. Bei ei-
ner Brennweite von 8mm verfügen sie über einen Öffnungswinkel von ca. 45°.
Zur Detektion der Schatten- und Symmetriemerkmale wurde die Kamera auf der
Fahrerseite verwendet, die auch den einzigen hier verwendeten Sensor darstellt.

Zur Realisierung anderer Projekte sind weitere Sensoren montiert, die hiernoch
kurz erwähnt werden. So verfügt das Testfahrzeug über einen GPS-Sensor (Global
Positioning System), der in Verbindung mit einer digitalen Karte fürOrtungsauf-
gaben eingesetzt wird.

Ein Radarsensor, wie er auch in aktuellen ACC-Systemen (Adaptive Cruise Con-
trol) Verwendung findet, dient zur Erfassung vorausfahrender Fahrzeuge. Erstellt
einen weiteren Baustein zu einer umfassenden Umgebungsbeschreibung dar.

Zur Messung der Geschwindigkeit über Grund ist im Bereich des vorderen Stoß-
fängers eine weitere Kamera angebracht, die nach unten gerichtet ist. Eine detail-
lierte Beschreibung hierzu ist bei Horn [Horn 2005] zu finden.

Des Weiteren steht mit den Raddrehzahlmessern des ABS-Systems eine grobe
Geschwindigkeitsinformation zur Verfügung. Obwohl die im Fahrzeug montier-
te Sensorik auch die merkmalsbasierte Objektdetektion unterstützen könnte, z. B.
durch Kenntnis der Eigenbewegung, wird diese Information hier nichtgenutzt.
Dies stellt sicher, dass das System unabhängig von weiteren Komponenten und
damit leichter auf andere Fahrzeuge übertragbar ist.
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4.1.2 Rechner

Für die Verarbeitung der Sensorsignale stehen zwei im Kofferraum untergebrach-
te, aus handelsüblichen Komponenten aufgebaute Personal Computer zur Verfü-
gung. Für die Extraktion der Merkmale, die Fusion und die zeitliche Verfolgung
wird lediglich einer dieser Rechner eingesetzt. Dieser verfügt über einen 3GHz
Pentium-Prozessor und ist mit dem Betriebssystem Linux ausgestattet.

Vor dem Beifahrersitz ist ein Laptop-Computer montiert. Dieser fungiert als
Bediener-Schnittstelle und zur Darstellung der Ergebnisse. Über ihn können Pa-
rameter gewählt und die Ausführung der Algorithmen gestartet und angehalten
werden.

4.1.3 Kommunikation

Verschiedene Bus-Systeme verbinden die Komponenten im Fahrzeug. Die be-
schriebenen Rechner sind über eine 1Gbit-Ethernet-Schnittstelle verbunden. Da-
mit ist eine flexible Architektur gewährleistet, da Geräte einfach hinzugefügt oder
ersetzt werden können. Zudem besteht ein Anschluss, der das stehende Fahr-
zeug für Administrationszwecke mit einem Netz verbindet. Daneben ist noch eine
Wireless-LAN-Verbindung vorhanden, die für Projekte zur Fahrzeug-Fahrzeug-
Kommunikation eingesetzt wird.

Die Kameras liefern die Bilddaten über eine IEEE1394-Verbindung an die Rech-
ner. Da hier mit IIDC (Instrumentation & Industrial Digital Camera) eineaner-
kannte Spezifikation für die Kommunikation vorliegt, lassen sich dieKameras
leicht austauschen.

Schließlich befindet sich noch ein CAN-Bus (Controller Area Network) im Fahr-
zeug, über den die Messdaten des Radarsensors übertragen werden. In modernen
Fahrzeugen dient ein CAN-Bussystem zur Kommunikation vieler Komponenten,
die zur Steuerung und Datenerfassung dienen.

4.1.4 Spannungsversorgung

Da im mobilen Einsatz keine Netzspannung zur Verfügung steht, kommt derSpan-
nungsversorgung des Testaufbaus eine besondere Bedeutung zu. So wurden al-
le Komponenten mit speziellen Netzteilen ausgestattet, die einen Betrieb an 12V
Gleichspannung erlauben.
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Diese wird von zwei Gel-Batterien zur Verfügung gestellt, die während der Fahrt
über den Generator gespeist werden. Steht das Fahrzeug über einen längeren Zeit-
raum, so ersetzt ein fest integriertes Ladegerät den Generator.

Der Anschluss weiterer Komponenten, die nicht umgerüstet werden können, kann
über einen 230V-Wechselrichter erfolgen, der in die Spannungsversorgunginte-
griert ist.

4.2 Softwarearchitektur

Der komplette Algorithmus wurde für das im Fahrzeug eingesetzte MRT-Vision-
System implementiert. Dabei handelt es sich um eine modulare Software, die den
einzelnen funktionalen Komponenten eine gemeinsame Infrastruktur zur Kommu-
nikation und Datensynchronisation bietet.

Diese Komponenten wurden in der Sprache C++ implementiert und können vom
Benutzer interaktiv verknüpft werden. Dies vereinfacht den Austausch einzelner
Elemente. Für den in dieser Arbeit entwickelten Algorithmus werden die in Bild
4.2 dargestellten Module eingesetzt, die im Folgenden kurz erläutert werdensol-
len.

Camera: Dieses Modul empfängt die Bilder vom Stereo-Kamerasystem und stellt
sie zur weiteren Verarbeitung zur Verfügung.

Shadow: Hier findet die Extraktion der Schattenhypothesen statt. Das Modul be-
sitzt je einen Eingang für die Bilddaten und Fahrbahnebeneninformation.
Ein weiterer, optionaler Eingang wird im Zusammenhang mit der Klassifi-
kation der Hypothesen (siehe Abschnitt 2.3.5) genutzt. Währen ein Ausgang
zur Darstellung dient und normalerweise ungenutzt bleibt, liefert der zweite
Beobachtungen in 3D-Koordinaten.

Symmetry: Analog zum Shadow-Modul werden hier die vorhandenen Bilder auf
Symmetrieregionen untersucht. Bis auf den Eingang für den Klassifikations-
schritt entsprechen sich die Schnittstellen.

Lane: Das Lane-Modul liefert Informationen über die Lage und Orientierung der
Fahrbahnebene. Auf die dazu verwendeten Verfahren wird hier nicht näher
eingegangen, da sie nicht Gegenstand dieser Arbeit sind. Sie wurden von
Herrn Duchow zur Verfügung gestellt und basieren auf der Verfolgung der
Fahrbahnmarkierungen. Hier kann auch ein Modul von Herrn Dang zum
Einsatz kommen, das die benötigten Informationen aus einer Auswertung
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Bild 4.2: Der Algorithmus im MRT Vision System.

der Stereodaten gewinnt. Zwar ist dieses Verfahren genauer, benötigt jedoch
die Bilder beider Kameras, was den Zielen der Arbeit widerspricht.

Fusion: Die Algorithmen für dasInteracting Multiple Model-Filter und dieCheap
Joint Probabilistic Data Association-Filter sind hier zusammengefasst. Ne-
ben einem Eingang für die Bilddaten, die lediglich zur Darstellung der Er-
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gebnisse verwendet werden, verfügt das Modul über Eingänge für Fahrbahn-
ebeneninformation und die Beobachtungen der Schatten- und Symmetrie-
detektoren. Über einen weiteren Eingang können Beobachtungen weiterer
Sensoren hinzugefügt werden. Da keine Aktorik angesteuert wird, werden
die Ergebnisse in die Bilddaten eingezeichnet und ausgegeben.

Display: Das Display-Modul dient schließlich zur Anzeige von Bildern und
Messdaten.

Alle Module verfügen über Dialogfelder, die eine gezielte Parametrierung er-
lauben. Diese kann bequem vom in der Fahrgastzelle untergebrachten Laptop-
Rechner durchgeführt werden, da sowohl die in Bild 4.2 abgebildete Benutzer-
schnittstelle mit den Dialogen als auch die Ergebnisse auf diesem dargestellt wer-
den.
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5 Experimentelle Ergebnisse

Das in dieser Arbeit entwickelte Verfahren wurde auf einem der Rechner des Ver-
suchsfahrzeuges implementiert. Die Umsetzung setzt keine festen Zeitschritte vor-
aus und ist damit nicht von einer festen Bildrate abhängig bzw. davon, dass alle
gelieferten Bilder bearbeitet werden. Dennoch ist die Implementierung selbst in
komplexen Verkehrsszenarien in der Lage, alle 25 Bilder pro Sekunde auszuwer-
ten.

Im Folgenden wird beispielhaft eine etwa dreieinhalb Minuten langen Sequenz
analysiert, die eine typische Fahrt auf einer Autobahn wiedergibt. Währenddiese
aufgenommen wurde, wurde das Versuchsfahrzeug von einem anderen Fahrzeug
überholt, das einen Spurwechsel von der linken auf die mittlere Spur durchführte.
Bild 5.1 zeigt dieses Manöver. Nach weiteren etwa 25 Sekunden wechselte das
Fahrzeug in größerer Entfernung zurück auf die linke Spur, um weitere Fahrzeuge
zu überholen.

Bild 5.1: Das überholende Fahrzeug wechselt von der linken auf die mittlere Spur.
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5.1 Vergleich verschiedener Konfigurationen

Die Ergebnisse für die Erfassung und Verfolgung dieses Fahrzeuges sollen nun
analysiert werden, um die Eigenschaften des entwickelten Verfahrens zu demon-
strieren. Um die verschiedenen Ansätze vergleichen zu können, wurden die Be-
rechnungen auf den Daten dieser zuvor aufgenommenen Sequenz, und damit stets
unter gleichen Bedingungen, ausgeführt.

Für den Vergleich sollen drei verschiedene Konfigurationen betrachtet werden:

1. Der vollständige Ansatz, also Fusion der Daten zweier Sensoren (Schatten
und Symmetrie) in einemInteracting Multiple Model-Filter mit zwei Sys-
temmodellen, die durchCheap Joint Probabilistic Data Association-Filter
repräsentiert werden. Das erste Modell beschreibt eine Bewegung mit kon-
stanter Relativgeschwindigkeit, das zweite Modell nimmt eine konstante
Relativbeschleunigung an. Dies ist das in dieser Arbeit entwickelte Verfah-
ren.

2. Die Daten der beiden genannten Sensoren werden zur Detektion und Ver-
folgung mittels eines einzelnenCheap Joint Probabilistic Data Associati-
on-Filters fusioniert.

3. Das Fahrzeug wird mit demInteracting Multiple Model-Filter aus der erst-
genannten Konfiguration, jedoch nur mit den Daten eines Sensors, verfolgt.

5.1.1 Mehrere Sensoren, mehrere Modelle

Zunächst wurde die Sequenz mit dem in dieser Arbeit entwickelten Verfahren ana-
lysiert. In Bild 5.2 ist die Entfernung des beobachteten Fahrzeugs zum Testfahr-
zeug über der Zeit aufgetragen. Es wird früh erfasst und stabil über 25 Sekunden
verfolgt. Als es eine Entfernung von etwa 65 Metern erreicht, scheitert schließlich
die weitere Detektion.

Bild 5.3 zeigt die seitliche relative Abweichung des verfolgten Fahrzeuges. Wäh-
rend der ersten fünf Sekunden nach seiner Erfassung wechselt das Auto von der
linken auf die mittlere Fahrspur, auf der sich auch das Testfahrzeug befindet. Daher
ändert sich die seitliche Abweichung von etwa−3 m auf etwa Null. Hier verweilt
es für ungefähr 15 Sekunden, während es sich weiter entfernt. Dann führt es wieder
einen Spurwechsel nach links aus, um weitere Fahrzeuge zu überholen.

Da Spurwechselmanöver bei Annahme konstanter Relativgeschwindigkeit eine
Modellverletzung darstellen, sollten sie sich im Verlauf der Modellwahrschein-
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Bild 5.2: Entfernung des verfolgten Fahrzeuges über der Zeit bei Verwendung
mehrerer Sensoren und mehrerer Modelle.
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Bild 5.3: Laterale Abweichung des beobachteten Fahrzeuges relativ zum Testfahr-
zeug. Negative Werte beschreiben Positionen links vom Betrachter, positive Werte
sind Positionen auf der rechten Seite.

lichkeitenµn
t desInteracting Multiple Model-Filters widerspiegeln. Tatsächlich er-

kennt man dieses Verhalten in Bild 5.4. Hier ist die Modellwahrscheinlichkeit µ1
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für das Modell der konstanten Relativgeschwindigkeit über der Zeit aufgetragen.
Vergleicht man diesen Verlauf nun mit Bild 5.3, so erkennt man, dass während der
beiden Spurwechselmanöverµ1 absinkt, womit gleichzeitig das Modell der kon-
stanten Relativbeschleunigung an Bedeutung gewinnt. Damit stellt dieses Modell
sicher, dass auch in diesen Situationen eine robuste Verfolgung möglich ist.
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Bild 5.4: Modellwahrscheinlichkeitµ1 für das Modell der konstanten Relativge-
schwindigkeit. Hohe Werte bedeuten, dass die Bewegung des verfolgten Objektes
gut durch dieses Modell beschrieben wird, niedrige Werte sind gleichbedeutend
mit hohen Wahrscheinlichkeiten für das Modell der konstanten Relativbeschleuni-
gung.

Obwohl sich das verfolgte Fahrzeug mit nahezu konstanter Geschwindigkeit be-
wegt, nähert sich die Modellwahrscheinlichkeit für das Modell der konstanten Re-
lativgeschwindigkeit nie dem Wert 1,0, was bedeuten würde, dass das Objektver-
halten perfekt durch dieses Modell beschrieben ist. Dieser Effekt kommt dadurch
zustande, dass Messfehler, vor allem den Nickwinkel betreffend, dazu führen,
dass die Tracks ständig leichten Positionsschwankungen unterliegen. DasModell
der konstanten Relativbeschleunigung kann diese Störungen besser kompensieren,
wodurch es durchgehend einen relevanten Anteil an der Objektverfolgung behält.
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5.1.2 Mehrere Sensoren, ein Modell

Um die Vorteile eines Multi-Modell-Ansatzes gegenüber einem einzelnen System-
modell zu verdeutlichen, wurde die gleiche Auswertung mit nur einem System-
modell, das eine Bewegung mit konstanter Relativbewegung beschreibt, durchge-
führt. Da sich dasInteracting Multiple Model-Verfahren mit nur einem Filter zur
Beschreibung des Systemverhaltens auf eben dieses Filter reduziert, ist dies äqui-
valent zu einemCheap Joint Probabilistic Data Association-Filter, das konstante
Relativgeschwindigkeit des verfolgten Objektes voraussetzt.

Da keine Konfigurationsparameter verändert wurden, wurden dem Filter die glei-
chen Messungen wie in dem in Abschnitt 5.1.1 beschriebenen Fall zugeführt. In
Bild 5.5 ist wieder die Entfernung des verfolgten Fahrzeuges über der Zeit aufge-
tragen. Mit nur diesem einen Systemmodell kann das beobachtete Objekt nicht zu-
verlässig verfolgt werden. Insgesamt werden vier Tracks initialisiert, jedoch kann
keiner davon die wirkliche Objektbewegung beschreiben.
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Bild 5.5: Entfernung des verfolgten Fahrzeuges über der Zeit. Die vier nicht zu-
sammenhängenden, gestrichelten Linien erhält man bei Verwendung nur eines
Systemmodells, das konstante Relativgeschwindigkeit beschreibt. Zum Vergleich
ist noch das Ergebnis des vollständigen Verfahrens aus Bild 5.2 wiedergegeben
(durchgezogene Linie).

Offensichtlich ist das Filter mit der Modellannahme der konstanten Relativge-
schwindigkeit zu träge. Dies ließ auch schon der letzte Versuch unter Verwendung
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beider Systemmodelle vermuten. Hier zeigte sich, dass die Modellwahrscheinlich-
keit für das Modell der konstanten Relativbeschleunigung mehrfach ansteigt. Zwar
kann der Effekt durch eine Anpassung des Systemrauschens ausgeglichen werde,
doch führt dies wiederum zu Trackverlusten.

Eine Bewegung mit konstanter Relativgeschwindigkeit lässt sich jedoch auchals
Sonderfall der Bewegung mit konstanter Relativbeschleunigung auffassen, wobei
die Beschleunigung Null ist. Aus dieser Überlegung heraus stellt sich die Frage,
ob nicht ein einzelnes Filter mit dem Modell der konstanten Relativbeschleuni-
gung hinreichend ist. Daher wurde eine weitere Auswertung mit einem einzelnen
Modell durchgeführt, diesmal dem der konstanten Relativbeschleunigung. Bild 5.6
gibt das Ergebnis wieder. Zwar sind die Tracks nicht mehr zu träge, jedoch reagie-
ren sie zu stark auf Störungen durch falsche Beobachtungen. Somit entfernt sich
die Schätzung vom wahren Objekt, wodurch keine korrekten Beobachtungen mehr
assoziiert werden können. Dies führt schließlich wieder zum Trackverlust.
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Bild 5.6: Entfernung des verfolgten Fahrzeuges über der Zeit. Hier wurde ein ein-
zelnes Systemmodell, das eine konstante Relativbeschleunigung beschreibt, ein-
gesetzt. Wieder sind zum Vergleich die Ergebnisse des vollständigen Verfahrens
aus Bild 5.2 aufgetragen.

Diese Beispiele veranschaulichen die Vorteile desInteracting Multiple Model-
Verfahrens bei der Verfolgung von Fahrzeugen in wechselnden Situationen.
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5.1.3 Ein Sensor, mehrere Modelle

Bisher wurde veranschaulicht, dass das entwickelte Multi-Modell-VerfahrenVor-
teile gegenüber einem Verfahren mit nur einem Systemmodell hat. Der Gewinn
durch die Fusion der Informationen mehrerer Sensoren wurde dabei jedoch nicht
betrachtet. Um diesen Punkt zu beleuchten, wurde ein Sensor von der in Abschnitt
5.1.1 beschriebenen Konfiguration entfernt.

Eine Auswertung der von den Sensoren aufgezeichneten Beobachtungen zeigt
schnell, dass das Schattenmerkmal dem Symmetriemerkmal deutlich überlegen
ist. Dies kommt daher, dass die Bestimmung der Unterkante aufgrund von Symme-
trie schwieriger ist als beim Schattenmerkmal, was zu falschen Entfernungswerten
führt. Zudem ist der Rauschanteil in den Beobachtungen des Symmetriemerkmals
höher als in denen des Schattenmerkmals. Um zu zeigen, dass das Symmetrie-
merkmal dennoch einen positiven Beitrag leistet, wurde es hier entfernt.

Bild 5.7 zeigt, dass die Objektverfolgung ohne das Symmetriemerkmal weniger
robust ist, obwohl dieses Merkmal weniger zuverlässig ist. Insgesamt ergaben sich
sieben verschiedene Tracks, da das beobachtete Objekt mehrfach verloren wurde.

Dazu kommt es vor allem, wenn das Schattenmerkmal keine lückenlosen Beob-
achtungen liefern kann. Tracks werden dann durch Rauschen so stark verfälscht,
dass sie die verfolgten Objekte nicht mehr korrekt beschreiben. In solchenFäl-
len kann selbst ein weniger zuverlässiger Sensor, wie der Symmetriedetektor,die
Lücken schließen und den Trackverlust verhindern.

5.2 Untersuchung der Detektionsgüte

Um ein quantitatives Maß zur Beurteilung des Verfahrens zu erhalten, wurden in
jedem zehnten Bild der 220 Sekunden langen Sequenz alle Fahrzeuge von Hand
markiert. Dies entspricht einem Vergleichsdatensatz von 550 Bildern. Die Sequenz
wurde während einer Autobahnfahrt bei starker Sonneneinstrahlung und mittlerer
Verkehrsdichte aufgezeichnet. Anschließend wurden diese Markierungen mit den
Ergebnissen des beschriebenen Verfahrens verglichen. Auf diese Weise ließen sich
Detektions- und Fehlalarmrate bestimmen.

Die Detektionsrate DR ist definiert als das Verhältnis der Anzahl der wahren De-
tektionen Dt und der Anzahl der Markierungen L, d. h. der vorhandenen Objekte:

DR =
Dt

L
. (5.1)
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Bild 5.7: Entfernung des beobachteten Fahrzeuges über der Zeit. Ohne Symme-
triemerkmal kann das Objekt nicht durchgehend erfasst werden. Wieder sind die
Ergebnisse der vollständigen Verfahrens zum Vergleich abgebildet.

Würden alle Fahrzeuge korrekt erkannt, so würde dies eine Detektionsrate von
DR = 1,0 zur Folge haben. Dies allein ist jedoch noch nicht ausreichend, um eine
Aussage über die Güte des Verfahrens zu treffen. An ein Verfahren zur Detektion
von Fahrzeugen für Fahrerassistenzsysteme wird nicht nur die Anforderung ge-
stellt, möglichst alle Fahrzeuge zu erfassen. Es soll auch möglichst wenigefalsche
Hypothesen liefern, d. h. Objektbeschreibungen, die keinem real existierenden Ob-
jekt entsprechen.

In der Praxis lassen sich solche Fehlalarme nicht völlig ausschließen. Daher wird
eine möglichst niedrige Fehlalarmrate FAR angestrebt:

FAR =
Df

Dt +Df
. (5.2)

Df ist hier die Anzahl der falschen Hypothesen. Wäre diese genauso groß wie die
Anzahl der wahren Detektionen, so ergäbe sich eine Fehlalarmrate FAR= 1,0.

Dem implementierten Verfahren stehen keine Informationen über die Begrenzun-
gen der Fahrbahn zur Verfügung. Daher wird das komplette Bild bis zur Hori-
zontlinie untersucht. Dadurch wird auch eine bedeutende Anzahl falscher Beob-
achtungen ausgelöst, die durch Infrastrukturelemente, wie z. B. Leitplanken, oder
Büsche und Bäume am Fahrbahnrand hervorgerufen werden. Bild 5.8 zeigt bei-
spielhaft einige wahre und falsche Detektionen.
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Bild 5.8: Detektionsbeispiele: Tracks sind durch zwei gelbe Balken gekennzeich-
net, die die Modellwahrscheinlichkeiten, einem Balkendiagramm gleich, wieder-
geben. Die Höhe des linken Balkens repräsentiert das Modell der konstanten Rela-
tivgeschwindigkeit, die des rechten Balkens das der konstanten Relativbeschleuni-
gung. Im mittleren Bild sind an der Leitplanke zwei Fehldetektionen zu erkennen.

Andererseits sind, abhängig von der konkreten Anwendung, nur bestimmte Regio-
nen von Interesse. So ist z. B. für Systeme, die den Abstand zum vorausfahren-
den Fahrzeug konstant halten sollen, vor allem die eigene Fahrspur von Interesse.
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Ausschnitt Detektionsrate Fehlalarmrate

eigene Fahrspur 95,6% 3,4%

befahrbare Fläche 86,2% 8,0%

alles 71,5% 47,4%

Tabelle 5.1: Detektions- und Fehlalarmraten

Daher wurden Detektions- und Fehlalarmrate für drei verschiedene Bereiche be-
stimmt:

• lediglich die Fahrspur, auf der sich das beobachtende Fahrzeug befindet,

• die komplette befahrbare Fläche und

• der ganze Sichtbereich bis zum Horizont.

Da die Informationen über die eigene Fahrspur und die über die befahrbare Fläche
nicht vorliegen, wurden auch sie von Hand eingetragen.

Tabelle 5.1 gibt die Ergebnisse für diese Gebiete wieder. 95,6% aller Fahrzeuge
auf der eigenen Fahrspur wurden von dem System erkannt, wobei 3,4% aller De-
tektionen Fehlalarme waren. Mit wachsender Suchregion fällt die Detektionsrate,
während die Fehlalarmrate steigt.

Diese Ergebnisse zeigen, dass einfache Fahrerassistenzsysteme schon alleine auf
Basis des entwickelten Verfahrens zur Fusion monoskopischer Videomerkmale
realisiert werden können. Allerdings bereiten ungünstige Witterungsbedingungen
wie z. B. Regen, Schnee oder Dunkelheit Probleme. Daher ist für eine fortgeschrit-
tene Anwendung eine Kombination mit anderen Sensoren notwendig. In einem
solchen Gesamtsystem kann das Verfahren einen hilfreichen Beitrag leisten.
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6 Zusammenfassung

Im Rahmen dieser Arbeit wurde ein Verfahren zur videobasierten Detektion und
Verfolgung von Fahrzeugen für Fahrerassistenzsysteme entwickelt. Es bieteteine
Alternative zu den in aktuellen Systemen eingesetzten Radarsensoren, kann aber
auch zu deren Ergänzung eingesetzt werden.

Fahrerassistenzsysteme unterstützen den Fahrer bei seinen Aufgaben, um durch
diese Entlastung seine Konzentrations- und Reaktionsfähigkeit zu steigern. Eine
weitere Aufgabe besteht darin, den Fahrer in kritischen Situationen frühzeitig zu
warnen, um eine rechtzeitige Reaktion zu ermöglichen. Sie ermöglichen z. B. eine
automatisierte Längsführung oder signalisieren ein unbeabsichtigtes Verlassen der
Fahrspur.

All diese Systeme benötigen dazu eine exakte und umfassende Beschreibung der
Fahrzeugumgebung. Hier bietet sich die Verwendung eines Videosensors an. Das
in der vorliegenden Arbeit beschriebene Verfahren wertet monoskopische Einzel-
bildmerkmale aus, um vorausfahrenden und entgegenkommenden Verkehr zu er-
fassen. Dazu untersucht es charakteristische Merkmale in den Bildern einer Video-
kamera, die ein Indikator für die Präsenz eines Fahrzeuges sind. Entsprechende
Extraktionsalgorithmen wurden für die Merkmale Schatten und Symmetrie ent-
wickelt. Eine zeitliche Verfolgung dieser Merkmale erlaubt es, die Zuverlässigkeit
des Verfahrens zu erhöhen. Zudem werden so weitere Objektparameter wie Ge-
schwindigkeit und Bewegungsrichtung bestimmt.

Einen Überblick über bestehende Systeme gibt Kapitel 1, bevor es auf die Anforde-
rungen an das entwickelte Verfahren eingeht. Daraus wird das Sensorkonzept und
der schematische Aufbau abgeleitet. Dieser umfasst, neben zusätzlichen Elemen-
ten wie z. B. der Bildaufnahme und der Trackkontrolle, die Hauptkomponenten
Merkmalsextraktion, Fusion und zeitliche Verfolgung.

So stellt Kapitel 2 zunächst Möglichkeiten zur Detektion von Fahrzeugen in Video-
sequenzen vor und beschreibt dann detailliert die hier entwickelten Verfahren zur
Merkmalsextraktion. Die Merkmale Schatten und Symmetrie bieten sich deshalb
an, weil sie trotz des einfachen zugrunde liegenden Modells gute Erkennungsra-
ten ermöglichen. Gerade die einfache Modellierung bringt den Vorteil mit sich,
dass von ihr nicht nur bestimmte Fahrzeugtypen, sondern generisch nahezu alle
relevanten Fahrzeuge repräsentiert werden. Allerdings erwächst daraus auch das



103

Problem, dass die so erhaltenen Beobachtungen eine Vielzahl falscher Hypothe-
sen beinhalten.

Die Lokalisierung von monoskopischen Merkmalen liefert jedoch lediglichzwei-
dimensionale Positionsinformationen in Bildkoordinaten. Die fürFahrerassistenz-
systeme essentielle Entfernungsinformation muss somit auf andere Weise gewon-
nen werden. Daher wurde die Information aus einem externen Modul zur Erfas-
sung der Fahrbahnorientierung mit den Schritten zur Merkmalsextraktionkombi-
niert, um dreidimensionale Objektkoordinaten bestimmen zu können.

Die Fusion und zeitliche Verfolgung werden in Kapitel 3 behandelt. Da diegewon-
nenen Beobachtungen einen hohen Rauschanteil enthalten, kommt ihrer Assozia-
tion zu den vorhandenen Objektbeschreibungen eine besondere Bedeutung zu. Die
eingesetztenJoint Probabilistic Data Association-Filter nehmen eine probabilisti-
sche Zuordnung der Beobachtungen zu den vorhandenen Objektbeschreibungen
vor. Mit der hier entwickelten Erweiterung können damit auch Beobachtungen mit
uneinheitlicher Fehlerkovarianz verarbeitet werden. Damit werden alle Unsicher-
heiten, die bei der Erfassung der Fahrzeuge auftreten, durchgängig berücksichtigt.

Allerdings stellt sich eine weitere Herausforderung: Da das System in einem wei-
ten Spektrum an Verkehrssituationen und Manövern korrekte Ergebnisse liefern
muss, ist die Formulierung eines einzelnen, umfassenden dynamischen Modells
für die Objektbewegung nicht möglich. Ein solches Modell ist jedoch Kernstück
desJoint Probabilistic Data Association-Filters. Daher werden mehrere dynami-
sche Modelle formuliert, die jeweils durch ein eigenes Filter repräsentiert sind,
und in einem Multi-Modell-Verfahren verknüpft.

Hier findet einInteracting Multiple Model-Ansatz Verwendung. Die Modellwahr-
scheinlichkeiten geben an, wie gut die Schätzung eines Filters eines Bewegungs-
modells das Objektverhalten beschreibt. Sie werden dann bei der Berechnung einer
kombinierten Schätzung des Systemzustandes berücksichtigt. Eine Besonderheit
des Verfahrens ist, dass es eine Klassifikation der beobachteten Situation erlaubt:
Aus den Modellwahrscheinlichkeiten lassen sich Rückschlüsse auf das vorliegen-
de Bewegungsmodell bzw. Fahrmanöver ziehen.

Allerdings müssen bei der Integration in einenInteracting Multiple Model-Ansatz
die Eigenschaften der modellspezifischen Filter berücksichtigt werden. Die vorlie-
gende Arbeit führt diese Integration für dasJoint Probabilistic Data Association-
Filter konsistent durch.

Um alle relevanten Verkehrssituationen erfassen zu können, werden zwei System-
modelle eingesetzt. Übliche Folgefahrten auf Autobahnen oder Landstraßen wer-
den durch eine Bewegung mit konstanter Relativgeschwindigkeit beschrieben.Für
Situationen, die nach einer höheren Dynamik verlangen, wird das Objektverhalten



104 6. Z

als Bewegung mit konstanter Relativbeschleunigung modelliert. Dank der leichten
Integrierbarkeit weiterer Modelle kann das Verfahren auch für bisher unberück-
sichtigte Situationen angepasst werden.

Die Fusion der Merkmale Schatten und Symmetrie geschieht durch sequentiel-
les Einbeziehen der entsprechenden Beobachtungen. Dadurch kann das Verfahren
leicht um andere Merkmale erweitert werden. Selbst andere Sensoren, die die vor-
gegebenen Anforderungen erfüllen, können integriert werden. Damit bietetes eine
flexibel anpassbare Plattform zur Detektion und Verfolgung von Fahrzeugen.

Das entwickelte Verfahren wurde für den Versuchsträger des Instituts für Mess-
und Regelungstechnik der Universität Karlsruhe implementiert. Sowohlder Auf-
bau des Versuchsträgers als auch die Softwarearchitektur werden in Kapitel 4 um-
rissen.

Um die Stärken des Verfahrens in der praktischen Anwendung zu verdeutlichen,
vergleicht Kapitel 5 anhand von aufgezeichneten Testsequenzen dessen Ergebnis-
se mit denen eines Ein-Modell-Ansatzes und denen eines Ein-Sensor-Ansatzes.
Dabei wird deutlich, dass sowohl die Berücksichtigung mehrerer Modelle alsauch
mehrerer Sensoren für eine zuverlässige Erkennung und Verfolgung unerlässlich
ist.

Das vorliegende Gesamtsystem zeigt, wie zuverlässig eine Detektion und Verfol-
gung von Fahrzeugen selbst mit schwachen Merkmalen sein kann. So ließe sich
schon mit ihm alleine eine Komfortfunktion wie z. B. eine automatische Längs-
führung realisieren. Dies demonstriert eindrucksvoll die Vorteile derKombinati-
on mehrerer Merkmale. Doch sind der videobasierten Fahrzeugdetektion Grenzen
gesetzt. Gerade bei Regen, Schnee oder Dunkelheit ist sie nur noch eingeschränkt
einsetzbar. Erst die Kombination mit anderen Sensoren kann hier Abhilfe schaffen.
Aufgrund seines großen Erfassungsbereiches ist der entwickelte Sensor eine wert-
volle Ergänzung für andere Sensoren in einer solchen erweiterten Anwendung.
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