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1 Einleitung

Unbemannte elektrische Fluggeräte verschiedenster Bauart und Größe fin-
den immer mehr Anwendung in vielfältigen Einsatzbereichen. Laut aktueller
Studien [87, 1»9] werden derartige Drohnen bereits heute im professionellen
Bereich erfolgreich bei der Vermessung, Inspektion, Filmaufnahmen und Kar-
tierung eingesetzt. Darüber hinaus erfährt der Transport eiliger Güter, wie Me-
dizin [119,1«2] oder Lieferungen [52,10»], große Aufmerksamkeit. Zahlreiche
Pilotprojekte, wie beispielsweise von Wing [155], Amazon Prime Air [7] oder
Wingcopter [15«] demonstrieren bereits das große Potenzial. Auch bei Such-
und Rettungsmissionen kann durch den Einsatz von kleinen unbemannten
Fluggeräten ein erheblicher Mehrwert generiert werden [65,10»]. Dies wurde
in verschiedenen Forschungsprojekten, wie zum Beispiel VISION [1»6] oder
FALKE [»2], erfolgreich demonstriert.

Aktuelle Fluggeräte benötigen jedoch in der Regel einen Piloten zur Steuerung
und Überwachung. Bei unbemannten Systemen erzeugt der erforderliche Pilot
stark erhöhte Kosten, was die Skalierbarkeit zum Beispiel bei der Lieferung
durch Drohnen verhindert. Außerdem schränkt der Betrieb innerhalb der Sicht-
weite des Piloten mögliche Anwendungen sehr stark ein. So erfordern Such-,
Rettungs- und Kartierungsmissionen meist Flüge außerhalb der Sichtweite.

Der Schlüssel zur weiteren Verbreitung von Fluggeräten in den genannten An-
wendungen ist folglich die Autonomie dieser Systeme. Dies ist daher Gegen-
stand aktueller Forschung. Der Fokus liegt dabei sowohl auf der Entwicklung
von robusten Navigationssystemen und Verfahren zur Kollisionsvermeidung
als auch der Integration in den Luftraum. Um die herausfordernden Rand-
bedingungen der genannten Praxisanwendungen zu lösen, sind verschiedene
Sensoren für das Fluggerät notwendig, die sich komplementär ergänzen. Die
stetige Weiterentwicklung und Verbesserung leistungsfähiger Sensorik bietet
das große Potenzial robuste autonome Flugsysteme zu entwickeln.
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1 Einleitung

1.1 Motivation

Für autonome Fluggeräte ist eine sehr genaue Kenntnis der Navigationslösung,
also der Position, Geschwindigkeit und Lage, entscheidend, um eine präzise
Flugführung und damit einen sicheren Flug zu gewährleisten. Basierend auf der
Navigationslösung kann eine Kartierung der Umgebung durchgeführt werden.
Dies stellt beispielsweise bei Such- und Rettungsmissionen das Lagebild zur
weiteren Einsatzplanung bereit. Zusätzlich wird dadurch die Detektion von
Hindernissen ermöglicht, was die Grundlage für die Planung kollisionsfreier
Trajektorien ist.

Navigation und Kartierung werden bereits seit Jahren intensiv erforscht
und Systeme mit hoher Autonomie wurden entwickelt. So sind autonome
Quadrokopter-Flüge mit Hilfe von visuellen Sensoren wie Laserscannern und
Kameras demonstriert worden [89, 110, 128, 1«»]. Auch kommerzielle Flug-
geräte, wie zum Beispiel von der Firma DJI [«5] oder Skydio [1«6], verfügen
über Kamera-basierte Systeme zur Kollisionsvermeidung. Trotz der sehr guten
Ergebnisse der Kamera- und Laser-basierten Ansätze können diese nur bei
guten Sichtbedingungen eingesetzt werden. Anwendungen wie Lieferdiens-
te oder auch Such- und Rettungsmissionen sollen aber auch bei schlechten
Sichtbedingungen verfügbar sein. Somit muss das Navigationssystem trotz
Sichteinschränkungen durch Nebel, Rauch, Dunkelheit oder Blendung einen
sicheren Flug gewährleisten und eine Kartierung der Umgebung ermöglichen.
Weiterhin sind autonome Missionen von kommerziellen Drohnen mit Hilfe des
Globalen Navigationssatellitensystems (GNSS) möglich und werden bereits
beispielsweise bei Kartierungs- und Suchaufgaben eingesetzt [15»]. Aufgrund
von Mehrwegeausbreitung oder Abschattung von Gebäuden in urbanen Gebie-
ten kann die GNSS-Genauigkeit und Verfügbarkeit stark eingeschränkt werden.
Auch Bedrohungen durch Störung (Jamming) oder Verfälschung (Spoofing)
der GNSS-Signale kann den sicheren Flugbetrieb erheblich einschränken.

In der vorliegenden Dissertation werden daher Ansätze erarbeitet, die eine si-
chere Navigation und umfassende Kartierung der Umgebung auch in diesen
herausfordernden Bedingungen ermöglichen. Dabei werden neuartige multi-
sensorielle Konzepte entwickelt, umfangreich evaluiert und deren hohe Leis-
tungsfähigkeit in der Praxisanwendung autonomer Flüge auch bei Einschrän-
kung der Sicht und des GNSS-Empfangs demonstriert.
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1.2 Szenario

1.2 Szenario

In dieser Arbeit wird das in Abbildung 1.1 dargestellte Szenario betrachtet.
Nach dem Start wird der in grün dargestellte Flugpfad abgeflogen und an-
schließend wieder gelandet. Der Flug besteht dabei aus drei Phasenȷ Start,
Mission und Landung. All diese Phasen sollen komplett autonom ausgeführt
werden. Während der Mission kann der Flug sowohl durch urbane Umgebun-
gen als auch durch Gebäude führen. Dabei soll die Umgebung einschließlich
Personen kartiert werden. Es können in allen drei Phasen herausfordernde Be-
dingungen auftreten, die den Betrieb der bisher am Markt erhältlichen Systeme
verhindern würdeȷ

• Einschränkung der Sichtbedingungen durch Rauch, Nebel, Dunkelheit
oder Blendung.

• Stark schwankende GNSS-Bedingungen sowie der Ausfall von GNSS
auf Grund von Abschattung oder durch Bedrohungen wie Jamming oder
Spoofing.

Vielfältige Anwendungsfelder können im Rahmen dieses Szenarios betrach-
tet werden. So müssen bei allen Fluganwendungen sichere Start- und Lan-
demanöver gewährleistet sein. Um eine hohe Verfügbarkeit der Systeme zu

Start und Landung

Mission

Abbildung 1.1: Im Rahmen dieser Dissertation betrachtetes Szenario
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1 Einleitung

ermöglichen, muss dies auch bei schwierigen Bedingungen sichergestellt sein.
Für die Navigation in urbanen Gebieten wird ein globales Navigationssystem
benötigt, was beispielsweise auch für die Urban Air Mobility, Lieferdienste,
Wartung oder Überwachung eingesetzt werden kann. Eine Kartierung der Um-
gebung kann für die globale Bahnplanung und Kollisionsvermeidung genutzt
werden. Der Flug in der Nähe oder sogar innerhalb eines Gebäudes trotz Sicht-
einschränkungen durch Rauch oder Nebel, einschließlich der Kartierung von
Personen, bildet die Anwendung von Such- und Rettungsmissionen ab. Zur
Rettung ist der Zustand der Personen elementar, somit soll die erstellte Karte
Informationen hierzu enthalten. Das betrachtete Szenario deckt also vielfältige
und komplexe Anwendungsfelder ab. Schwerpunkt ist dabei die Navigation des
Fluggerätes sowie die Kartierung der Umgebung.

1.3 Ziele

Ziel dieser Arbeit ist es, Verfahren zur Navigation eines Fluggeräts sowie der
Kartierung der Umgebung im zuvor beschriebenen Szenario zu entwickeln,
welche die Autonomie des Flugsystems ermöglichen. Daraus ergeben sich
folgende Ziele für die vorliegende Dissertationȷ

• Die Auswahl und Entwicklung eines Sensorkonzeptes, das den autono-
men Betrieb im motivierten Szenario ermöglicht.

• Der Entwurf und die Implementierung von Verfahren für autonome
Start- und Landemanöver, die einen sicheren Betrieb auch bei schwieri-
gen Bedingungen ermöglichen.

• Die Entwicklung von Verfahren zur sicheren Navigation von Fluggerä-
ten auch in schwierigen Sichtbedingungen beispielsweise durch Nebel,
Rauch, Dunkelheit oder Blendung.

• Die Entwicklung eines Navigationssystems, das eine global referenzier-
te Navigationslösung sowohl in schlechten Sichtbedingungen als auch
schwierigen GNSS-Bedingungen durch verfälschte GNSS-Signale, bei-
spielsweise verursacht durch Abschattung, Spoofing oder Jamming, lie-
fert.
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1.» Aufbau der Arbeit

• Die Kartierung der Umgebung in Form einer Rasterkarte sowie die
Kartierung von Personen innerhalb dieser Karte selbst bei schwierigen
Sichtbedingungen, wobei die Körperhaltung der Personen hinsichtlich
aufrecht stehend oder laufend, sitzend oder liegend klassifiziert wird.

• Die Navigation und Kartierung soll auch für urbane Gebiete außerhalb
von Gebäuden sowie in Innenräumen für Flüge eingesetzt werden kön-
nen.

• Die Prozessierung soll auf dem Embedded-Computer des Fluggeräts und
ohne Verbindung zu einer Bodenstation in Echtzeit ausgeführt werden.

• Die entwickelten Verfahren sollen umfassend mit Realdatensätzen evalu-
iert und gegenüber etablierten Verfahren unter guten Sichtbedingungen
verglichen werden.

• Die entwickelten Navigations- und Kartierungsverfahren sollen unter
realen Bedingungen in schlechten Sicht- und GNSS-Bedingungen für
autonome Flüge demonstriert werden und dabei eine Karte in Echtzeit
erstellen, die als Lagebild für einen Rettungseinsatz eingesetzt werden
kann.

1.4 Aufbau der Arbeit

Die vorliegende Arbeit ist in acht Kapitel eingeteilt. Im nachfolgenden Kapitel 2
werden zunächst relevante Grundlagen eingeführt. Es wird die Nomenklatur
definiert und auf wichtige Aspekte der Navigation, der Radar-Technik sowie
der Personendetektion mit neuronalen Netzen eingegangen.

Der entwickelte Hardwareaufbau wird in Kapitel « vorgestellt. Hierbei wird
zunächst die Auswahl der Sensorik für das motivierte Szenario aus Abbil-
dung 1.1 dargelegt. Anschließend wird die entworfene Multisensorplattform
sowie die Flugplattform detailliert beschrieben.

Der jeweilige Stand der Technik wird in jedem Kapitel des Hauptteils (Ka-
pitel » - 7) jeweils analysiert und diese Kapitel werden mit umfangreichen
experimentellen Ergebnissen abgeschlossen.
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1 Einleitung

Im Kapitel » werden zwei Verfahren für autonome Start- und Landemanöver
entwickelt. Beide Verfahren ermöglichen die Start- und Landemanöver unter
schwierigen Sichtbedingungen. Umfangreiche Testflüge demonstrieren beide
Verfahren und ein abschließender Vergleich zeigt die Vor- und Nachteile auf.

Im Kapitel 5 wird ein neuartiges System zur Radar-inertialen Navigation be-
schrieben. Dabei wird zunächst auf die Radar-Eigengeschwindigkeitsschät-
zung sowie die Radar-Gierwinkelstützung eingegangen und beide Stützinfor-
mationen evaluiert. Darauf folgt die Integration der Radar-Stützinformationen
mit Inertialsensordaten im Radar-inertialen Navigationsfilter. Evaluation in
Simulation sowie umfangreiche Realdatensätze und die Demonstration auto-
nomer Flüge werden präsentiert.

Aufbauend auf Kapitel 5 erfolgt im Kapitel 6 zunächst die Erweiterung eines
etablierten Kamera-basierten Verfahrens mit Radar-Eigengeschwindigkeits-
messungen. Anschließend folgt die Weiterentwicklung der Radar-inertialen
Navigation zu einem globalen Navigationssystem, was bei schwierigen Sicht-
bedingungen aber auch bei herausfordernden GNSS-Bedingungen eingesetzt
werden kann.

Schließlich erfolgt in Kapitel 7 die Vorstellung der multisensoriellen Kartie-
rung. Basierend auf der Radar-inertialen Navigation wird ein Radar-SLAM
(Simultaneous Localization and Mapping) entworfen, der die Umgebung mit
einer Rasterkarte modelliert. Anschließend erfolgt die Entwicklung von Ansät-
zen zur Detektion von Personen sowie die Klassifizierung der Körperhaltung
basierend auf neuronalen Netzen. Die Position der detektierten Personen wird
schließlich in der Rasterkarte verankert. Dies führt zu einem umfassenden
Lagebild, dass eine gezielte Rettung der Personen ermöglicht.

Die Zusammenfassung der Arbeit erfolgt abschließend in Kapitel 8.
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2 Grundlagen

In diesem Kapitel wird zunächst in die eingesetzte Nomenklatur eingeführt und
verwendete Koordinatensystem definiert. Anschließend erfolgt die Erläuterung
wesentlicher Grundlagen der Navigation, der Radartechnik sowie des maschi-
nellen Lernens. Abschließend werden die eingesetzten Metriken zur Evalua-
tion von Navigationsfiltern sowie von Personendetektion und -klassifizierung
zusammengefasst.

2.1 Nomenklatur und Koordinatensysteme

Nomenklatur

Die eingesetzte Nomenklatur orientiert sich am Standartwerk von Groves [5«].
In dieser Arbeit werden skalare Größen mit normal gedruckten Buchsta-
ben gekennzeichnet (z.B. 𝑛 oder 𝑇). Vektoren werden kleingeschrieben mit
fettgedruckten Buchstaben (z.B. 𝒂𝑏). Dabei gibt der obere Index das Koordi-
natensystem an, in welchem der Vektor definiert ist. Bei einem Geschwindig-

keitsvektor 𝒗𝒂
𝒃𝒄

ist die Geschwindigkeit des Koordinatensystems {}𝑐 bezüglich

{}𝑏 im Koordinatensystem {}𝑎 angegeben. Die Translation 𝒍𝑎𝑏𝑐 beschreibt die
Verschiebung des Koordinatensystems {}𝑏 bezüglich {}𝑐 im Koordinatensys-
tem {}𝑎. Matrizen werden durch großgeschriebene, fette Buchstaben (z.b. M)
gekennzeichnet. Rotationen werden mittels Eulerwinkeln, Rotationsmatrizen
oder Quaternionen modelliert werden. Die drei Eulerwinkel bestehen aus dem
Rollwinkel 𝜃𝑎𝑏, dem Pitchwinkel 𝜙𝑎𝑏 und dem Gierwinkel𝜓𝑎𝑏 und beschrei-
ben dabei die Rotation von {}𝑏 nach {}𝑎 mit Rotationsreihenfolge 𝑧𝑦𝑥. Dies
wird auch durch die Rotationsmatrix C𝑎

𝑏
oder das Quaternion 𝒒𝑎

𝑏
ausge-

drückt. Die Quaternionen folgen der Hamilton-Definition, für eine detaillierte
Definition sei auf [1«7] verwiesen.
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2 Grundlagen

Koordinatensysteme

Ein Koordinatensystem kann durch den Ursprung sowie der zugehörigen Ach-
sen definiert werden. In dieser Arbeit werden ausschließlich rechtshändige,
orthogonale Koordinatensysteme eingesetzt. Dabei werden die folgenden Ko-
ordinatensysteme, die sich an [5«] orientieren, unterschiedenȷ

• Das erdfeste-Koordinatensystem (earth-frame, {}𝑒) hat seinen Ur-
sprung im Mittelpunkt des Rotationsellipsoids der Erde, wobei die Ach-
sen fest in Bezug auf die Erde sind. Die 𝑥𝑒- und 𝑦𝑒-Achsen sind par-
allel zur Äquatorialebene und die 𝑧𝑒-Achse zeigt in Richtung des geo-
graphischen Nordpols. Es wird häufig auch Earth-centered, Earth-fixed
(ECEF)-Koordinatensystem genannt [152].

• Das körperfeste-Koordinatensystem (body-frame, {}𝑏) ist fest in Be-
zug zum Körper der mobilen Plattform. Dabei zeigt die 𝑥𝑏-Achse vor-
wärts, die 𝑦𝑏-Achse nach rechts und die 𝑧𝑏-Achse nach unten. In dieser
Arbeit wird der Ursprung des körperfesten-Koordinatensystems durch
die Inertiale Messeinheit (Inertial Measurement Unit - IMU) definiert.

• Das Navigationskoordinatensystem (navigation-frame, {}𝑛) hat den
gleichen Ursprung wie das körperfeste-Koordinatensystem. Die 𝑥𝑛-
Achse zeigt dabei immer nach Norden, die 𝑦𝑛-Achse nach Osten und die
𝑧𝑛-Achse nach unten was der north-east-down (NED) Konvention folgt.

• Das lokale-Koordinatensystem (origin-frame, {}𝑜) kann seinen Ur-
sprung an einem beliebigen festen Punkt auf der Erde haben, wobei die
𝑧𝑜-Achse analog zum Navigationskoordinatensystem nach unten zeigt.
Die 𝑥𝑜- und 𝑦𝑜-Achsen spannen die horizontale Ebene auf.

• Das Karten-Koordinatensystem (map-frame, {}𝑚) hat einen festen Ur-
sprung gegenüber dem lokalen-Koordinatensystem. Die 𝑧𝑚-Achse zeigt
nach oben und die 𝑥𝑚- und 𝑦𝑚-Achsen liegen in der horizontalen Ebene.

• Das stabilisierte-Koordinatensystem (stabilized-frame, {}𝑠) hat den
gleichen Ursprung wie das körperfeste-Koordinatensystem. Die 𝑧𝑠-
Achse fällt mit der 𝑧𝑛-Achse zusammen und die 𝑥𝑠- und 𝑦𝑠-Achsen
sind so ausgerichtet, dass die 𝑥𝑠-Achse vorwärts zeigt. Die Transforma-
tion aus dem körperfesten- in das stabilisierte-Koordinatensystem erfolgt
mittels des Roll- und Pitchwinkels der Plattformȷ C𝑠

𝑏
(𝜃𝑠𝑏, 𝜙𝑠𝑏, 0).
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• Das Radar-Koordinatensystem (radar-frame, {}𝑟 ) hat seinen Ursprung
im Zentrum der Radarantenne und weist die gleichen Achsenausrichtung
wie das körperfeste-Koordinatensystem auf.

• Das Kamera-Koordinatensystem (camera-frame, {}𝑐) hat seinen Ur-
sprung im Projektionszentrum der Kamera. Die 𝑧𝑐-Achse zeigt in Blick-
richtung der Kamera, die 𝑥𝑐-Achse nach rechts und die 𝑦𝑐-Achse nach
unten.

2.2 Grundlagen der integrierten Navigation

Integrierte Navigation ist durch die Kombination von verschiedenen Sensoren
sowie Navigationsverfahren gekennzeichnet [152]. Dabei zielt die integrierte
Navigation darauf ab, dass die Vorteile des einen Sensors oder Verfahrens die
Nachteile eines anderen ausgleichen. Kernbestandteil von integrierten Navi-
gationssystemen ist die inertiale Navigation. Diese kann eine Navigationslö-
sung, also die Position, Geschwindigkeit und Lage auf Basis der Messdaten
einer IMU berechnen. Um akkumulierende Fehler der Navigationslösung zu
korrigieren, nutzen integrierte Navigationssysteme weitere Stützinformation in
Form von Messungen und fusionieren diese beispielsweise mit einem Kalman-
Filter [6«]. Um auch verzögerte Messungen zu fusionieren können Kalman-
Filter mit Zustandserweiterung durch Stochastic-Cloning [121] erweitert wer-
den. Auf die inertiale Navigation und Kalman-Filter wird im Folgenden näher
eingegangen.

2.2.1 Inertiale Navigation

Ein Inertialnavigationssystem (INS) berechnet aus den Daten einer IMU, also
der Beschleunigung und Drehrate sowie einem Anfangszustand, die Naviga-
tionslösung. Die Messung der Beschleunigung und Drehrate erfolgt dabei für
alle drei orthogonal zueinander ausgerichteten Achsen. Hierbei wird die IMU in
modernen INS fest auf der mobilen Plattform verbaut, was auch als Strapdown-
Konfiguration bezeichnet wird [5«]. Die Berechnung der Navigationslösung
aus den Messdaten einer IMU wird Strapdown-Berechung genannt [152]. Zu-
nächst erfolgt durch Integration der gemessenen Drehraten die Propagation
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der Lage. Basierend darauf kann die Geschwindigkeit mit Hilfe der um die
Erdbeschleunigung bereinigten Beschleunigungsmessung propagiert werden.
Die Integration der Geschwindigkeit liefert schließlich die Position. Für eine
detaillierte Beschreibung der Strapdown-Berechnung sei auf [5«,152] verwie-
sen. INS ist ein sogenanntes kurzzeitgenaues Navigationsverfahren, da ohne
Korrekturen die Navigationsfehler mit der Zeit anwachsen. Ursachen dafür sind
beispielsweise die endliche Abtastrate der Sensoren und insbesondere bei den
eingesetzten MEMS-IMUs ein sich ändernder Offset der Beschleunigungs-
und Drehratensensoren [152]. Eine Korrektur dieser Offsets ist daher elemen-
tar für eine genaue, inertial-gestützte Navigation. Dies kann mit integrierten
Navigationssystemen gelöst werden, wobei die Fusion mit weiterer Sensorik
häufig mit einem Kalman-Filter [6«], wie im folgenden Abschnitt beschrieben,
durchgeführt wird.

2.2.2 Kalman-Filter

Der Kalman-Filter wurde ursprünglich durch R. E. Kălmăn vorgeschlagen [6«].
Es handelt sich dabei um einen linearen Schätzfilter, der den Systemzustand
in Form des Zustandsvektors 𝒙𝑘 mit assoziierter Kovarianzmatrix P𝑘 schätzt.
Dabei wird der Systemzustand mit Hilfe des Systemmodells in den nächsten
Zeitschritt propagiert. Im Filterupdate wird dann der Systemzustand mittels
Stützinformation weiterer Sensoren oder Verfahren korrigiert. Durch die Mo-
dellierung mit Zustandsvektor und Kovarianzmatrix ist dabei eine optimale
Fusion gegeben, falls es sich beim System- und Messrauschen um mittelwert-
freies, weißes Gaußsches Rauschen handelt [5«].

Error-State-Kalman-Filter

Bei Realsystemen sind sowohl das Systemmodell als auch die Messgleichung
sehr häufig nichtlinear. In diesem Fall bietet sich der Einsatz eines Error-State-
Kalman-Filters an. Dieser führt eine Linearisierung des System- und Mess-
modells durch. Zusätzlich erfolgt eine Aufteilung in einen Nominalzustand
�̂�𝑘 und Fehlerzustand �̃�𝑘 . Im Error-State-Kalman-Filter wird dabei nur der
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2.2 Grundlagen der integrierten Navigation

Fehlerzustand geschätzt und der Nominalzustand damit korrigiert. Der wahre
Zustand 𝒙𝑘 ist durch die Fehlerdefinition

𝒙𝑘 = �̂�𝑘 − �̃�𝑘 (2.1)

gegeben. Die Propagation des A-posteriori Nominalzustands 𝒙+
𝑘

erfolgt mittels
des zeitdiskreten, nichtlinearen Systemmodells 𝒇 (𝒙+

𝑘
, 𝒖𝑘) mit

𝒙−𝑘+1 = 𝒇 (𝒙+𝑘 , 𝒖𝑘) + G𝑘𝒘𝑘 (2.2)

und liefert den A-priori Nominalzustand 𝒙−
𝑘+1. Der A-posteriori Fehlerzustand

�̃�+
𝑘

wird nicht propagiert, da eine Korrektur des Nominalzustands nach je-
dem Filterupdate vorgenommen wird und dieser daher gleich Null ist. Durch
Linearisierung um den aktuellen Nominalzustand �̂�𝑘 ergibt sich die Transiti-
onsmatrix zu

𝚽𝑘 =
𝜕 𝒇 (𝒙𝑘 , 𝒖𝑘)

𝜕𝒙𝑘

����
𝒙𝑘=�̂�𝑘

(2.«)

womit die Propagation der Kovarianz durch

P−
𝑘+1 = 𝚽𝑘P

+
𝑘𝚽

𝑇
𝑘 + G𝑘Q𝑘G

𝑇
𝑘 (2.»)

erfolgt. Die nichtlineare Messgleichung des Fehlerzustands wird durch

�̃�𝑘 = 𝒉
(
�̂�−𝑘

)
+ 𝒗𝑘 (2.5)

beschrieben. Linearisierung um den aktuellen Nominalzustand ergibt die Ja-
cobimatrixȷ

H𝑘 ≈
𝜕𝒉 (𝒙𝑘)
𝜕�̃�𝑘

����
𝒙𝑘=�̂�𝑘

. (2.6)

Basierend darauf kann die Kalman-Gain-Matrix

K𝑘 = P−
𝑘H𝑇

𝑘

(
H𝑘P

−
𝑘H𝑇

𝑘 + R𝑘

)−1
(2.7)
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2 Grundlagen

aufgestellt und das Filterupdate implementiert werden, was den A-posteriori
Fehlerzustand �̃�+

𝑘
sowie die aktualisierte Kovarianzmatrix P+

𝑘
liefertȷ

�̃�+𝑘 = K𝑘

(
𝒉

(
�̂�−𝑘

)
− 𝒚𝑘

)
= K𝑘 𝒓𝑘 (2.8)

P+
𝑘 = P−

𝑘 − K𝑘H𝑘P
−
𝑘 . (2.9)

Der A-posteriori Nominalzustand wird mit Hilfe der Fehlerdefinition aus (2.1)
für Skalare und Vektoren mitȷ

�̂�+𝑘 = �̂�−𝑘 − �̃�+𝑘 (2.10)

korrigiert und für die Lage folgt mit dem A-posteriori Fehlerzustand des Eu-
lerwinkels �̃�

+
𝑘

�̂�+𝑘 = �̃�+𝑘 ⊗ �̂�−𝑘 , �̃�+𝑘 ≈
[
1 − 1/2 �̃�

+,𝑇
𝑘

]𝑇
(2.11)

mit der Quaternionen-Multiplikation⊗ [1«7]. Nach der Korrektur wird der Feh-
lerzustand zu Null gesetzt, daher wird dies auch Closed-Loop-Implementierung
genannt [5«].

Zustandserweiterung mit Stochastic-Cloning

Sensoren weisen typischerweise eine Latenz zwischen der Gültigkeit und der
Verfügbarkeit der Messung zur Verarbeitung im Filterupdate auf. Eine naive
Lösung für dieses Problem wäre es, das Navigationsfilter mit einer ausreichend
großen Latenz, also zeitversetzt zu betreiben. Diese Arbeit zielt jedoch auf
ein Echtzeitnavigationssystem ab. Daher wird zur Verarbeitung verzögerter
Messwerte eine Zustandserweiterung, auch Stochastic-Cloning genannt [121],
angewendet. Zum Zeitpunkt der Gültigkeit 𝑘0 der Messung wird der Zustand
erweitertȷ

𝒙𝑘0 ,𝑒 =

[
𝒙𝑘0

𝒙𝑘0

]
, P𝑘0 ,𝑒 =

[
P𝑘0 P𝑘0

P𝑘0 P𝑘0

]
. (2.12)

Bei der Propagation werden dann die erweiterten Zustände nicht verändert. Ist
die Messung verfügbar, erfolgt das Filterupdate mit den erweiterten Zuständen
und korrigiert damit auch den aktuellen Systemzustand.
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2.« Grundlagen der Radartechnik

2.3 Grundlagen der Radartechnik

Aufgrund der Robustheit gegenüber Umwelt- und Witterungsbedingungen wird
Radar bereits in vielfältigen Anwendungen eingesetzt [91]. Dazu zählen bei-
spielsweise die Luftraumüberwachung, die Umfeldwahrnehmung und Kolli-
sionsvermeidung bei Flugzeugen aber auch zur Kartierung mittels Satelli-
ten oder in Fahrerassistenzsystemen werden Radarsysteme genutzt. Besondere
Aufmerksamkeit haben in den letzten Jahren Radarsensoren mit Wellenlän-
gen im Millimeterbereich, was Frequenzen von 30-300 GHz entspricht, erfah-
ren. Diese benötigen nur sehr kleine Antennen, wodurch sogar Radarchips
mit integrierten Antennen [166] hergestellt werden können. Radar basiert auf
Laufzeitmessung von Radiowellen, so wird die Distanz 𝑑 zum Objekt durch

𝑑 =
𝑐 𝑇𝑠

2
(2.1«)

mit der Lichtgeschwindigkeit 𝑐 und der Signallaufzeit 𝑇𝑠 bei einem Radar-
system mit identischer Sende-und Empfangsantenne beschrieben. Die Radar-
gleichung dient zur Berechnung der Empfangsleistung und veranschaulicht die
Messcharakteristik. Die Empfangsleistung ergibt sich zu [91]

𝑃𝑒 = 𝑃𝑠
𝐺𝑠 𝐺𝑒 𝜆

2 𝜎RCS

(4𝜋)3 𝑟4
(2.1»)

mit der Sendeleistung 𝑃𝑠 , dem Gewinn der Sendeantenne 𝐺𝑠 und Empfangs-
antenne 𝐺𝑒, der Wellenlänge 𝜆, der Distanz 𝑟 zwischen Objekt und Antenne
unter der Annahme, dass die Sende-und Empfangsantenne nahe beieinander
liegen und dem mittleren Radarquerschnitt (Radar Cross Section - RCS) 𝜎RCS

des Objektes. Wie in (2.1») ersichtlich, geht die Distanz biquadratisch ein und
𝑃𝑒 fällt daher mit steigender Entfernung sehr stark ab. Zusätzlich kommen bei
Realsystemen noch weitere Verluste beispielsweise durch die Signalverarbei-
tung und atmosphärischer Dämpfung hinzu [91]. Traditionelle Radarsysteme
verwenden die Pulsradar-Methode. Dabei wird ein kurzer Puls mit großer Leis-
tung gesendet und über die Laufzeit mit (2.1«) die Distanz bestimmt. Nachteilig
ist dabei jedoch, dass diese Systeme eine Mindestdistanz benötigen, die durch
die Pulsbreite limitiert wird. Zusätzlich sind sehr große Sendeleistung notwen-
dig. Daher hat sich Frequency-Modulated-Continous-Wave (FMCW) Radar
zur dominanten Radartechnik bei vielen Anwendungen entwickelt [61].
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2 Grundlagen

2.3.1 FMCW-Radar-Prinzip

Im Gegensatz zum Pulsradar, wird beim FMCW-Radar eine deutlich geringere
Sendeleistung über einen deutlich längeren Zeitraum übertragen. Zusätzlich
können auch sehr kurze Distanzen, bis in den niedrigen Zentimeterbereich,
gemessen werden. Dabei wird ein Signal, auch Chirp genannt, mit ändernder
Frequenz gesendet. Je nach Distanz zum Objekt ergibt sich so eine Frequenz-
differenz zwischen dem aktuellen Sende- und Empfangssignal. Die Mischung
beider Signale mit anschließender Tiefpassfilterung ergibt das Differenzsi-
gnal, was deutlich niederfrequenter als die Sendefrequenz ist. Es kann daher
mit Analog-Digital (AD)-Wandlern digitalisiert werden. Es wird hierbei meist
ein Sägezahn-Signal eingesetzt, was einen linearen Frequenzhub aufweist. Pro-
blematisch dabei ist, dass eine mögliche Dopplerverschiebung, auf Grund von
Bewegung des Objekts, auch die Differenzfrequenz beeinflusst. Abhilfe kann
deshalb ein Dreieck-Signal schaffen, da hiermit die Frequenzänderung durch
die Distanz und Geschwindigkeit voneinander getrennt werden können. Tradi-
tionelle FMCW-Radarsensoren senden immer nur einen einzelnen Chirp mit
Zeitdauern im Bereich 1−10 ms. Dies benötigt nur sehr günstige AD-Wandler
mit Samplingraten unterhalb 1 MHz [117].

2.3.2 Fast-Chirp-FMCW-Radar

Modernen FMCW-Radarsensoren, wie sie auch für Fahrerassistenzsysteme
eingesetzt werden, nutzen ein modifiziertes Verfahren [117]. Diese sogenann-
ten Fast-Chirp-FCMW-Radarsensoren übertragen eine Vielzahl an sehr kur-
zen Sägezahn-Chirps direkt nacheinander, was zu einem Radar-Frame mit
Zeitdauer 𝑇 𝑓 zusammengefasst wird. Dies ermöglicht die Prozessierung durch
eine zweidimensionale Fast-Fourier-Transformation (FFT) zur separaten Ver-
arbeitung von Distanz und Geschwindigkeit [117]. So kann eine Vielzahl
an Objekten mit nur einem Radarscan oder Radarframe detektiert werden.
Die Chirps eines Radarframes weisen dabei Zeitdauern von typischerwei-
se 10 − 100 µs auf und benötigen im Vergleich zu traditionellen FMCW-
Radarsensoren Sampling-Raten größer 1 MHz.

Abbildung 2.1 veranschaulicht die in dieser Arbeit genutzte Prozessierung [59,
167]. Dabei werden zunächst die AD-Wandler-Samples aller Chirps eines Fra-
mes zu einem Block zusammengefasst. Anschließend wird eine 2D-FFT an-
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Abbildung 2.1: Veranschaulichung der eingesetzten Fast-Chirp-FMCW-Verarbeitung basierend
auf [167]. Die Chirp-Signale werden zunächst digitalisiert, was den grauen Block liefert und
anschließend erfolgt die skizzierte Prozessierung. Das Beispiel veranschaulicht ein Radar-Frame
bestehend aus vier Chirps und drei Empfangsantennen.

gewendet, was zum Distanz-Geschwindigkeitsblock führt. Für die maximale
messbare Distanz 𝑑max und die Distanzauflösung (Resolution) 𝑑res, also die
minimale Distanz, um zwei Objekte voneinander trennen zu können, folgt
nach [59, 117]ȷ

𝑑max =
𝑇𝑐 𝑐 𝑓𝑠

4𝐵
=
𝑇𝑐 𝑐 𝑓adc

2𝐵
, 𝑑res =

𝑐

2𝐵
. (2.15)

Dabei beschreibt 𝐵 die Bandbreite des Chirps und 𝑓adc die Samplingra-
te des AD-Wandlers. Die maximale messbare Geschwindigkeit 𝑣max sowie
die Geschwindigkeitsauflösung, also die minimale Geschwindigkeitsdifferenz,
um zwei Objekte mit gleicher Distanz voneinander trennen zu können, ist
nach [59, 117] durch

𝑣max =
𝜆

4𝑇𝑐
, 𝑣res =

𝜆

2𝑇 𝑓
(2.16)

gegeben. Dabei beschreibt 𝜆 die mittlere Wellenlänge und 𝑇𝑐 die Zeitdauer
eines Chirps sowie 𝑇 𝑓 die Zeitdauer eines Radar-Frames.

Die Detektion von Objekten im Ergebnis der zweidimensionalen FFT wird mit-
tels eines Constant-False-Alarm-Rate (CFAR)-Detektors durchgeführt [59].
Dieser schätzt die Charakteristik der vorliegenden Störungen und adaptiert
damit den Detektionsschwellwert, um eine konstante Falsch-Alarm-Rate zu
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2 Grundlagen

gewährleisten [91]. Ergebnis des CFAR-Detektors sind Punkte innerhalb des
Distanz-Geschwindigkeitsblocks, wie durch die gelben Quadrate in Abbil-
dung 2.1 skizziert.

Moderne Sensoren, wie die in dieser Arbeit genutzten, sind mit mehreren
Sende- und Empfangsantennen ausgestattet, um zusätzlich zur Distanz und Ge-
schwindigkeit auch die Richtung des Objektes zu schätzen. Dies wird meistens
durch Time-Division-Multiple-Access (TDMA) der Sendeantennen umgesetzt,
wodurch sich ein virtuelles Antennen-Array ergibt [59]. Dann kann über die
CFAR-detektieren Distanz-Geschwindigkeit-Bins aller virtuellen Empfangs-
antennen eine weitere FFT berechnet werden. Die Peaks innerhalb davon ent-
sprechen Objekten mit gleicher Geschwindigkeit und Distanz, in Abbildung 2.1
für zwei Objekte veranschaulicht. Die Berechnung des Winkels erfolgt dabei
nach [59] mit Hilfe des Phasenunterschieds Δ𝜙 an den Empfangsantennen was
zu

𝜃 = sin−1 (𝜆 Δ𝜙

2𝜋𝑙
) 𝑙=𝜆/2= sin−1 (Δ𝜙

𝜋
) (2.17)

führt und den nichtlinearen Zusammenhang zeigt. So wird die höchste Gü-
te der Winkelberechnung bei Δ𝜙 = 0◦ erreicht. Unter der Annahme dass
die Antennen, wie üblich, den Abstand von 𝜆/2 aufweisen, ergibt sich die
Winkelauflösung, also die Fähigkeit zwei Objekte mit gleicher Distanz und
Geschwindigkeit voneinander zu trennen zu

𝜃res =
2

𝑁Rx−Antennen
(2.18)

und hängt damit von der Anzahl an Empfangsantennen 𝑁Rx−Antennen ab. Die
Winkelberechnung wird für Azimut 𝜃𝐴 und Elevation 𝜙𝐸 durchgeführt und
mit Hilfe der Distanz 𝑟 kann die Position in Kartesischen Koordinaten des
Radarsensors mit

𝑥𝑟 = 𝑟 sin(𝜃𝐴) cos(𝜙𝐸), 𝑦𝑟 = 𝑟 sin(𝜃𝐴) sin(𝜙𝐸), 𝑧𝑟 = 𝑟 cos(𝜃𝐴)
(2.19)

aufgestellt werden. Neben den Kartesischen Koordinaten wird auch die Doppler-
Geschwindigkeit sowie das Signal-zu-Rausch-Verhältnis zu einem Radarscan-
Punkt zusammengefasst. Die Summe aller Radarscan-Punkte eines Radar-
Frames ergibt den Radarscan.
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2.» Grundlagen des maschinellen Lernens

2.4 Grundlagen des maschinellen Lernens

Das Interesse am maschinellen Lernen ist mit der enorm gestiegenen Ver-
fügbarkeit von leistungsfähigen Computern in der letzten Dekade sehr stark
gestiegen. Eines der verbreitetsten Techniken ist das Deep-Learning, das bei-
spielsweise zur Spracherkennung, Interpretation von Bildern und vielfältigen
Klassifizierungsaufgaben eingesetzt wird [108]. Dabei basiert Deep-Learning
auf neuronalen Netzen, die aus einer Vielzahl an Schichten und Parametern
bestehen [108]. Mit Deep-Learning können sehr komplexe Probleme ohne Mo-
dellwissen auf Basis von großen Datensätzen gelöst werden. Für einen Durch-
bruch bei der Bildverarbeitung haben Convolutional-Neural-Nets (CNNs), eine
Art von Deep-Learning gesorgt. Das Ziel von CNNs ist es, Merkmale höherer
Ordnung mittels Faltungsoperationen zu lernen [108].

2.4.1 Personendetektion und Posenschätzung

Personendetektion beschreibt die Detektion von Menschen in Bildern mittels
rechteckiger Bounding-Boxen. Dafür eigenen sich CNNs sehr gut und können
grob in zwei Gruppen eingeteilt werden. Region-based-CNNs besitzen zwei
Netze, eines zur Erzeugung von möglichen Objekt-Bounding-Boxen und eines
zur Evaluation [«1,115]. Single-Shot-CNNs dagegen nutzen ein einzelnes Netz
für beide Aufgaben [11»,125,157]. Während Region-based-CNNs in der Regel
genauer sind, erreichen Single-Shot-Netze deutlich schnellere Laufzeiten und
werden daher in dieser Arbeit genutzt.

Die Posenschätzung beschreibt die Detektion und Zuordnung von mensch-
lichen Körperteilen in einem Bild, also beispielsweise die Bildkoordinaten
des linken Knies oder der rechten Schulter. CNNs erreichen auch bei der
Posenschätzung deutlich bessere Ergebnisse als traditionelle Methoden [21].
Eine Einteilung kann beispielsweise in Top-Down- und Bottom-Up-Ansätze
vorgenommen werden [21]. Top-Down-Ansätze erstellen zunächst potentielle
Bounding-Boxen von Personen und führen dann die eigentliche Posenschät-
zung durch [21]. Bottom-Up-Ansätze dagegen detektieren Körperteile im ge-
samten Bild und verbinden dann diese zu Personen [25, 28, 106]. Während
Top-Down-Ansätze die höheren Genauigkeiten erreichen, weisen Bottom-Up-
Ansätze geringere Laufzeiten auf und werden daher in dieser Arbeit eingesetzt.
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2.5 Evaluationsmetriken

Zur Evaluation von Navigationsfiltern werden die folgenden zwei Metri-
ken eingesetzt. Liegt eine Referenz-Trajektorie vor, wird eine Evaluation
aller Zeitpunkte der Referenz vorgenommen. Hierzu wird zunächst die ge-
schätzte Trajektorie zur Referenz mit einem pos-yaw-Alignment [1»5] aus-
gerichtet. Dabei wird mittels eines Least-Squares-Schätzers die translatori-
sche Verschiebung sowie der Gierwinkel bestimmt, der beide Trajektorien
unter Minimierung des quadratischen Fehlers zueinander ausrichtet [1»5].
Auf Basis der ausgerichteten Trajektorien wird dann der translatorische «D-
Fehler der Position von jedem Zeitschritt aufgestellt und der Root-Mean-
Square-Fehler berechnet. Dies resultiert in dem weitverbreiteten Absolute-

Translation-Error (ATE) [159]. Die Berechnung des ATE wurde mit der
Toolbox rpq_trajectory_evaluation [159] durchgeführt. Liegt für den Daten-
satz keine Referenz vor und ist die Startposition identisch mit der Endposition,
kann der finale Positionsfehler berechnet werden. Die Positionsfehlernorm ge-
teilt durch die Trajektorienlänge ergibt den relativen finalen Positionsfehler,
der zur Evaluation von Odometrie-Ansätzen weitverbreitet ist.

Ziel dieser Arbeit ist die Entwicklung von Ansätzen zur Navigation und Kar-
tierung in Echtzeit. Zur Evaluation der Ansätze wird daher der Echtzeitfaktor

genutzt, was die Datensatzlänge geteilt durch die benötigte Verarbeitungszeit
ist. Ein Echtzeitfaktor größer als eins bedeutet, dass der Ansatz schneller als
Echtzeit verarbeitet werden kann und daher die Anforderung erfüllt.

Zur Evaluation von Detektion und Klassifikation auf Basis von maschinellem
Lernen, werden die Inersection-over-Union (IoU) und die zwei üblichen, auf
der Konfusionsmatrix beruhenden, Metriken Precision (Relevanz) und Recall

(Sensitivität) verwendet, wie in Abbildung 2.2 illustriert ist.

IoU = 
Überlappung

Gesamtfläche

Vorhergesagt

Positiv

Vorhergesagt

Negativ

Tatsächlich

Positiv

True Positive

(TP)

False Negative

(FN)

Tatsächlich

Negativ

False Positive

(FP)

True Negative

(TN)

Precision = 
TPTP+FP

Recall = 
TPTP+FN

Abbildung 2.2: Skizzierung der Intersection over Union (IoU) basierend auf [118] (links) sowie
der Konfusionsmatrix (Mitte) mit Definition von Precision und Recall (rechts).
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In diesem Kapitel wird der entwickelte Hardwareaufbau beschrieben. Dieser
besteht aus einer neu entwickelten Multisensorplattform sowie einer neu entwi-
ckelten Flugplattform, auf welche die Multisensorplattform integriert werden
kann. Damit kann der gleiche Sensoraufbau sowohl für getragene Datensätze
als auch für Testflüge genutzt werden. Die Multisensorplattform wird im ersten
und die Flugplattform im zweiten Abschnitt diese Kapitels vorgestellt.

3.1 Multisensorplattform

Im Folgenden wird zunächst die Auswahl der Sensorik begründet. Anschlie-
ßend erfolgt die detaillierte Beschreibung der entworfenen Multisensorplatt-
form samt aller Sensoren sowie der Rechenplattformen. Abschließend wird die
Kalibrierung der Sensoren dargelegt.

3.1.1 Auswahl von Sensormessprinzipien

Die Auswahl der Sensormessprinzipien wurde mit dem Fokus auf die Ziele der
Arbeit, der Navigation und Kartierung auch in schlechten Sichtbedingungen,
durchgeführt. Hierfür ist ein Vergleich von auf dem Fluggerät einsetzbarer
Sensorik in Abbildung «.1a für gute und in Abbildung «.1b für schlechte
Sichtbedingungen exemplarisch dargestellt.

In guten Sichtbedingungen wird die Umgebung durch die RGB- und Graustu-
fenkamera sowie dem Tiefenbild und Laserscan sehr gut abgebildet. Die Ther-
malkamera liefert im Vergleich zur Graustufen-Kamera weniger detaillierte
Umgebungsinformationen auf Grund von geringen Temperaturgradienten in
dieser Szene. Auch der Radarscan, hier zusammengesetzt aus drei Radarsen-
soren wie in Abbildung «.« verbaut, ist weniger detailliert als der Laserscan.
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Tiefenbild

RGB-Kamera Graustufenkamera

Thermalkamera

Laserscan Radarscan

Laser- und Radarscan

(a) Gute Sichtbedingungen

Tiefenbild

RGB-Kamera Graustufenkamera

Thermalkamera

Laserscan Radarscan

Laser- und Radarscan

(b) Schlechte Sichtbedingungen

Abbildung 3.1: Vergleich von auf dem Fluggerät einsetzbarer Sensorik bei guten Sichtbedin-
gungen (oben) und schlechten Sichtbedingungen (unten). Der Radarscan und die Thermalbilder
werden im Gegensatz zum Laserscanner und der RGBD-Kamera (RGB-und Tiefenbild) von den
schlechten Sichtbedingungen nicht beeinflusst.
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Hier ist die Draufsicht des «D-Radarscan gezeigt, daher sind mehr Objekte,
wie beispielsweise die Deckenträger, als im 2D-Laserscan zu sehen. Flächige
Strukturen, wie zum Beispiel Wände, sind im Laserscan deutlicher zu erkennen
als im Radarscan. Beide Scans sind über einen Zeitraum von 1 s akkumuliert.
In schlechten Sichtbedingungen, hier durch eine Nebelmaschine erzeugt, zei-
gen sich deutlich die Schwächen von visuellen Sensoren. Die Kamerabilder
der RGB- und Graustufenkamera liefern nur sehr wenig Informationen der
Umgebung. Auch das Tiefenbild bildet die Umgebung nicht mehr ausreichend
ab. Der Laserscan detektiert auf Grund des Nebels fast ausschließlich die mi-
nimale Distanz in allen Richtungen. Im Gegensatz dazu liefert der Radarscan
und die Thermalkamera die gleichen Daten wie bei guten Sichtbedingungen.
Insbesondere die Personen sind trotz des Nebels im Thermalbild sehr klar zu
erkennen. Ziel dieser Arbeit ist es ein Navigationssystem und sowie eine Kar-
tierung zu entwickeln, die auch bei diesen Bedingungen einsetzt werden kann.
Daher werden im Rahmen dieser Arbeit Navigation mit Radarsensoren sowie
einer Thermalkamera untersucht. Visuelle Sensoren werden jedoch ergänzend
eingesetzt, um so einen Vergleich zu etablierten Ansätzen der Navigation und
Kartierung bei guten Sichtbedingungen durchführen zu können.

3.1.2 Komponenten und Aufbau

Die Multisensorplattform integriert insgesamt sieben Sensoren. Wichtige Ei-
genschaften aller Sensoren sind in Tabelle «.1 aufgeführt. Zentraler Sensor
und Taktgeber der Zeitreferenz ist eine inertiale Messeinheit (IMU) der Fir-
ma Analog Devices vom Typ ADIS16448. Diese MEMS IMU des mittleren
Preissegments erlaubt eine rein inertial-gestützte Navigation über einen kurzen
Zeitraum von wenigen Sekunden. Neben der Messung der Beschleunigungen
und Drehraten in allen drei Achsen misst die ADIS16448 auch den Luftdruck
mithilfe von einem integrierten Barometer. Eine absolute Positionsbestimmung
in Außenbereichen wird mit einem GNSS-Empfänger vom Typ LEA-M8T der
Firma u-blox bereitgestellt. Neben der fertig prozessierten globalen Positi-
on liefert der GNSS-Empfänger auch die Rohdaten aller Satelliten in Form
von Pseudorange- und Dopplermessungen. Als visuelle RGBD-Kamera ist
die RealSense D435 Kamera von Intel verbaut. Diese integriert eine Infrarot-
Stereokamera und Farbkamera sowie einen Infrarot-Laserprojektor in einem
kompakten Sensor.
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Bezeichnung Sensortyp Ausgewählte Kenngrößen

Analog Devices Beschleunigungs- Messbereichȷ ±18 g

ADIS16448 [161] sensor Empfindlichkeitȷ 0,833 mg/LSB

Kostenȷ ca. 700 Euro In-Run-Bias-Stabilitätȷ 0,25 mg

Messrauschenȷ 0,23 mg/h/
√

Hz

Updaterateȷ 205 Hz

Drehratensensor Messbereichȷ ±1000 ◦/sec

Empfindlichkeitȷ 0,04 ◦/sec/LSB

In-Run-Bias-Stabilitätȷ 14,5 ◦/h
Messrauschenȷ 0,27 ◦/h/

√
Hz

Updaterateȷ 205 Hz

Barometer Messbereichȷ 300 − 1100mbar

Empfindlichkeitȷ 0,02 mbar/LSB

Messrauschenȷ 0,08 mbar ≈ 0,ß5 m

Updaterateȷ 40 Hz

ublox LEA-M8T [162] GNSS-Empfänger Akquisitionsempfindlichkeitȷ −148 dBm

Kostenȷ ca. 80 Euro Updaterateȷ 10 Hz

Intel Infrarot-Stereo- Auflösungȷ 1280 × 720 pixel

Realsense D435 [169] kamera Sichtbereichȷ ß1◦ × 65◦

Kostenȷ ca. 180 Euro Bildrateȷ 30 fps

RGB-Kamera Auflösungȷ 1280 × 720 pixel

Sichtbereichȷ 70◦ × 42◦

Bildrateȷ 30 fps

Teledyne-FLIR Wärmebildkamera Auflösungȷ 640 × 512 pixel

Boson 640 [170] Sichtbereichȷ ß5◦ × 73◦

Kostenȷ ca. 4800 Euro Thermale Empfindlichkeitȷ 50 mK

Bildrateȷ 20 fps

Texas Instruments FMCW-Radar Frequenzbereichȷ 60 − 64 GHz

IWR6843ISK-EVM [166] Antennenȷ 3 Tx und 4 Rx mit 7 dBi Gewinn

Kostenȷ ca. 150 Euro Sichtbereichȷ 120◦ Azimut, 30◦ Elevation

Winkelauflösungȷ 14◦ Azimut, 58◦ Elevation

Updaterateȷ 10 Hz

Texas Instruments FMCW-Radar Frequenzbereichȷ 60 − 64 GHz

IWR6843AOP-EVM [166] Antennenȷ 3 Tx und 4 Rx mit 5 dBi Gewinn

Kostenȷ ca. 150 Euro Sichtbereichȷ 120◦ Azimut, 120◦ Elevation

Winkelauflösungȷ 2ß◦ Azimut, 2ß◦ Elevation

Updaterateȷ 10 Hz

Tabelle 3.1: Ausgewählte technische Eigenschaften der integrierten Sensorik
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«.1 Multisensorplattform

Neben den reinen Bilddaten wird auch ein Tiefenbild der Umgebung mit Hilfe
eines Bildverarbeitungsprozessors berechnet. Hierbei wird für jeden Pixel mit
Hilfe von Triangulation die Tiefe berechnet. Der Laserprojektor hilft hierbei
mittels eines zufälligen Musters auch strukturarme Bereiche mit Tiefeninfor-
mationen zu versehen. Die Umfeldwahrnehmung wird mit Hilfe von einer
Thermalkamera sowie drei Radarsensoren auch in schlechten Sichtbedingun-
gen umgesetzt. Die Thermalkamera vom Typ Boson 640 der Firma Teledyne-
FLIR stellt Wärmebilder in einer hohen Auflösung und Update Rate bereit
und weist eine hohe Temperaturempfindlichkeit auf. Es werden Radarsenso-
ren der Firma Texas Instruments vom Typ IWR6843AOP und IWR6843RISK
verwendet. Um eine Störung der Radarsensoren untereinander zu verhindern,
werden diese mit Time Division Multiple Access (TDMA) betrieben, wobei
dies mittels Trigger-Signalen umgesetzt wird. Der IWR6843AOP weist einen
Öffnungswinkel von 120◦ in Azimut und Elevation auf und integriert die drei
Sende- und vier Empfangsantennen auf dem Radarchip. Der IWR6843RISK,
hat 120◦ Öffnungswinkel in Azimut aber nur 30◦ in Elevation und die Antennen
sind separat auf der Platine verbaut. Dadurch werden größere Detektionsreich-
weiten von Objekten mit gleichem Radarquerschnitt als beim AOP erreicht.
Die Konfiguration der Radarsensoren ist in Tabelle «.2 aufgeführt und wurde
basierend auch den Systemgleichungen 2.«.2 ausgelegt. Mit den Radarsenso-
ren sind Distanzmessungen bis zu 54 m möglich, wobei diese durch die FFT-
Verarbeitung in 0,1 m Schritte quantisiert ist. Die maximale Geschwindigkeit
beträgt 2 m/s und ist in 0,13 m/s Schritte quantisiert. Auf Grund von Limi-
tierungen der on-Chip-Radarverarbeitung muss hierbei ein Tradeoff zwischen
der Anzahl an Distanz- versus Geschwindigkeitssamples getroffen werden.

Parameter Wert

Maximale Distanz 54 m

Quantisierung Distanz 0,10 m

Maximale Geschwindigkeit 2 m/s
Quantisierung Geschwindigkeit 0,13 m/s
Maximale Scangröße 256 Objekte

Frame Zeitdauer 𝑇Frame 18,5 ms

Chirp Zeitdauer 𝑇Chirp 206 µs

Bandbreite 1,53 GHz

Tabelle 3.2: Konfiguration der Radarsensoren
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Abbildung 3.2: Blockdiagramm der Multisensorplattform mit Sensorik (grün), Rechenplattformen
(blau), Flugplattform-Komponenten (gelb) und Datenfluss (Pfeile).

Abbildung «.2 zeigt das Blockdiagramm der Multisensorplattform. Die zeitli-
che Synchronisierung der Sensoren wird dabei mit Hilfe des Microcontroller-
Boards implementiert. Dieses empfängt Sync-Signale der Realsense und Ther-
malkamera und sendet Trigger-Signale an die Radarsensoren. Somit ist eine
exakte zeitliche Zuordnung der Bilder und Radarscans zum Takt der IMU-
Messungen möglich. Das Microcontroller-Board überträgt neben den IMU-
und GNSS-Messungen auch die Zeitstempel-Information der anderen Senso-
ren an den Embedded-Computer. Dieser führt die gesamte online Prozessie-
rung und Zustandsschätzung durch. Rechenintensive neuronale Netze werden
auf Spezialhardware, dem Edge-TPU-Stick, ausgelagert. Die Flugplattform
umfasst neben der Multisensorplattform auch die in gelb dargestellten Kompo-
nenten. Die entworfene Multisensorplattform ist in Abbildung «.« dargestellt.
Bei der mechanischen Integration der Sensoren wurde auf möglichst kurze
Hebelarme zwischen den Sensoren sowie auf eine starre Verbindung geachtet.
Dadurch ist die Multisensorplattform auch bei Vibrationen und dynamischen
Bewegungen mechanisch stabil. Durch die kompakte Bauweise kann die Mul-
tisensorplattform auf der Flugplattform, siehe Kapitel «.2, integriert werden
ohne den Sensoraufbau zu verändern.
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Embedded-Computer

IMU

RGBD-Kamera

FMCW-Radar (RISK)

Microcontroller-Board

FMCW-Radar (AOP)

Thermalkamera

GNSS-Antenne

Abbildung 3.3: Multisensorplattform

Im Rahmen dieser Arbeit werden verschiedene Rechenplattformen eingesetzt
und evaluiert. So werden zwei verschiedene Embedded-Computer (NUC-i7
der Firma Intel und Core der Firma Up) verglichen und rechenaufwändige
neuronale Netze auf den Edge-TPU-Stick von Google Coral ausgelagert. Eine
Übersicht der Rechenplattformen ist in Abbildung «.» dargestellt. Ein detail-
lierter Vergleich der beiden Embedded-Computer Intel-NUC-i7 und Up-Core
ist in Tabelle «.« aufgeführt. Das Intel-NUC-i7 ist zwar etwa doppelt so groß,
doppelt so schwer und benötigt doppelt so viel Leistung wie das Up-Core, da-
für zeigt der Benchmark eine deutlich höhere Performance. Das Intel-NUC-i7
erreicht hier im Modus mit nur einem Thread (single) mehr als das Fünffache
und im Modus mit allen verfügbaren Threads (multi) sogar fast das Siebenfa-
che der Punkte im Vergleich zum Up-Core. Beide Rechenplattformen nutzen
das Betriebssystem Ubuntu 16.04 und können auf der Multisensorplattform
und Flugplattform eingesetzt werden.

Ziel dieser Arbeit ist es, die gesamte Prozessierung und Kartierung online
auf dem Embedded-Computer durchzuführen. Dies ist insbesondere für die
Verwendung neuronaler Netze herausfordernd, da hier in der Regel keine Gra-
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Parameter Intel-NUC-i7 [168] Up-Core [171]

Größe 10, 5 × 10 × 3 cm 7 × 6 × 2,4 cm

Gewicht 220 g ß0 g

Leistungsaufnahme typ. 32 W typ. 15 W

CPU Intel Core i7-8650U Intel Atom x5-Z8«50

Maximale CPU Frequenz 4,2 GHz 1,ß2 GHz

Anzahl Kerne/Threads 4 / 8 4 / 4

Arbeitsspeicher 16 GB 4 GB

Benchmark Punkte [1] Single / Multithread 2246 / 8776 417 / 126ß

Tabelle 3.3: Vergleich der beiden Embedded-Computer

fikkarte verbaut ist, die eine Verarbeitung in Echtzeit zulassen würde. Lösung
ist die Verwendung eines Hardware-Beschleunigers der per USB angeschlos-
sen werden kann. Hier wird der Edge-TPU-Stick von Google-Coral eingesetzt.
Dieser beinhaltet eine sogenannte Edge-Tensor-Processing-Unit (Edge-TPU),
eine anwendungsspezifische integrierte Schaltung zur Ausführung von Infe-
renzen neuronaler Netze auf Endgeräten mit begrenzten Ressourcen [16»].
So können Inferenzaufgaben wie zum Beispiel die Detektion von Personen in
Echtzeit ausgeführt werden, ohne hierfür den Embedded-Computer zu belas-

Up-Core

Intel-NUC-i7

Edge-TPU-Stick

Abbildung 3.4: Eingesetzte Rechenplattformenȷ UP-Core (links), Intel-NUC-i7 (Mitte) und Edge-
TPU-Stick (rechts). Die Darstellung der drei Plattformen weist den gleichen Maßstab auf.
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Parameter Edge-TPU-Stick

Größe 6, 5 × 3 × 0,8 cm

Gewicht 20 g

Leistungsaufnahme 2 W

Inferenz-Zeit MobileDet [157] 20 ms/Bild

Tabelle 3.4: Kenngrößen Edge-TPU-Stick

ten. In dieser Arbeit wird das neuronale Netz MobileDet zur Personendetektion
eingesetzt, was mit Hilfe des Edge-TPU-Sticks 20 ms pro Bild benötigt. Wich-
tige Kenngrößen des Edge-TPU-Sticks sind in Tabelle «.» aufgeführt.

3.1.3 Kalibrierung

Eine genaue Kalibrierung der Multisensorplattform ist Voraussetzung für
eine exakte Navigation. Eine zeitliche Kalibrierung ist bereits durch das
Microcontroller-Board umgesetzt. Die extrinsische Kalibrierung, also die
Translation und Rotation vom Koordinatensystem des Sensors zum köperfesten
Koordinatensystem wurde für die Radarsensoren nur manuell vermessen. Eine
exakte Kalibrierung erfolgt online mit dem in Unterabschnitt 5.».2 erläutertem
Ansatz.

Die Kalibrierung der visuellen Kamera (Intel-Realsense) wurde mit der Tool-
box kalibr [»»] durchgeführt. Hierbei wird ein Kalibrierboard bestehend aus
April-Tag-Markern [150] eingesetzt. Ein Maximum-Likelihood-Schätzer be-
stimmt die intrinsischen Kameraparameter sowie Translation und Rotation zwi-
schen den beiden Infrarot-Kameras und zwischen der linken Infrarot-Kamera
und der IMU. Dies erfolgt auf Basis eines Datensatzes, indem das Kalibrier-
board statisch ist und die Multisensorplattform in allen Richtungen translato-
risch und rotatorisch bewegt wird.

Das zuvor verwendete visuelle Kalibrierboard kann nicht zur Kalibrierung
der Thermalkamera eingesetzt werden, da diese die Umgebungstemperaturen
abbildet. Daher wurde ein neues Kalibrierboard entworfen, das sowohl ein-
fach in der Herstellung ist als auch die zuvor verwendete Toolbox kalibr [»»]
nutzen kann. Dies wurde mit einem asymmetrischen Lochmuster gelöst, wie
in Abbildung «.5 dargestellt ist. Typischerweise werden bei der Kalibrierung
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Kalibrierboard

Thermalbild Kalibrierung Thermalbild mit Detektion

Lochmaske

aus Holz

Aluminiumplatte

Abstandshalter

Abbildung 3.5: Kalibrierung der Thermalkamera mit Bild des Kalibrierboards (oben) sowie einem
Beispiel mit Detektion (unten).

von Thermalkameras isolierende Masken eingesetzt, die vor einem homogenen
Hintergrund montiert werden, sodass sie das Kalibriermuster erzeugen [1»7].
Dieser Ansatz ist auch hier verfolgt worden. Die Lochmaske wurde dabei mit
Hilfe eines Lasercutters in eine Holzplatte geschnitten und mit Kunststoffab-
standshaltern vor eine Aluminiumplatte geschraubt, wie in Abbildung «.5 oben
dargestellt ist. Die Aluminiumplatte wurde erwärmt und durch die isolieren-
de Wirkung der Holzplatte ist die Lochmaske auch im Thermalbild sehr gut
zu erkennen, siehe Abbildung «.5 unten links. Nach Mallon et al. [90] wird
bei punktförmigen Kalibriermustern ein Kreisdurchmesser von unter 10 Pixel
empfohlen, um optimale Kalibriergebnisse zu erhalten. Daher wurde die Loch-
größe zu 20 mm gewählt, da so bei einem Abstand von 1-1,5 m der Thermalka-
mera zum Kalibrierobjekt die Lochgröße im Thermalbild im Bereich zwischen
2 − 8 Pixel liegt.
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«.2 Flugplattform

3.2 Flugplattform

3.2.1 Entwurf und Aufbau

Wie in Abschnitt 1.« dargelegt, sollen die entworfenen neuen Ansätze zur
Navigation und Kartierung unter schlechten Sichtbedingungen mit Testflügen
demonstriert werden. Dafür wurde eine neue Flugplattform entworfen, die in
Abbildung «.6 gezeigt ist. Diese soll auch für Flüge in Innenräumen eingesetzt
werden können und gleichzeitig in Kombination mit der zuvor beschriebenen
Multisensorplattform möglichst lange Flugzeiten erreichen. Daher ergibt sich
ein Tradeoff zwischen einer möglichst großen Flugplattform für lange Flugzeit
und einer möglichst kleinen Flugplattform für Innenräume. Um auch Türen von
1 m Durchgangsbreite durchfliegen zu können, wurde die maximale Kanten-
länge auf 50 cm ausgelegt. Aus Geometriegründen wurde eine x- anstatt einer
+-Konfiguration der Motoren gewählt. Die Flugplattform ist in Abbildung «.6
mit montierter Multisensorplattform dargestellt. Die Motoren sind nach unten
ausgerichtet. So ergibt sich ein besseres Sichtfeld der Sensoren, da die Roto-

Multisensorplattform

Vibrationsdämpfer

PixhawkRotorschutz

FMCW Radar 

Altimeter

Akku

Abbildung 3.6: Flugplattform mit montierter Multisensorplattform
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ren und der Rotorschutz nicht in den Kamerabildern zu sehen ist. Zusätzlich
beeinflusst der Rahmen die Radarsensoren so nur in einem geringen Maße.
Des Weiteren sind nach unten gerichtete Rotoren effizienter als nach oben
gerichtete. Das Geschwindigkeitsprofil an klassischen Propellern, wie hier
eingesetzt, zeigt unterhalb des Propellers, also in Richtung der Strömung, ein
deutlich schmaleres Profil [101]. Daher wirken sich Objekte in der Strömung,
wie die Motorausleger, oberhalb des Propellers weniger stark als unterhalb
liegende auf die Effizienz aus. Wie in Abbildung «.6 gezeigt, erfolgt die me-
chanische Anbindung der Multisensorplattform mittels Vibrationsdämpfern.
Diese verringern Vibrationen, die durch Unwuchten der Propeller oder Moto-
ren entstehen. Der etablierte Flugregler Pixhawk [165] wird zur Regelung des
Quadrokopters eingesetzt. Dieser bietet sehr ausgereifte Regelungsalgorith-
men für Quadrokopter mit verschiedenen Flugmodi. So können beispielsweise
reine Positions-Sollwerte aber auch komplexere Sollwerte bestehend aus Po-
sition, Geschwindigkeit, Beschleunigung, Gierwinkel und Gierrate eingestellt
werden. Die Flugplattform mit allen Sensoren, wie in Abbildung «.6 gezeigt,
erreicht mit einem vier-Zellen 6600 mA h Lithium-Polymer-Akku eine Flugzeit
von ca. 8 min. Somit können auch längere Demonstrationsszenarien durchge-
führt werden. Zur Stützung der Höhe sowie von Start- und Landemanövern,
siehe Kapitel », ist ein zusätzlicher, nach unten gerichteter FMCW-Radarsensor
vom Typ IWR6843AOP im hinteren Teil der Multisensorplattform verbaut. Die-
ser weist im Gegensatz zu den horizontal ausgerichteten Radarsensoren aus
Tabelle «.2 eine geringere maximale Reichweite von 12 m und kleinere Quan-
tisierunsschritte der Distanz (0,04 m) sowie der Geschwindigkeit (0,06 m/s)
auf.

3.2.2 Simulationsumgebung

Zur Validierung von Flugführungsalgorithmen wird die realitätsnahe Simula-
tionsumgebung Gazebo [7«] eingesetzt. Diese bietet eine umfangreiche Simu-
lation der Physik des Fluggeräts sowie der Sensordaten. Es wird der gleiche
Software-Stand des Pixhawk-Flugreglers, wie auch auf der realen Flugplatt-
form eingesetzt. So kann effektiv und sicher in Simulation getestet werden,
bevor die Flugführungsalgorithmen in Flügen demonstriert werden.
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4 Start- und Landemanöver in
schwierigen Bedingungen

Vertical Takeoff and Landing Vehicles (VTOLs) sind durch die Fähigkeit senk-
recht starten und landen zu können gekennzeichnet. Weit verbreitete Vertreter
sind Multikopter, wie in dieser Arbeit eingesetzt, aber auch Schwenkflüg-
ler [15«, 15»]. In diesem Kapitel werden zwei Systeme zur Stützung autono-
mer Start- und Landemanöver von VTOLs vorgestellt, die autonome Flüge
auch in schlechten Sichtbedingungen ermöglichen. Wie im Vergleich der Sen-
sorik in Abschnitt «.1.1 gezeigt, eignen sich sowohl Radarsensoren als auch
Thermalkameras zur Navigation in diesen Bedingungen. Daher werden zwei
Systeme im Folgenden entworfen und miteinander verglichen. Es wird in Ab-
schnitt ».« das rein Radar-basierte System und in Abschnitt ».» ein System
basierend auf einer Thermalkamera und einem Radarsensor präsentiert. Das
reine Radarsystem besteht aus einer passiven Landeplattform und nutzt nur
den Radarsensor, der bereits zur Höhenstützung verbaut ist und wurde in Do-
er et al. [175] veröffentlicht. Somit wird keine zusätzliche Sensorik für dieses
System benötigt. Das System mit Thermalkamera nutzt eine aktive Lande-
plattform für die Thermalmarker und wurde in Doer et al. [17»] veröffentlicht.
Dadurch wird eine bessere Performance als beim rein Radar-basierten Sys-
tem mit passiver Landeplattform erreicht. Es wird jedoch mit der nach unten
gerichteten Thermalkamera ein zusätzlicher Sensor benötigt. Beide Systeme
können in typischen VTOL Szenarien, wie im nächsten Abschnitt motiviert
wird, eingesetzt werden. Beide Verfahren werden in Abschnitt ».5 umfassend
miteinander verglichen.
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4.1 Szenario

Flüge von VTOLs können typischerweise in die drei Phasen Start, Mission
und Landung eingeteilt werden, wie in Abbildung 1.1 in der Einleitung skiz-
ziert ist. Beispiele für Missionen können der Transport von Paketen [52, 10»],
Personen [1»»] oder Medizin [119, 1«2] sein. Auch für Such- und Rettungs-
missionen [65,10»] sowie Überwachungsmissionen [10»,1««] werden VTOLs
eingesetzt. Missionen können mittels Wegpunktflügen und GNSS-Stützung
ausgeführt werden, was in kommerziellen System realisiert wird. Während der
Start- und Landephase wird eine Navigationsstützung benötigt, die es ermög-
licht, den Flugpfad horizontal zentriert über dem Landplatz einzuhalten. Da
dies mit hoher Genauigkeit erfolgen muss, spricht man auch von Präzisions-
Start- und Landemanövern.

Bei Landeplätzen auf Bodenhöhe ergeben sich jedoch oft Bedingungen, die
GNSS-basierte Navigation, mit Lokalisierungsfehler unterhalb eines Meters,
verhindern. Dies ist auch in Abbildung 1.1 gezeigt. So können Strukturen
oder Gebäude, die durch Abschattung oder Mehrwegeausbreitung die GNSS-
Genauigkeit erheblich schwächen, zu einem großen Lokalisierungsfehler füh-
ren. Des Weiteren stellen aktive Bedrohungen durch Jamming, also dem Stören
des GNSS-Signals oder aber Spoofing, der Überlagerung mit einem verfälsch-
ten GNSS-Signal, ein erhebliches Sicherheitsproblem dar. Insbesondere auto-
nome unbemannte Flugsysteme benötigen während dieser Phase eine robuste
und sichere Navigationsstützung. Zusätzlich soll der Flugbetrieb auch in er-
schwerten Sichtbedingungen, verursacht zum Beispiel durch Rauch, Nebel,
Dunkelheit oder Blendung, sicher ermöglicht werden. Daher können die weit
verbreiteten visuellen Navigationsansätze nicht eingesetzt werden, wie in Ab-
schnitt «.1.1 untersucht ist. Eine passende Navigationsstützung, die diesen
Anforderungen gerecht wird, wird im Folgenden durch zwei Systeme reali-
siert [17»,175]. Sowohl Radar-Sensoren als auch Thermalkameras sind durch
die motivierten schlechten Sichtbedingungen kaum beeinflusst, wie in Abbil-
dung «.1 aus Abschnitt «.1.1 analysiert.

Konkret stellt sich ein Flug mit den vorgeschlagenen Systemen wie folgt darȷ
Während des Starts erfolgt die Lokalisierung relativ zur Landeplattform mit-
tels eines der beiden entwickelten Systeme. Ab einer ausreichenden Flughöhe
wird die Mission gestartet und die Lokalisierung beispielsweise mittels GNSS
durchgeführt. Zur Landung wird zunächst ein Wegpunkt oberhalb der Lan-

«2



».2 Verwandte Arbeiten

deplattform in ausreichender Höhe angeflogen. Sobald die Landeplattform
detektiert ist, erfolgt die Lokalisierung relativ dazu und die Präzisionslandung
wird ausgeführt.

4.2 Verwandte Arbeiten

Systeme zum präzisen Starten und Landen von VTOLs sind gegenwärtig ein
aktives Forschungsfeld. Präzisionslandesysteme basierend auf Real Time Ki-
nematic (RTK)-GPS sind bereits etabliert und können auch auf VTOLs ein-
gesetzt werden [«7]. Neben RTK bieten sich auch Dienste wie Precise Point
Positioning (PPP) an, da diese keine selbst betriebene Bodenstation in der Nä-
he benötigen und Zentimetergenauigkeit weltweit in Open Sky Bedingungen
erreichen [10«]. Wie jedoch im Szenario aus Abschnitt ».1 erläutert, stellt eine
GNSS-basierte Stützung bei Start- und Landemanöver auf Grund der unter
Umständen limitierten Verfügbarkeit und Sicherheitsrisiken keine zufrieden-
stellende Lösung dar.

In der konventionellen Luftfahrt kommen daher Systeme wie das Instrument
Landing System (ILS) oder das Microwave Landing Sytem (MLS) zur Stützung
zum Einsatz. Eine Analyse zur Verwendbarkeit des MLS auf konventionellen
Helipads hat gezeigt, dass die benötigte Fläche zu groß ist, um einen realis-
tischen Einsatz in urbanen Umgebungen zu ermöglichen [109]. Aufgrund der
Kosten, Größe und Gewicht der notwendigen Komponenten können solche
Systeme im motivierten Szenario aus Abbildung 1.1 nicht eingesetzt werden.

Eine sehr häufig einsetzte Alternative zu GNSS-basierter Navigation ist die
visuelle Navigation [62,92,156]. Bei diesen Ansätzen werden visuelle Marker
in die Landeplattform integriert und mit einer nach unten gerichteten visuel-
len Kamera detektiert. Hierbei kommen eine Vielzahl an visuellen Markern
zum Einsatz [15, 75, 116, 151]. Am häufigsten werden quadratische Marker
genutzt, da diese zusätzlich auch eine Marker ID integrieren, wie zum Beispiel
durch April Tag [151] oder ArUco [116] umgesetzt. Kreisförmige Marker,
zum Beispiel mittels Blobs [15] oder WhyCon [75] sind zwar deutlich effizi-
enter hinsichtlich der Rechenzeit, können aber keine ID integrieren. Um diese
Marker-basierten Ansätze auch in Dunkelheit nutzen zu können, bietet sich ei-
ne aktive Beleuchtung der Marker an [156]. Die Anwendung dieser Ansätze ist
jedoch limitiert durch schlechten Sichtbedingungen wie beispielsweise Nebel
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oder Rauch, was die Anwendung für das motivierte Szenario aus Abbildung 1.1
verhindert. Einzig die Nutzung von Thermalmarker, wie durch Khattak [70]
gezeigt, ist eine Möglichkeit Marker-basierte Ansätze zu nutzen. Thermalmar-
ker wurden jedoch bisher nicht zur Stützung von Start- und Landemanövern
von VTOLs eingesetzt.

Eine Möglichkeit ist die Nutzung von Ultra Wideband (UWB) [2»,«0,«6,1»«]
da dieses Verfahren Bereiche des elektromagnetischen Spektrums nutzt, die
durch schlechte Sichtbedingungen nur wenig beeinflusst werden. UWB nutzt
dabei Laufzeitmessungen zwischen den UWB-Ankern und UWB-Tags. Jedes
UWB Tag bestimmt dabei die Laufzeit zu jedem anderen UWB-Anker. Bei
bekannter Position der UWB-Anker kann so mittels Triangulation, ähnlich wie
bei GNSS, die Position des UWB Tags geschätzt werden [1»«]. Auf Grund
der Geometrie des Problems, wird jedoch eine recht große Fläche benötigt,
auf der die UWB-Anker verteilt werden müssen [2»,«6]. Dieses Problem kann
mit dem Ansatz von Dobrev [«6] umgangen werden, da hier die Distanz als
auch der Empfangswinkel in Azimut und Elevation vom UWB-Tag gemessen
wird. So kann ein System mit nur einem Anker auf dem Boden sowie einem
UWB-Tag auf dem VTOL realisiert werden [«6]. Solch ein Ansatz benötigt
allerdings spezielle Hardware. Ziel dieser Arbeit ist es jedoch ein System zu
entwerfen, das mit kommerziell verfügbaren Produkten realisiert werden kann.

Eine weitere Möglichkeit ist die Nutzung von FMCW Radar, wie bereits an-
fangs dieser Arbeit in Abschnitt «.1.1 analysiert. FMCW-Radarsensoren wur-
den in diesem Kontext bisher jedoch nur zur reinen Höhenstützung einge-
setzt [57,58,129]. Radar-basierte Höhenstützung hat, wie durch Schartel [129]
gezeigt, deutlich bessere Ergebnisse als Laser-basierte Stützung erzielt. Ei-
ne Stützung der horizontalen Position mit Hilfe eines nach unten gerichteten
FMCW-Radarsensors wurde bisher noch nicht betrachtet.

Die Analyse der verwandten Arbeiten zeigt den Bedarf an neuen Ansätzen zur
robusten und sicheren Stützung der Position und Orientierung eines VTOLs
bei Start und Landung, die auch für Szenarien mit schlechten Sichtbedingun-
gen eingesetzt werden kann. Dabei wurden im Rahmen dieser Arbeit zwei
verschiedene Systeme entworfen und in Doer et al. [17», 175] veröffentlicht.
Zunächst wurde der Ansatz Marker zu nutzen zu einer neuartigen Anwendung
mit kommerziellen FMCW-Radarsensoren entwickelt [175]. Hierbei werden
passive Radar-Reflektoren in die Landeplattform integriert und detektiert. So
kann mittels eines FMCW-Radarsensors neben der Höhe auch die horizon-
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».« Radar-basiertes Start- und Landesystem

tale Position sowie Ausrichtung relativ zur Landeplattform gestützt werden.
Das Radar-basierte System ist in Abschnitt ».« näher beschrieben und eva-
luiert. Des Weiteren wurde, basierend auf visuellen Markern, der Ansatz
Thermalmarker zu nutzten zu einem neuartigen System zu Start- und Lan-
destützung weiterentwickelt [17»]. Hierbei werden aktive Thermalmarker in
die Landeplattform integriert und mit FMCW-Radar-basierter Höhenstützung
kombiniert. Das Thermalkamera-Radar-basierte System wird in Abschnitt ».»
präsentiert und evaluiert. Ein abschließender Vergleich beider Systeme erfolgt
in Abschnitt ».5.

4.3 Radar-basiertes Start- und Landesystem

Dieser Abschnitt stellt ein rein Radar-basiertes System zur genauen relativen
Lokalisierung für Start- und Landemanöver vor und wurde in Doer et al. [175]
veröffentlicht. Da FMCW-Radar nur sehr schwer zu stören ist [105], erfüllt die
Sensorik die motivierten Sicherheitsanforderungen autonomer Flugsysteme.
Zusätzlich ist das System passiv, es werden also an der Landeplattform keine
aktiven Elemente benötigt. Dadurch kann diese kostengünstig umgesetzt wer-
den. Der Systemaufbau ist in Abbildung ».1 dargestellt. Die Landeplattform
besteht aus einer 1 × 1 m großen Plexiglasplatte. Unterhalb der Plexiglasplatte
befinden sich die Radar-Reflektoren der Start- und Landeplattform. Diese wer-
den mit Hilfe des nach unten ausgerichteten FMCW-Radarsensors am VTOL
detektiert. Im Folgenden wird auf die einzelnen Elemente der Landeplattform
näher eingegangen.

FMCW Radar 

nach unten

ausgerichtet

Landeplattform

Radar-Reflektoren

Abbildung 4.1: Radar-basiertes Start- und Landesystem
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» Start- und Landemanöver in schwierigen Bedingungen

4.3.1 Radarreflektoren

Radarreflektoren sind Strukturen, die Radarstrahlung erheblich stärker reflek-
tieren als andere Strukturen der Umgebung. Eine Einteilung ist nach [122] in
drei Hauptgruppen möglichȷ Retroreflektoren, dielektrische Linsen oder Re-
trodirective Arrays. Retroreflektoren weisen dabei die geringsten Kosten auf
und sind leicht in der Herstellung. Insbesondere triangulare Winkelreflekto-
ren, im linken Teil von Abbildung ».2 gezeigt, sind sehr weit verbreitet, da
sie einen großen Sichtbereich aufweisen [122]. Nach [122] ist der maximale
Radarquerschnitt 𝜎max eines triangularen Winkelreflektors durch

𝜎RCS,max =
4𝜋𝑎4

3𝜆2
(».1)

mit der Kantenlänge 𝑎 sowie der Wellenlänge 𝜆 gegeben. Eine Analyse des
Sichtbereichs ist wichtig, um die Landeplattform korrekt auslegen zu kön-
nen. Dies kann mit Hilfe des relativen Radarquerschnitts durchgeführt werden.
Dieser zeigt wie hoch die Dämpfung des Signals in Bezug auf den Einfalls-
winkel ist. Nach [122] folgt für den relativen Radarquerschnitt 𝜎RCS,rel des
eingesetzten Winkelreflektors

𝜎RCS,rel (𝜃𝐴, 𝜙𝐸) ≈
4𝜋

𝜆2
𝑎4 [𝑐𝑜𝑠𝜃𝐴 + 𝑠𝑖𝑛𝜃𝐴 (𝑠𝑖𝑛𝜙𝐸 + 𝑐𝑜𝑠𝜙𝐸)

− 2 (𝑐𝑜𝑠𝜃𝐴 + 𝑠𝑖𝑛𝜃𝐴 (𝑠𝑖𝑛𝜙𝐸 + 𝑐𝑜𝑠𝜙𝐸))−1]2 (».2)

mit dem Azimutwinkel 𝜃𝐴 und Elevationswinkel 𝜙𝐸 aus Abbildung ».2 links.
Hiermit lässt sich die Dämpfung in Bezug auf den Einfallswinkel berechnen,
wie in Abbildung ».2 rechts aufgetragen. Dies zeigt die Abweichung in Azimut
und Elevation von der Symmetrieachse, die in Abbildung ».2 links durch
den gestrichelten Pfeil eingezeichnet ist. Die Symmetrieachse liegt bei dem
eingesetzten Winkelreflektor bei 𝜃𝐴 = 45◦ und 𝜙𝐸 = 54,75◦ [122]. Es ergibt
sich somit ein Sichtbereich von circa 20◦ bei dem die Dämpfung weniger als
6 dB beträgt.
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Relativer Radarquerschnitt 𝝈𝒓𝒆𝒍 (dB) 
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Triangularen Winkelreflektor

Symmetrieachse

𝜃𝐴
𝜙𝐴

Abbildung 4.2: Triangulare Winkelreflektor (links) mit relativen Radarquerschnitt in Bezug auf
die Symmetrieachse (rechts) nach Doer et al. [175].

4.3.2 Entwurf der Start- und Landeplattform

Der Entwurf der Start- und Landeplattform orientiert sich an der Charakteristik
des FMCW-Radar sowie der Winkelreflektoren. Nach Vorschrift der EASA
muss die Fläche des Landeplatzes frei von Hindernissen sein [«9]. Daher
müssen die Radarreflektoren unterhalb der Landeplattform integriert werden.
Dies erfolgt, wie in Abbildung ».1 gezeigt, durch eine Plexiglasplatte da diese
die elektromagnetische Strahlung des Radarsensors nur geringfügig dämpft.
Für eine robuste Detektion, die auch die Schätzung des Gierwinkels ermöglicht,
werden mehrere Radarreflektoren eingesetzt.

Konkret besteht die Landeplattform aus drei Winkelreflektoren, siehe Abbil-
dung ».1. Hierbei werden zwei verschiedene Größen eingesetzt. Der mittlere
Reflektor weist eine Kantenlänge von 20 cm und die beiden äußeren eine Kan-
tenlänge von 10 cm auf. Damit ergibt sich unter Verwendung von (».1) ein
Radarquerschnitt von 453 m2 und 28 m2. Der mittlere Reflektor ist zentral in
der Landeplattform integriert und ermöglicht durch den großen Radarquer-
schnitt eine robuste Trennung von der Bodenreflexion. Eine Trennung der
Reflektoren nur auf Basis des Winkels ist mit dem verwendeten FMCW-Radar
(RISK) nicht möglich. Dieser weist eine Winkelauflösung von 14◦ in Azimut
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» Start- und Landemanöver in schwierigen Bedingungen

Frontansicht Seitenansicht

0.5 m

1 m

2 m

3 m2 m 2 m

Sichtbereich aller

Reflektoren

Sichtbereich mittlerer

Reflektor

𝑥𝑜𝑧𝑜 𝑦𝑜 𝑦𝑜 𝑧𝑜 𝑥𝑜

Abbildung 4.3: Analyse der Sichtbereiche in Front- und Seitenansicht nach Doer et al. [175]. Der
dunkel grüne Bereich zeigt das Volumen in dem alle Reflektoren im Sichtbereich sind.

und 57◦ in Elevation auf. Daher wird die Trennung in einzelne Objekte mittels
der Distanz realisiert. Da der Radarsensor mit der maximalen Bandbreite von
4 GHz betrieben wird, ergibt sich eine Distanzauflösung von 3,ß cm. Für eine
robustere Trennung, weisen die einzelnen Reflektoren einen Höhenunterschied
von 12 cm auf. Die Verteilung in der 𝑦𝑜-Achse ist ein Tradeoff zwischen der
minimalen Höhe an der alle Reflektoren in Sichtbereich des Radar sind und der
Genauigkeit der Lokalisierung. Hier wurde ein Abstand von 40 cm gewählt.
Dies maximiert den Abstand im Rahmen der Landeplattformgeometrie und hat
alle Reflektoren im Sichtbereich ab einer Höhe von 0,75 m. Eine Darstellung
der Sichtbereiche ist in Abbildung ».« gezeigt. Gut zu erkennen ist auch die
Vergrößerung des Korridors in Abhängigkeit der Höhe. Unterhalb von 0,75 m
über der Landplattform befindet sich nur der mittlere Reflektor im Sichtbe-
reich. Da dieser jedoch einen sehr großen Radarquerschnitt aufweist, ist eine
robuste Detektion möglich.

4.3.3 Detektion der Landeplattformreflektoren

Dieser Abschnitt beschreibt die Detektion bzw. die Assoziierung der drei Ra-
darreflektoren mit den Objekten des Radarscans. Der einfachste Weg zur De-
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tektion wäre mit Hilfe des Radarquerschnitts. Umformen von (2.1») nach dem
Radarquerschnitt 𝜎RCS ergibtȷ

𝜎RCS =
(4𝜋)3𝑅4

𝐺𝑠𝐺𝑒𝜆2

𝑃𝑒

𝑃𝑠
. (».«)

Während die Gewinne der Sende- und Empfangsantennen 𝐺𝑠 und 𝐺𝑒 sowie
die Sendeleistung 𝑃𝑠 und Distanz 𝑅 bekannt sind, erlaubt der verwendete
Sensor keine absolute Messung der Empfangsleistung 𝑃𝑒. Daher wird die
Detektion der Landeplattform Reflektoren durch deren eindeutige Geometrie
durchgeführt.

Hierfür wird der Radarscan zunähst bezüglich Distanz, Signal zu Rauschver-
hältnis, Azimut- und Elevationswinkel gefiltert. Dies entfernt unwahrschein-
liche Messungen und beschleunigt die nachfolgende Detektion. Als nächstes
werden alle Objekte 𝒑𝑟𝑜 des Radarscans in das stabilisierte Koordinatensystem
{}𝑠 transformiertȷ

𝒑𝑠𝑜 = C𝑠𝑏C𝑏𝑟 𝒑
𝑟
𝑜 . (».»)

Dabei wird die Transformation C𝑠
𝑏

mit der aktuellen Navigationslösung be-
rechnet und die Rotation des Radarsensors bezüglich des körperfesten Ko-
ordinatensystems C𝑏𝑟 als gegeben betrachtet. Es wird angenommen, dass die
Landeplattform zur Erdbeschleunigung ausgerichtet ist. Somit kann die As-
soziation der einzelnen Reflektoren mittels der 𝑥-, 𝑦- und 𝑧-Komponente der
transformierten Positionen 𝒑𝑠𝑜 erfolgen. Falls eine Detektion nicht möglich ist,
beispielsweise weil die geforderte Geometrie nicht mit einer erforderlichen
Güte erreicht worden ist, und das Objekt mit dem stärksten Signal weniger
als 0,75 m entfernt ist, wird dieses als mittlerer Marker klassifiziert. Auf Basis
der Detektion kann eine relative Lokalisierung durchgeführt werden, wie im
nächsten Abschnitt erläutert.
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» Start- und Landemanöver in schwierigen Bedingungen

4.3.4 Navigationsstützung

Mit der assoziierten Reflektor Messung 𝒑𝑟
𝑚,{𝐿,𝑀,𝑅} sowie der korrespondie-

renden Position des Reflektors 𝒑𝑜{𝐿,𝑀,𝑅} im lokalen Koordinatensystem der
Landeplattform kann die Messgleichung

𝒑𝑜𝑜𝑏 = C𝑜𝑏

(
C𝑏𝑟 𝒑

𝑟
𝑚,{𝐿,𝑀,𝑅} − 𝒍𝑏𝑏𝑟

)
− 𝒑𝑜{𝐿,𝑀,𝑅} (».5)

aufgestellt werden Hierfür wird jedoch die Transoformation Lage C𝑜
𝑏

benötigt.
Während der Roll- und Nickwinkel mit dem Navigationsfilter mit Hilfe der
Erdbeschleunigung geschätzt werden kann, gilt dies für den Gierwinkel nur
unter Verwendung von globaler Stützinformation beispielsweise durch GNSS.
Durch die eindeutige Geometrie der Landeplattformreflektoren kann der Gier-
winkel jedoch wie folgt bestimmt werden. Es folgt zunächst die Transformation
in das stabilisierte Koordinatensystem mittels (».»). Da die Landeplattform das
lokale Koordinatensystem aufspannt, kann der lokale Gierwinkel 𝜓𝑜𝑏 mit den
assoziierten Reflektormessungen in drei Kombinationen aufstellt werdenȷ

𝜓𝑜𝑏,𝑀𝐿 = atan2(𝑑𝑠𝑥,𝑀𝐿 , 𝑑𝑠𝑦,𝑀𝐿), (».6)

𝜓𝑜𝑏,𝑅𝐿 = atan2(𝑑𝑠𝑥,𝑅𝐿 , 𝑑𝑠𝑦,𝑅𝐿), (».7)

𝜓𝑜𝑏,𝑅𝑀 = atan2(𝑑𝑠𝑥,𝑅𝑀 , 𝑑𝑠𝑦,𝑅𝑀 ), (».8)

mit dem Verbindungsvektor 𝒅𝑠𝐴𝐵ȷ

𝒅𝑠𝐴𝐵 = 𝒑𝑠𝐴 − 𝒑𝑠𝐵. (».9)

Die finale Gierwinkelmessung 𝜓𝑜
𝑜𝑏,𝑚

wird über den Mittelwert aller drei Mes-
sungen bestimmtȷ

𝜓𝑜𝑏,𝑚 =
1

3

∑︁

𝑖∈{𝐿,𝑀,𝑅}
𝜓𝑜𝑏,𝑖 . (».10)
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Da somit der Gierwinkel 𝜓𝑜𝑏,𝑚 bekannt ist, kann die Rotationsmatrix C𝑜
𝑏

aufgestellt und die Messung der globalen Position 𝒑𝑜
𝑜𝑏,𝑚

per Mittelung aller
drei Messungen

𝒑𝑜𝑜𝑏,𝑚 =
1

3

∑︁

𝑖∈{𝐿,𝑀,𝑅}

(
C𝑜𝑏

(
C𝑏𝑟 𝒑

𝑟
𝑚,𝑖 − 𝒍𝑏𝑏𝑟

)
− 𝒑𝑜𝑖

)
(».11)

berechnet werden. Befindet sich das VTOL nur im Sichtbereich des mittleren
Reflektors, kann eine Gierwinkelmessung nicht durchgeführt werden. Da dies
jedoch nur über sehr kurze Zeiträume beim Start und der Landung auftritt,
kann hier eine rein inertiale Stützung des Gierwinkels durchgeführt werden.

Um die Genauigkeit der Lokalisierung weiter zu verbessern, wird eine Fusion
mit Inertialsensorik in einem Kalman-Filter durchgeführt. Dieser fusioniert die
Positionsmessung 𝒑𝑜

𝑜𝑏,𝑚
sowie die Gierwinkelmessung 𝜓𝑜

𝑏,𝑚
. Outlier werden

durch einen Mahalanobisdistanz-Test, wie im Anhang A.1 erläutert, entfernt.

4.3.5 Ergebnisse

Es werden im Folgenden zwei Reihen von Flugexperimenten präsentiert. Zum
einen Testflüge mit einem Motion-Capture System zur Evaluation der Genau-
igkeit und zum anderen realistische Realflugtests in schlechten Sichtbedingun-
gen. Hierfür wurde das Indoorflugsystem leicht modifiziert, wie im Folgenden
kurz erläutert.

Hardwareaufbau

Für die folgenden Flugexperimente wurde die Flugplattform aus Abschnitt «.2
leicht modifiziert, wie in Abbildung ».» links dargestellt. Der RISK Radar-
sensor wurde so montiert, dass er nach unten zeigt. Zusätzlich zeigt auch
eine visuelle Kamera nach unten. Diese wird jedoch nur zur Visualisierung
verwendet. Als Embedded-Computer wird das Up-Core eingesetzt.
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» Start- und Landemanöver in schwierigen Bedingungen

Experimentelle Ergebnisse mit Motion-Capture

Zur Evaluation der Lokalisierungsgenauigkeit wurden Testflüge im Bereich
von 1−2 m oberhalb der Landeplattform im Motion-Capture Lab durchgeführt.
Ein Überblick des Versuchsaufbaus ist in Abbildung ».» auf der rechten Seite
gezeigt. Mit Hilfe des Motion-Capture Systems liegt dabei eine exakte Referenz
vor.

Abbildung ».5 zeigt die Flughöhe (oben) sowie die Fehlernorm der Position
(Mitte) sowie den absoluten Gierwinkelfehler (unten). Im Bereich zwischen
12 − 25 s wurde bei einer konstanten Höhe die horizontale Position variiert.
Eine Evaluation kann durchgeführt werden, indem die Messungen der Positi-
on 𝒑𝑜

𝑜𝑏,𝑚
sowie des Gierwinkels 𝜓𝑜𝑏,𝑚 mit der Referenz verglichen werden.

Trotz vereinzelter Outlier beim Positionsfehler beispielsweise bei 3,5 s bleibt
der Fehler mit einer mittleren Fehlernorm von 6 cm sehr klein. Der Gierwinkel
zeigt dagegen größere Fehler mit einem mittleren Fehlerbetrag von 3,8◦. Dieser
wird durch den, im Verhältnis zur 𝑦𝑜-Achse, um circa den Faktor drei größeren
Fehler in der 𝑥𝑜-Achse verursacht (4,7 cm versus 1,6 cm). Während der Azi-
mut Winkel durch ein virtuelles Antennenarray von acht Antennen sehr genau

Motion Capture TestflügeHardwareaufbau –Ansicht von unten

FMCW Radar Onboard Kamera Landeplattform

Reflektoren

Motion Capture 

System

Abbildung 4.4: Modifizierte Flugplattform (links) und Testflug für Evaluation mit Motion-Capture
(rechts) nach Doer et al. [175].
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Abbildung 4.5: Evaluation des absoluten Positionsfehlers (oben) und Gierwinkelfehlers (unten)
mittels Motion-Capture Referenz.

geschätzt werden kann, ist die Genauigkeit des Elevationswinkel auf Grund
von nur zwei Antennen eingeschränkt. Daraus folgt eine schlechtere Schätzung
der 𝑥𝑜-Achse, was sich auch in der Gierwinkelmessung zeigt. Die Genauigkeit
der 𝑧𝑜-Achse wird im Wesentlichen durch die Schrittweite der Distanz FFT,
siehe Unterabschnitt 2.«.2, bedingt. Der FMCW-Radarsensor wurde mit der
besten Distanzgenauigkeit parametrisiert, was zu einer Schrittweite von 4 cm
führt. Durch die Mittelung der drei Messungen ergibt sich eine Verbesserung
des 𝑧𝑜-Achsenfehlers, der hier einen mittleren absoluten Fehler von 1,7 cm
annimmt. Diese Ergebnisse zeigen, dass die Navigationsstützung im kritischen
Bereich direkt oberhalb der Landeplattform sehr genau ist, was eine äußert
präzise Landung ermöglicht, wie im nächsten Abschnitt demonstriert.
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» Start- und Landemanöver in schwierigen Bedingungen

Experimentelle Ergebnisse Sporthalle

Eine Demonstration des Radar-basierten Systems zur Start- und Landestützung
wird mittels vier Testflügen in schlechten Sichtbedingungen demonstriert. Die-
se wurden in einer Sporthalle durchgeführt, wobei schlechte Sichtbedingen mit
einer Nebelmaschine erzeugt worden sind. Zwei Aufnahmen bei einer Höhe
von circa 0,5 m und 3 m sind in Abbildung ».6 gezeigt. Trotz der schlechten
Sichtbedingungen waren alle Testflüge erfolgreich.

Die Testflüge wurden vollständig autonom durchgeführt wobei die folgende
Flugführung, motiviert durch das Szenario aus Abbildung 1.1, angewendet
wurde. Start bis in eine definierte Höhe, anschließend wird die Mission durch
Hovern über einen Zeitraum von 10 s durchgeführt und anschließend die Prä-
zisionslandung ausgeführt. Die Landung erfolgt zunächst mit einer Geschwin-
digkeit 1 m/s. Bei einer Höhe von 1 m oberhalb der Landeplattform erfolgt
eine Hoverphase, bis die horizontale Abweichung unterhalb einer definierten
Schwelle ist. Anschließend erfolgt die Landung. Es wurden die Höhen 2 m und
3 m als Zielhöhe evaluiert.

Abbildung ».7 zeigt in der oberen Reihe die Radarscans mit Kamerabildoverlay
und in der unteren Reihe das Ergebnis der Landeplattform-Detektion. Dabei
zeigt die linke Spalte einen Flug bei guten Sichtbedingungen. Trotz der teils

Höhe 0,5 m über Landeplattform Höhe 3 m über Landeplattform

Abbildung 4.6: Testflüge in schlechten Sichtbedingungen bei einer Höhe von 0,5 m (links) und
3 m (rechts). Die Flugplattform ist mit der gestrichelten Box markiert.
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Radarscan-Rohdaten

Landeplattform-Detektion

Höhe: 1m Höhe: 1,25m Höhe: 3m

Radarscan

Detektion Reflektor: Links         Mitte         Rechts

Abbildung 4.7: Kameraoverlay mit den Radarscans (oben) sowie dem Ergebnis der Landeplatt-
formdetektion (unten) nach Doer et al. [175].

verstreuten Messungen des Radarscans, kann die Landeplattform unabhängig
der Sichtbedingungen korrekt detektiert werden.

Eine Analyse der geschätzten Position von Flug 4 ist in Abbildung ».8 darge-
stellt. Hierbei sind die Positionsmessungen des Radars in blau dargestellt und
das Ergebnis der Fusion mit Inertialsensorik in Rot. Die geschätzte Position
zeigt einen sehr glatten Verlauf, wobei vereinzelte Outlier entfernt wurden.

4.4 Thermalkamera-basiertes Start-und
Landesystem

In diesem Abschnitt wird ein System für Start und Landemanöver mit Hilfe von
einer Thermalkamera und einem FCMW Radar realisiert. Dieses System wur-
de in Doer et al. [17»] veröffentlicht. Im Gegensatz zum rein Radar-basierten
System aus Abschnitt ».«, bietet die Kombination beider Sensoren eine höhere
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Abbildung 4.8: Plot der Radar-Positionsmessungen (blau) und der Kalman-Filter-Position von
Flug 4 nach Doer et al. [175].

Genauigkeit und weitaus größere Detektionsreichweiten. Obwohl Thermalka-
meras hochpreisig sind, werden sie bei vielen Anwendungen, zum Beispiel
bei der Fernaufklärung von Vegetation [11] oder bei Such- und Rettungsmis-
sionen [«8], auf VTOLs eingesetzt. Daher bietet sich die Verwendung der
Thermalkamera auch für Start- und Landemanöver an, da diese bereits auf
dem Fluggerät integriert ist. Das entwickelte System ist in Abbildung ».9 ab-
gebildet. Es besteht aus einer 1 × 1 m großen Plattform in die Thermalmarker
integriert sind. Das VTOL, in diesem Fall die Flugplattform, verfügt über eine
Thermalkamera sowie einen FMCW-Radar. Beide Sensoren sind dabei nach
unten ausgerichtet. Das System ist aktiv, das heißt es wird eine Spannungsquel-
le benötigt, um die Thermalmarker zu betreiben. Hierfür wird jedoch nur eine
geringe Leistung benötigt und limitiert somit mobile Anwendungen nicht. Die
im Versuch verwendete Hardware besitzt eine Leistungsaufnahme von 10 W.
Die Bestandteile des Start- und Landesystems werden im Folgenden näher
beschrieben.
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Thermalkamera & 

FMCW Radar nach
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Start- und 

Landeplattform

Stromversorgung

Abbildung 4.9: Thermalkamera-basiertes Start- und Landesystem

4.4.1 Thermalmarker

Die Detektion von Markern in visuellen Bildern wurde bereits sehr umfang-
reich erforscht. Weit verbreitet sind quadratische Marker, zum Beispiel ArU-
co [116] oder April Tag [151], da diese Marker auch eine ID integrieren,
ähnlich wie ein QR-Code. Unter der Annahme, dass jede Marker ID nur ein-
mal in der Umgebung existiert, kann jede Detektion einem realen Marker
eindeutig zugeordnet werden. Im Gegensatz zu den QR-Code Markern, wur-
den auch kreisförmige Marker wie zum Beispiel WhyCon [75] oder Blobs [15]
vorgeschlagen. Diese Familie von Markern kann jedoch keine ID im Marker
encodieren.

Im Gegensatz zu visuellen Markern werden Thermalmarker durch Temperatur-
gradienten im Thermalbild sichtbar. Um den Herstellungsaufwand möglichst
gering zu halten, wurden komplexe Marker wie April Tag [151] und Why-
con [75] im Folgenden nicht betrachtet. Stattdessen wurden ArUco und Blobs
näher analysiert, da diese aus den beiden Gruppen am wenigsten Rechenzeit
benötigen und somit auch auf dem Up-Core Embedded-Computer echtzeitfä-
hig sind [17»].

Eine umfangreiche Evaluation der ArUco Marker Familie DICT_»X»_1000
hat ergeben, dass der Marker mit der ID 17 die beste Detektionsperformance
aufweist. Hierbei wurden nur Marker evaluiert, die auch als Thermalmarker
realisierbar sind. Experimentell wurde die Anzahl an erfolgreichen Detektio-
nen in einem Datensatz, bei dem die Distanz und Blickwinkel variiert wur-
den, bestimmt. Marker ID 17 hat dabei die beste Performance erreicht und
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» Start- und Landemanöver in schwierigen Bedingungen

wird daher hier verwendet. Anschließend wurden die maximalen Detektions-
reichweiten in Bezug auf die Markergröße für diesen Marker bestimmt, siehe
Tabelle ».1.

Blobs sind verbundene Gruppen von Pixeln mit ähnlichen Eigenschaften [15].
Typische Eigenschaften sind die Größe, gleicher Intensitätswert, Rundheit und
Konvexität. Insbesondere kreisförmige Blobs lassen sich sehr gut als Thermal-
marker mittels einer Wärmequelle realisieren.

Kernbestandteil der Thermalmarker ist ein Peltierelement. Diese erzeugt bei
angelegter Spannung eine Temperaturdifferenz zwischen der Ober- und Unter-
seite. Mit Hilfe eines passiven Hochleistungskühlkörpers, der an der Rückseite
angebracht wurde, kann eine Temperaturdifferenz zur Umgebungstemperatur
hergestellt werden. So erzeugt die Oberseite des Peltierelements einen deut-
lichen Kontrast im Thermalbild unabhängig von der eigentlichen Umgebung-
stemperatur.

Ein Peltierelement mit Kühlkörper ist in Abbildung ».10 auf der linken Seite
dargestellt. Die Oberseite kann mit dem Blob-Detektor sehr robust auch auf
große Distanz detektiert werden. Detektionsreichweiten von mehr als 25 m
konnten experimentell nachgewiesen werden.

Der ArUco Marker ID 17 wurde, wie auch das Kalibrierboard der Thermal-
kamera aus Unterabschnitt «.1.«, mit einer beheizten Aluplatte sowie einer
Holzschablone realisiert, wie in Abbildung ».10 in der Mitte und rechts dar-
gestellt. Durch den Kühlkörper auf der Rückseite des Peltierelements wird
die Aluplatte relativ zur Umgebungstemperatur geheizt. Die Thermalmarker
sind in Abbildung ».11 in einem visuellen Bild (links) sowie im Thermalbild
(rechts) gezeigt. Bereits geringe Temperaturgradienten von wenigen Grad sind
ausreichend für einen deutlichen Kontrast.

Markergröße Maximale Detektionsreichweite

10 cm 5 m

15 cm 8 m

20 cm 10 m

25 cm 12 m

Tabelle 4.1: Markergröße versus maximale Detektionsreichweite von ArUco Marker ID 17 nach
Doer et al. [17»].
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Peltier-Element

Kühlkörper

Alu-PlatteHolz-Maske Abstandshalter Kühlkörper

Peltier-

Thermalmarker
ArUco-Thermalmarker 

(Vorderseite)

ArUco-Thermalmarker 

(Rückseite)

Matte Oberfläche Peltier-Element

Abbildung 4.10: Entwickelte Peltier-Thermalmarker (links) sowie ArUco-Thermalmarker (Mitte
und rechts).

Thermalbild

ArUco-Thermalmarker

Peltier-

Thermalmarker

Start- und Landeplattform

ID 0 ID 1

ID 2

Mitte

Abbildung 4.11: Entwickelte Start-und Landeplattform oben mit Thermalmarkertypen und IDs
sowie einem korrespondierenden Thermalbild (unten rechts) nach Doer et al. [17»].

4.4.2 Entwurf der Start-und Landeplattform

Ziel beim Entwurf der Start- und Landeplattform ist eine möglichst große
Detektionsreichweite. Hier wurden mindestens 15 m gewählt [17»]. Wie in
Tabelle ».1 hätte dies sehr große ArUco Marker (> 25 cm) zur Folge. Da die
benötige Heizleistung proportional zum Flächeninhalt des Markers ist, sollte
diese möglichst klein sein, um ein energieeffizientes System zu realisieren.
Blobs können zwar keine ID integrieren, liefern aber auch bei sehr geringem
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Energieaufwand ein hohe Detektionsreichweite. Ist jedoch nur ein Blob im
Sichtbereich der Thermalkamera, zum Beispiel bei einer geringen Flughöhe,
ist eine Assoziation des Blobs nicht möglich. Daher wurde beim Entwurf
der Landeplattform ein hybrider Ansatz verfolgt, der einen kleinen ArUco
Marker mit drei Peltier-Thermalmarkern kombiniert. Dabei wurde der ArU-
co Thermalmarker zentral angeordnet und bietet so bei geringen Flughöhen
bis zur Landung die Möglichkeit einen Marker mit eindeutiger Assoziation
im Sichtbereich zu haben. Die drei Peltier-Thermalmarker wurden für eine
robuste Stützung des Gierwinkels maximal weit auseinander angeordnet. Ab-
bildung ».11 zeigt die Landeplattform im oberen Teil als visuelles Bild sowie
unten rechts das korrespondierende Thermalbild.

Unter Einbeziehung des Sichtbereichs der Thermalkamera von ß5◦×73◦, siehe
Tabelle «.1, kann der Sichtbereich der Start- und Landeplattform aufgestellt
werden. Dies ist in Abbildung ».12 skizziert. Dabei ist der Sichtbereich des
ArUco Markers in hellblau und der Sichtbereich aller Blob-Marker in dunkel-
blau eingefärbt. Durch den unterschiedlichen Sichtbereich der beiden Achsen
ergibt sich bei der Seitenansicht ein schmalerer Sichtbereich. Dennoch wird
mit der entworfenen Plattform in 10 m eine Ellipse mit einer Nebendiagonalen
von knapp 5 m erreicht. Dies ist größer als die Standardgenauigkeit von GPS
in Open Sky Bedingungen [10«]. Somit ist ein Anflug mit GPS möglich, da
lediglich eine Genauigkeit von circa 5 m benötigt wird.

4,6 m

𝑥𝑜𝑧𝑜 𝑦𝑜
𝑦𝑜 𝑧𝑜 𝑥𝑜

Sichtbereich aller

Thermalmarker

Sichtbereich ArUco

Thermalmarker

3,8 m

8,8 m

2 m

1 m

5 m

10 m

Frontansicht Seitenansicht

Abbildung 4.12: Sichtbereich der Start- und Landeplattform auf Basis der verwendeten Thermal-
kamera.
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4.4.3 Detektion der Landeplattformmarker

Wie im Abschnitt ».».2 motiviert, wurde ein Entwurf unter Minimierung des
Energieverbrauchs angestrebt und daher ein möglichst kleiner ArUco Ther-
malmarker eingesetzt. In Abhängigkeit der Flughöhe ergeben sich dadurch die
drei verschiedenen Modi der Landeplattformdetektionȷ

• Detektionsmodus 1 (geringe Flughöhenȷ < 1 m)ȷ Nur Detektion des
ArUco Markers, da die Peltier-Thermalmarker aus dem Sichtbereich
verschwinden.

• Detektionsmodus 2 (mittlere Flughöhenȷ 1 m - 4 m)ȷ Detektion des ArU-
co Markers und der drei Peltier-Thermalmarker.

• Detektionsmodus 3 (größere Flughöhenȷ >4 m)ȷ Detektion von Blobs
für alle Thermalmarker, da auch der ArUco Marker nur robust als Blob
detektierbar ist.

Die drei Detektionsmodi sind in Abbildung ».1« veranschaulicht. Da die Höhe
über der Landeplattform durch den nach unten gerichteten Radar gemessen
wird, ist der Detektionsmodus eindeutig bestimmbar.

Ziel ist es anschließend, den ArUco Thermalmarker sowie die Peltier-Ther-
malmarker im Bild zu finden und ihrer ID, siehe Abbildung ».11, zuzuordnen.
Im Detektionsmodus 1 und 2 wird dafür zunächst der ArUco Detektor [116]
angewendet. Anschließend erfolgt eine Detektion von Blobs-Features [15] was
eine Liste an Features mit Bildkoordinaten 𝒑px

= [𝑢, 𝑣] liefert.

Höhe < 1 m Höhe 1 m – 4 m Höhe > 4 m

Modus: ArUco Modus: ArUco & Blobs Modus: Blobs

Abbildung 4.13: Veranschaulichung der drei Detektionsmodi in Abhängigkeit der Flughöhe
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Zunächst erfolgt die Projektion der Bildkoordinaten 𝒑px in homogene Kame-
rakoordinaten �̃�c∗

�̃�c∗
= K−1

[
𝑢 𝑣 1

]𝑇
(».12)

mit der intrinsischen Kameramatrix K. Anschließend werden Linsenverzer-
rungen entfernt, wobei das Fisheye-Linsenmodell [15] angewendet wird. Dies
resultiert in den korrigierten homogenen Kamerakoordinaten 𝒑c∗. Mit der ge-
messenen Höhe über Landeplattform ℎ𝑧 , können die korrigierten homogenen
Kamerakoordinaten in die Kartesische-Koordinaten 𝒑𝑐 projiziert werdenȷ

𝒑𝑐 = ℎ𝑧 𝒑c∗. (».1«)

Schließlich erfolgt eine Transformation ins stabilisierte Koordinatensystem mit
Hilfe der Roll- und Nickwinkel des Navigationsfilters aus der Navigationslö-
sungȷ

𝒑𝑠𝑐 = C𝑠𝑏

(
C𝑏𝑐 𝒑

𝑐 − 𝒍𝑏𝑏𝑐

)
. (».1»)

Gleichungen (».12) - (».1») werden für alle detektieren Blobs angewendet.
Anschließend erfolgt die Detektion der Landeplattform mittels eines Geome-
triemodells, dass in Abbildung ».1» skizziert ist. Unter der Annahme, dass
die Landeplattform zur Erdbeschleunigung ausgerichtet ist, also die 𝑧𝑜-Achse
parallel zur Erdbeschleunigung ist, kann das Matching in 2D erfolgen. Ziel
ist, den mittleren Marker sowie die drei äußeren ihrer ID zuzuordnen. Im
Detektionsmodus 1 und 2 ist dies durch die Detektion des ArUco-Markers
gelöst. Ein Matching kann dann durch die Evaluation der Distanzen 𝑑0, 𝑑1 und
𝑑2 sowie der Winkel 𝛼01, 𝛼02 und 𝛼12 durchgeführt werden. Hierzu wird der
Fehler der Distanzen 𝑑𝑖 und Winkel 𝛼𝑖 für die projizierten Blobkoordinaten
𝒑𝑠 zur realen Landeplattform bestimmt. Liegen die Abweichungen innerhalb
empirisch ermittelter Grenzen (𝑎 für 𝑑𝑖 und 𝛽 für 𝛼𝑖) wird das Matching als
erfolgreich betrachtet. Die Modellgrenzen 𝑎 und 𝛽 führen zu den in grün mar-
kierten Bereichen in Abbildung ».1». Im Modus 3 dagegen, wird das zuvor
beschriebene Verfahren für alle Blobfeatures iteriert. Bei mehr als einem va-
liden Matching, wird das mit dem geringsten Distanzfehler ausgewählt. Auf
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Abbildung 4.14: Geometriemodell der Landeplattform genutzt für das Matching

Basis des Landplattform Matchings, wird die relative Lokalisierung, wie im
folgenden Abschnitt beschrieben, durchgeführt.

4.4.4 Navigationsstützung

Im Folgenden werden zwei Verfahren zur Lokalisierung präsentiert und an-
schließend evaluiert [17»]ȷ

• Posenschätzung 1ȷ Lösung des Perspective-n-Point (PnP) Problem [12«].

• Posenschätzung 2ȷ Schätzung der Position und des Gierwinkels gestützt
durch die globalen Roll- und Nickwinkel sowie der Radarhöhe.

Die Lösung des PnP-Problems zur Bild-basierten Posenschätzung ist sehr weit
verbreitet und wird auch durch OpenCV [15] unterstützt. Dazu werden mindes-
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tens drei Paare aus Bild-Welt-Punkt Korrespondenzen benötigt. Minimierung
des Rückprojektionsfehlers liefert die Pose in sechs Freiheitsgraden. Die Ge-
nauigkeit der Posenschätzung skaliert dabei mit dem Abstand der Bildpunkte.
Je größer diese, desto genauer die Posenschätzung, da die Detektion der Fea-
tures in der Regel hier auf ganzzahlige Pixel genau ist. Besonders schwierig
für dieses Verfahren sind daher Szenen, in denen alle Bildpunkte sehr nahe
beieinanderliegen. Da die Landeplattform nur 1 × 1 m groß ist, ergeben sich
schwierige Szenen bereits ab circa 3 m [17»]. Daher wurde mit der Posenschät-
zung 2 ein weiteres Verfahren entwickelt [17»].

Die Posenschätzung 2 nutzt zusätzlich zu den Bildpunkten der Landeplattform
auch die Höhe über dieser mit Hilfe des Radaraltimeters. Zusätzlich wird ange-
nommen, dass der Roll- und Nickwinkel des VTOLs bereits mit ausreichender
Güte durch die Navigationslösung verfügbar ist. Somit reduziert sich die Posen-
schätzung auf die Position 𝒑𝑜

𝑏
und dem Gierwinkel 𝜓𝑜𝑏. Es wird ein ähnlicher

Ansatz wie beim Radar-basierten System, siehe Unterabschnitt ».«.», verfolgt.
Zunächst wird der Gierwinkel berechnet. Unter der Annahme, dass die Lande-
plattform zu den Achsen des Navigationskoordinatensystems ausgerichtet ist,
wie in Abbildung ».1» dargestellt, können die einzelnen Gierwinkelmessungen
𝜓𝑖 aufgestellt werdenȷ

𝜓𝑐0 = atan2(𝑝𝑠ID0,𝑦 − 𝑝
𝑠
Mitte,𝑦 , 𝑝

𝑠
ID0,𝑥 − 𝑝

𝑠
Mitte,𝑥), (».15)

𝜓𝑐1 = atan2(𝑝𝑠ID1,𝑦 − 𝑝
𝑠
Mitte,𝑦 , 𝑝

𝑠
ID1,𝑥 − 𝑝

𝑠
Mitte,𝑥), (».16)

𝜓𝑐2 = atan2(𝑝𝑠ID2,𝑦 − 𝑝
𝑠
Mitte,𝑦 , 𝑝

𝑠
ID2,𝑥 − 𝑝

𝑠
Mitte,𝑥), (».17)

wobei werden die Bildpunkte der IDs 0−2 sowie der mittlere Marker mit (».1»)
ins stabilisierte Koordinatensystem transformiert wurden. Mittelung über alle
Messungen ergibt die Gierwinkelmessung 𝜓𝑜𝑏,𝑚ȷ

𝜓𝑜𝑜𝑏,𝑚 =
1

3

2∑︁

𝑖=0

𝜓𝑐𝑖 . (».18)

Somit kann die Messung der globalen Pose für jede ID {0, 1, 2,Mitte} unter
Nutzung der globalen Markerposition 𝒑𝑜{0,1,2,M} aufgestellt werden

𝒑𝑜
𝑜𝑏,{0,1,2,Mitte} = C𝑜𝑏

(
C𝑏𝑐 𝒑

𝑐
{0,1,2,M} − 𝒍𝑏𝑏𝑐

)
− 𝒑𝑜{0,1,2,M} , (».19)
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wobei die finale Messung der globalen Pose 𝒑𝑜
𝑜𝑏,𝑚

wieder über Mittelung aller
Messungen erfolgtȷ

𝒑𝑜𝑏,𝑚 =
1

4

∑︁

𝑖∈{0,1,2,M}
𝒑𝑜𝑜𝑏,𝑖 . (».20)

Analog zum Radar-basierten System, werden die Messungen der Position
𝒑𝑜
𝑜𝑏,𝑚

und des Gierwinkel 𝜓𝑜𝑏,𝑚 mit den Messdaten der IMU in einem
Kalman-Filter fusioniert. Hierbei wird ein Mahalanobis Test, wie im Anhang
A.1 erläutert, durchgeführt, um Outlier herauszufiltern.

4.4.5 Ergebnisse

Im Folgenden werden die Ergebnisse erst mittels Simulation und anschließend
mit Realfügen mit Motion-Capture sowie in schlechten Sichtbedingungen prä-
sentiert.

Simulation

Eine Verifikation des Ansatzes wurde zunächst in Simulation durchgeführt.
Dabei wurde eine realitätsnahe Simulation mit Gazebo [7«], wie in Unterab-
schnitt «.2.2 beschrieben, durchgeführt. Eine Visualisierung der Simulation
ist in Abbildung ».15 links dargestellt. Ein Vergleich zwischen dem simu-
lierten und einem realen Thermalbild ist in Abbildung ».15 in der Mitte und
rechts gezeigt. Hierbei zeigt die Simulation eine realistische Darstellung der
Landeplattform. Während die maximale Detektionsreichweite in der Simula-
tion bei circa 10 m liegt, wird mehr als 15 m beim realen System erreicht.
Da die Peltierelemente als Leuchtquelle im Thermalbild erscheinen, wird in
der Simulation lediglich eine passive Struktur simuliert. Die Sensordaten der
IMU sowie das Flugverhalten wurden realistisch parametrisiert. Zwei Simula-
tionssetups analysieren dabei verschiedene Aspekte der Navigationsstützung.
Der Treppenflug evaluiert die Genauigkeit in Abhängigkeit der Höhe und der
Kreisflug die Performance bei Variation der horizontalen Position nahe der
Detektionsgrenze.
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Snapshot Simulation Simuliertes Thermalbild Reales Thermalbild

Abbildung 4.15: Simulation (links) mit simulierten Thermalbild (Mitte) und zum Vergleich ein
reales Thermalbild (rechts) basierend auf Doer et al. [17»].

Beim Treppenflug wird ein stufenförmiges Höhenprofil abgeflogen, das den
Bereich 1 − ß m abdeckt. Alle drei Sekunden wird dabei die nächste Stufe
eingestellt, wie in Abbildung ».16 oben dargestellt ist. Die beiden Posenschät-
zungsansätze erzielen unterschiedliche Positionsfehler, wie Abbildung ».16 in
der Mitte zu erkennen ist. Insbesondere bei Höhen oberhalb 4 m zeigen sich
beim Ansatz 1 Positionsfehler etwa um den Faktor 10 größer als beim Ansatz
2. Die Fehler beider Ansätze skalieren mit der Höhe, daher zeigen sich im Be-
reich um 30 s die größten Positionsfehler. Eine Analyse der Gierwinkelfehler
ist im unteren Bereich von Abbildung ».16 dargestellt. Hierbei erzielen beide
Ansätze eine ähnliche Genauigkeit. Unter 1 m Höhe (im Bereich von 6 s oder
60 s wird nur der ArUco Marker zur Lokalisierung genutzt, da die Peltiermar-
ker nicht vollständig im Sichtbereich sind. Da dann die Bildpunkte sehr nahe
beieinanderliegen, ergibt sich eine schlechtere Schätzung des Gierwinkels.

Das zweite Simulationsszenario testet das Gesamtsystem nahe der Detekti-
onsgrenze. Hierzu wird ein vollständiger Flug gemäß dem Szenario von Ab-
bildung 1.1 simuliert. Es folgt zunächst ein Start bis in eine Höhe von 8 m,
anschließend wird ein kreisförmiger Pfad mit Radius 2 m mittig oberhalb der
Landeplattform abgeflogen und schließlich gelandet. Die Draufsicht auf den
Flugpfad ist in Abbildung ».17 oben abgebildet. Während des kreisförmigen
Fluges wird der Gierwinkel so eingeregelt, dass die Flugplattform immer in
Bewegungsrichtung zeigt. Dadurch wird der volle Gierwinkelbereich getestet.
Während des gesamten Fluges konnte die Pose erfolgreich mit dem Ansatz 2
geschätzt werden, wie in Abbildung ».17 unten gezeigt ist. Dabei wird eine
mittlere Positionsfehlernorm von 0,13 m sowie ein mittlerer Gierwinkelfehler-
betrag von 0,35◦ erreicht.
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Abbildung 4.16: Simulationsszenario mit treppenförmigem Höhenprofil nach Doer et al. [17»]

Hardwareaufbau

Die folgenden Flugexperimente wurden mit der leicht modifizierten Flugplatt-
form aus Unterabschnitt ».«.5, siehe Abbildung ».18 links, durchgeführt. Dabei
wurde die Thermalkamera nach unten ausgerichtet montiert. Es wird wieder
das Up-Core als Embedded-Computer eingesetzt.

Experimentelle Ergebnisse mit Motion-Capture

Analog zur Evaluation des Radar-basierten Systems wurde ein Testflug mit
Motion-Capture Referenzdaten im Bereich 0, 5−2 m oberhalb der Landeplatt-
form ausgeführt. Mit Hilfe der Motion-Capture Referenz können die Schätz-
fehler der Pose exakt ausgewertet werden wie in Abbildung ».19 analysiert.
Hierbei wurde das Höhenprofil, siehe Abbildung ».19 oben, abgeflogen. Zwi-
schen 22 − 40 s wurde dabei die gleiche Höhe gehalten und die horizontale
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Abbildung 4.17: Simulationsszenario mit kreisförmigen Flug in 8 m Höhe nach Doer et al. [17»]

Position variiert. Analog zur Simulation wird auch hier die Position und der
Gierwinkelfehler der beiden Posenschätzungsansätze evaluiert.

Beide Ansätze erzielen eine hohe Genauigkeit bei der Positionsschätzung. So
erreicht die Posenschätzung 1 eine mittlere Positionsfehlernorm von 0,15 m
und der Ansatz 2 von 0,11 m. Unterschiede zeigen sich vor allem bei der
Gierwinkelschätzung. Ansatz 1 erzielt dabei einen mittleren Gierwinkelfehler
von 3,2◦ während Ansatz 2 mit 0,5◦ einen deutlich geringeren Fehler erreicht.

Experimentelle Ergebnisse Sporthalle

Eine Evaluation des Gesamtsystems wurde mit 10 autonomen Testflügen in
einer Sporthalle durchgeführt. Dabei wurde die gleiche Flugführung wie auch
bei den Testflügen des Radar-basierten Systems genutzt. Die Hover Höhe wurde
dabei zwischen 2−5 m variiert und ist durch die Höhe der Hallendecke limitiert.
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».» Thermalkamera-basiertes Start-und Landesystem

Motion Capture TestflügeHardwareaufbau –Ansicht von unten

FMCW Radar Thermalkamera Landeplattform Motion Capture System

Abbildung 4.18: Modifiziertes Indoorflugsystem (links) und Evaluation mit Motion-Capture
(rechts) basierend auf Doer et al. [17»].
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Abbildung 4.19: Evaluation mit Motion-Capture
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» Start- und Landemanöver in schwierigen Bedingungen

Da die Posenschätzung 2 eine deutlich bessere und robustere Posenschätzung
liefert, wurde diese eingesetzt. Einer der Testflüge in guten Sichtbedingungen
ist in Abbildung ».20 auf der linken sowie bei schlechten Sichtbedingungen
auf der rechten Seite dargestellt. Die korrespondierenden Thermalbilder sind
unten abgebildet, wobei das jeweils linke Bild das rohe Thermalbild und das
rechte das Ergebnis der Landeplattformdetektion zeigt. Die Detektion ist sehr
robust und auch die Hitzequelle der Nebelmaschine beeinflusst die Detektion
nicht. Alle 10 Testflüge waren erfolgreich, was die Robustheit des Systems
unter Beweis stellt.

Nebelmaschine

Gute Sichtbedingungen Schlechte Sichtbedingungen

Thermalbild Dektionsergebnis Thermalbild Dektionsergebnis

Abbildung 4.20: Testflüge bei guten (links) und schlechten Sichtbedingungen (rechts) mit dem
Input Thermalbild (jeweils links) sowie dem Ergebnis der Landeplattformdetektion (rechts).
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4.5 Fazit

In diesem Kapitel wurden zwei Systeme zur Navigationsstützung für präzise
Start- und Landemanövern für VTOLs präsentiert. Eine Übersicht beider Sys-
teme ist in Abbildung ».21 gegeben und Tabelle ».2 vergleicht die wichtigsten
Kriterien.

Beide Systeme weisen die gleiche Größe der Start- und Landeplattform auf
und wurden mit Testflügen erfolgreich demonstriert. Das Radar-basierte Sys-
tem kommt mit einer rein passiven Landeplattform aus, weist nur eine geringe
CPU Nutzung auf und kann mit günstiger Sensorik umgesetzt werden. Die
Detektionsreichweite sowie die Genauigkeit der Posenschätzung ist jedoch
schlechter. Das Radar-Thermalkamera-basierte System dagegen erzielt eine
deutlich bessere Performance bei der Detektionsreichweite und Posenschät-
zung. Es benötigt dafür jedoch eine aktive Landeplattform, weist eine höhere
CPU Nutzung auf und ist durch die Thermalkamera deutlich teurer.

Abbildung 4.21: Übersicht des Radar-basierten (links) und des Thermalkamera-basierten (rechts)
Systems zur Start- und Landestützung.
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» Start- und Landemanöver in schwierigen Bedingungen

Kriterium Radar Thermalkamera und Radar

Schlechte Sichtbedingungen ja ja

Größe Landeplattform 1 m × 1 m 1 m × 1 m

Art der Landeplattform passiv aktivȷ 𝑃 = 10 W

Genauigkeit Positionschätzung gut sehr gut

Genauigkeit Gierwinkelschätzung mittel sehr gut

Maximale Detektionsreichweite ca. 5 m ca. 15 m

Echtzeitfähig auf Up-Core ja ja

CPU Nutzung gering hoch

Maximale Detektionsrate 20 Hz 10 Hz

Kosten Sensorik günstig teuer

Gewicht Sensorik 50 g 50 g + 80 g

Tabelle 4.2: Vergleich der Start- und Landesystemeȷ Radar-basiert versus Thermalkamera-
basiertes System.

Beide Systeme ermöglichen autonome Start- und Landemanöver der motivier-
ten Szenarien nach Abbildung 1.1 auch in schlechten Sichtbedingungen, wie
umfangreich demonstriert wurde. Somit wird das Ziel, Verfahren für Start-
und Landemanöver zu entwickeln, die auch bei schlechten Sichtbedingungen
autonome Flüge ermöglichen, erreicht.
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5 Radar-inertiale Navigation

Robuste und akkurate Navigation auch in schlechten Sichtbedingungen ist eine
Voraussetzung autonomer Flugmissionen, beispielsweise für Such- und Ret-
tungsmissionen aber für Anwendungen wie die Lieferung und Navigation in
Umgebungen ohne GNSS-Empfang. Radar wird auf Grund der Robustheit
gegenüber Umwelteinflüssen wie zum Beispiel Regen, Schnee, Nebel oder
Dunkelheit bereits sehr lange im Luftfahrtbereich eingesetzt [91]. Dieses Ka-
pitel stellt die Radar-inertiale Navigation vor und stellt eine Zusammenfassung
der Veröffentlichungen Doer et al. [178, 179, 181, 182] dar. Abbildung 5.1
zeigt den Systemaufbau mit den wichtigsten Komponenten. Mit den Messda-
ten der IMU wird die Propagation durchgeführt sowie das Barometer-Update.
Die Radar-Trigger-Signale markieren den Start eines Radarscans und lösen
die Zustandserweiterung aus. Die Scans der Radarsensoren werden zunächst
von der Eigengeschwindigkeitsschätzung verarbeitet, woraus sich die Radar-
Eigengeschwindigkeit 𝒗𝑟radar mit zugehöriger Kovarianz Pradar ergibt. Auf Ba-
sis der Inlier der Eigengeschwindigkeitsschätzung, also der statischen Objekte
des Radarscans, wird mit Hilfe der Gierwinkelschätzung die Gierwinkelmes-
sung 𝜓𝑜radar generiert. Die Fusion wird mit einem Error-State-Kalman-Filter,
siehe Abschnitt 2.2.2 im Grundlagen-Kapitel, implementiert. Im Folgenden
wird zunächst die Radarscanverarbeitung (gelbe Blöcke) näher beschrieben
und anschließend das Navigationsfilter (blau gestrichelter Block) präsentiert.
Es erfolgt die Evaluation der Radarscanverarbeitung sowie des Gesamtsys-
tems mit Hilfe einer umfassenden Sammlung an Realdatensätzen sowie der
Demonstration der Online-Navigation von UAS.
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5 Radar-inertiale Navigation

IMU

Radar N

Radar 1

Eigengeschwindigkeits-
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Gierwinkel-
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Radarscan

𝝍radar𝒐

Abbildung 5.1: Blockdiagramm des Radar-inertialen Navigationssystems mit Sensordaten (grün),
dem Navigationsfilter (blau gestrichelt) mit dessen wichtigsten Komponenten (blau), und der
Radarscanverarbeitung (gelb).

5.1 Verwandte Arbeiten

Navigation ohne GNSS-Empfang

Die Navigation in Umgebungen ohne GNSS-Empfang wurde bereits sehr in-
tensiv erforscht. Ein sehr bekannter Ansatz ist die Visuelle-inertiale Odometrie
(VIO), die beispielsweise auch die Navigation von UAS ermöglicht [12, ««,
110]. Eine Analyse der Open-Source VIO-Pipelines von Delmerico et al. [««]
zeigt, dass von den untersuchten Ansätzen VINS [110] die beste Genauigkeit
erreicht. VIO-Ansätze sind jedoch auf eine gut beleuchtete Szene angewiesen
und können, wie im Abschnitt «.1.1 experimentell gezeigt, nicht bei schlechten
Sichtbedingungen eingesetzt werden. VINS wird jedoch im folgenden Kapitel
zum Vergleich zur Radar-inertialen Navigation in guten Sichtbedingungen mit
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5.1 Verwandte Arbeiten

evaluiert. So kann ein Vergleich zu einem etablierten VIO-Verfahren durchge-
führt werden.

Navigation in dunklen Umgebungen kann beispielsweise durch den Einsatz
von Lidar ermöglicht werden. So fusioniert [158] die Daten eines Laserscan-
ners mit Inertialsensorik, was zu einer sehr genauen Bewegungsschätzung und
Kartierung der Umgebung führt. Wie jedoch in Abbildung «.1 gezeigt, kön-
nen Laserscanner in schlechten Bedingungen, wie zum Beispiel Nebel, nicht
eingesetzt werden.

Inspiriert von VIO, wurde thermale-inertiale Odometrie (TIO) vorgeschla-
gen [«2, 69, 72, 126, 160]. Da Thermalbilder nicht von schlechten Sichtbe-
dingungen wie Dunkelheit oder Nebel beeinflusst werden, stellt TIO einen
vielversprechenden Navigationsansatz dar. Herausfordernd sind jedoch die so-
genannten Non-Uniformity-Corrections (NUCs) der Thermalkameras sowie
Szenen mit geringen Temperaturgradienten. NUCs sind regelmäßige Selbst-
kalibierroutinen der Thermalkamera, um beispielsweise ein Aufwärmen des
Sensors zu korrigieren. Während einer NUC (bis zu 0,75 s) stellen Thermal-
kameras keine Bilder bereit. Zusätzlich weisen insbesondere Szenen innerhalb
von Gebäuden häufig geringe Temperaturgradienten auf. Dies führt zu Bildern
mit wenig markanten Strukturen. Beide Gegebenheiten führen dazu, dass reine
TIO-Ansätze nicht für ein robustes Navigationssystem genutzt werden können.

Radar-basierte Navigation

Die Verwendung von Radar zeigt in Szenarien schlechter Sichtbedingun-
gen den vielversprechendsten Ansatz, wie in Abbildung «.1 gezeigt ist. Zu-
sätzlich ist Radar sehr robust gegenüber Witterungsbedingungen [91] und
wird daher in Automotive Anwendungen bereits seit langem für Fahreras-
sistenzsysteme eingesetzt [«»]. Auch beim autonomen Fahren wird Radar
eine entscheidende Rolle zugesprochen [«»]. Eigenbewegungsschätzung mit
Hilfe von Radar kann in drei Gruppen eingeteilt werdenȷ Scanmatching-
Ansätze [»–6, 20, 11«, 1«1], instantane-Ansätze [67, 68] und hybride Ansät-
ze [9,95]. Scanmatching-Ansätze sind sehr etabliert und wurden bereits zur Be-
wegungsschätzung mittels Laserscannern intensiv erforscht. Auf dieser Basis
wurden auch Scanmatching-Verfahren mit Radar entwickelt [»–6,20,11«,1«1].
Dabei werden Merkmalspunkte über mehrere Scans hinweg verfolgt und damit
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5 Radar-inertiale Navigation

die relative Posenänderung bestimmt [6,20,11«]. Alternativ kann der aktuelle
Scan auch gegen eine bestehende oder online erstellte Karte gematcht wer-
den [1«1]. Nachteilig bei Verfahren basierend auf Scanmatching ist die redu-
zierte Performance bei sehr dynamischer Bewegung und sich stark ändernden
Szenen. Ein Verfolgen von Features über mehrere Scans hinweg ist dann nicht
mehr möglich und die Bewegungsschätzung verliert stark an Genauigkeit. Da-
her wird im Rahmen dieser Arbeit ein instantaner Ansatz verfolgt.

Instantane Ansätze ermöglichen die Schätzung der Radar-Eigengeschwindig-
keit auf Basis eines einzelnen Radarscans. Dabei wird die Richtung sowie die
Dopplergeschwindigkeit zu jedem detektierten Objekt genutzt, um die Eigen-
geschwindigkeit zu berechnen. Ein Verfolgen von markanten Punkten über
mehrere Scans wird nicht benötigt. Kellner et al. [67] präsentierten dies zu-
nächst für die zweidimensionale Geschwindigkeitsschätzung für automotive
Anwendungen. In [68] wird eine Erweiterung für den Fall mehrerer Radar-
sensoren beschrieben. Durch die Verwendung von Radarsensoren, die vorne
und hinten am Fahrzeug angebracht sind, kann neben der zweidimensionalen
Eigengeschwindigkeit auch die Gierrate geschätzt werden. Hierfür sind min-
destens zwei Radarsensoren notwendig und ein möglichst großer Hebelarm,
also Abstand zwischen den Radarsensoren, ist wichtig für eine ausreichend
genaue Schätzung der Gierrate [67]. Im Rahmen dieser Arbeit liegt der Fokus
jedoch auf «D-Navigation weshalb eine Stützung mit zweidimensionaler Eigen-
geschwindigkeit und Gierrate nicht ausreichend ist. Zudem sind Hebelarme,
die größer als 1 m sind, auf kleinen Fluggeräten nicht umsetzbar. Die Schät-
zung der dreidimensionalen Geschwindigkeit aus Dopplermessungen wurde
bereits in der Meteorologie zur Sturmmessung eingesetzt [10, 22]. Mit Hilfe
der Dopplermessungen von benachbarten Sturmzellen kann so die dreidimen-
sionale Geschwindigkeit der Hauptsturmzelle geschätzt werden [10]. Dabei
wird ein lineare Least-Squares Ansatz eingesetzt. In dieser Arbeit wird darauf
aufbauend die Eigenbewegungsschätzung durchgeführt.

Weiterhin kann Radar-basierte Bewegungsschätzung bezüglich der eingesetz-
ten Radarsensoren eingeteilt werdenȷ Einstrahl-Radarsensoren [111, 112],
Scanning-Radarsensoren [», 20, 107] und Single-Chip-mmWave-Radarsen-
soren [6, 76, 86]. Quist et al. [111, 112] nutzen einen Einstrahl-FMCW-
Radarsensor für die Navigation eines Luftfahrzeugs. Eine Winkelmessung
ist mit solch einem Radarsensor nicht möglich. Durch horizontale Bewegung
eines Luftfahrzeugs über dem Boden kann jedoch die Geschwindigkeit aus den
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5.1 Verwandte Arbeiten

akkumulierten Messungen bestimmt werden [112]. Dies ist jedoch nur bei rein
horizontaler Bewegung möglich und ist daher für Szenarien in Innenräumen
oder mit vertikaler Bewegung nicht einsetzbar. Scanning-Radarsensoren sind
analog zu Laserscannern aufgebaut. So wird ein Radarsensor mit sehr engem
Sichtbereich horizontal rotiert, um einen Scan der Umgebung zu erstellen.
Da diese Art von Sensor recht groß ist, werden diese nur für automotive An-
wendungen eingesetzt [», 20, 107]. Single-Chip-mmWave-Radarsensoren sind
am vielversprechendsten bezüglich der in dieser Arbeit betrachteten Szenari-
en. Mit Hilfe von mehreren Sende- und Empfangsantennen können «D-Scans
der Umgebung mit einem statischen Sensor erzeugt werden. Diese Senso-
ren sind erst seit wenigen Jahren verfügbar und daher Gegenstand aktueller
Forschung [6, 76, 86].

Radar-inertiale Navigation

Die Fusion mit Inertialsensorik hat sich als sehr gewinnbringend herausgestellt
und nutzt die komplementären Eigenschaften der verwendeten Sensoren aus.
So sind die Messdaten einer IMU mit einer hohen Rate verfügbar (> 200 Hz),
unabhängig von der Umgebung und Infrastruktur. Auf Grund sich ändern-
der Offsets der Beschleunigungs- und Drehratensensoren insbesondere bei
den eingesetzten MEMS-IMU, akkumuliert sich sehr schnell ein Positionsfeh-
ler. Radar-basierte Bewegungsschätzung biete dagegen zwar eine niedrigere
Messrate (20 Hz) und benötigt Struktur in der Umgebung, die Messungen sind
allerdings frei von Offsets. Die Fusion von Radar und Inertialsensorik, so-
genannte Radar-inertiale Odometrie (RIO), ermöglicht ein Navigationssystem
mit hoher Rate und Genauigkeit. Dies ermöglicht die Schätzung der «D-Pose
mit sechs Freiheitsgraden [6,76,86]. Kramer et al. [76] nutzten einen optimie-
rungsbasierten Ansatz über ein gleitendes Fenster. Der Fokus liegt jedoch auf
der Schätzung der Geschwindigkeit und nicht auf der Schätzung der vollen
Navigationslösung. Lu et al. [86] verwenden Deep Neural Nets (DNN) für das
Scanmatching und zur Zustandsschätzung. Almalioglu et al. [6] setzen Recur-
rent Neural Nets (RNN) für das Scanmatching und einen Kalman-Filter für die
Zustandsschätzung ein.

Wie in Abschnitt 1.« motiviert, soll in dieser Arbeit die online Navigation auf
Rechenplattformen mit sehr begrenzten Ressourcen ermöglicht werden. Dies
schließt die Ansätze [6,86] aus, da die neuronalen Netze zusätzliche Ressourcen
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5 Radar-inertiale Navigation

benötigen. Alle drei Verfahren [6, 76, 86] benötigen eine exakte Kalibrierung
des Radarsensors bezüglich der Translation und Rotation zum Bodyframe (de-
finiert durch die IMU). Dies erfordert eine händische Kalibrierung des Setups.
Des Weiteren verwenden [6, 76, 86] nur einen einzelnen Radarsensor. Je nach
Umgebung und Charakteristik ist die Verwendung mehrerer Radarsensoren
jedoch sehr vorteilhaft in Bezug auf Robustheit und Genauigkeit.

Fazit

Keine der in der Literatur beschriebenen Ansätze erfüllt alle geforderten An-
forderungen gemäß der definierten Ziele aus Abschnitt 1.«. So können visuelle
Ansätze nicht in schlechten Sichtbedingungen eingesetzt werden. Auf Grund
der Größe und Qualität des Radarscans eignen sich nur Single-Chip-Radar-
sensoren für den betrachteten Anwendungsfall der Navigation von Fluggerä-
ten. Für eine robuste Bewegungsschätzung auch bei hoher Dynamik wird der
Ansatz der instantanen Geschwindigkeitsschätzung in dieser Arbeit weiter-
entwickelt. Es wird im Folgenden ein neuartiger Ansatz zur Radar-inertialen
Navigation beschrieben. Dabei wird der Stand der Technik von Radar-basierten
Stützinformation weiterentwickelt umȷ

• Ein robustes RANSAC-basiertes instantanes Schätzverfahren, um die
«D Radar-Eigengeschwindigkeit mit einem einzelnen Radarscan exakt
zu bestimmen [178].

• Die Generierung von Radar-Gierwinkelmessungen basierend auf Man-
hattan-Welt-Annahmen, die nach Initialisierung mittels eines einzelnen
Radarscans zur Verfügung stehen [181].

Die Radar-basierten Stützinformationen werden dann mittels eines neu entwi-
ckelten Navigationsfilters mit Inertial- und Barometersensordaten fusioniert,
das die folgenden Eigenschaften aufweist [178, 179, 181,182]ȷ

• Die Fusion von Inertialsensordaten und Radar-basierten Stützinforma-
tionen erfolgt mittels eines Error-State-Kalman-Filters.

• Die robuste Verarbeitung der latenzbehafteten Radar-basierten Stützin-
formationen wird mit Hilfe von Stochastic Cloning gelöst.
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5.2 Radar-Eigengeschwindigkeitsschätzung

• Die online Kalibrierung der Transformation zwischen dem Koordina-
tensystem der IMU und des Radarsensors als Teil des Filterzustandes
durchgeführt.

• Der Ansatz ist generalisiert für eine frei konfigurierbare Anzahl an Ra-
darsensoren.

• Der entwickelte Ansatz ermöglicht die robuste und exakte Navigation in
Innenräumen als auch außerhalb von Gebäuden in urbanen Gebieten in
guten und schlechten Sichtbedingungen.

• Die Demonstration für die online Navigation eines UAS mit einem
Embedded-Computer auch bei schlechten Sichtbedingungen beweist die
praktische Anwendbarkeit des entwickelten Systems.

Umfassende Evaluationen der Teilkomponenten als auch des Gesamtsystems
in Simulation und Realdatensätzen werden im Laufe des Kapitels präsentiert.
Die Demonstration der online Navigation erfolgt mit zwei autonomen Flügen
unter guten sowie schlechten Sichtbedingungen.

5.2 Radar-Eigengeschwindigkeitsschätzung

Dieser Abschnitt beschreibt die Radar-Eigengeschwindigkeitsschätzung. Mit
Hilfe von Richtungsinformationen und Doppler-Geschwindigkeitsmessungen
aus dem Radarscan kann diese mit einem einzelnen Radarscan berechnet wer-
den. Hierfür wird zunächst das Messmodell erläutert und Lösungsmöglich-
keiten mit Least-Squares-Methoden diskutiert. Das Messmodell wird dann
mit Hilfe eines robusten RANSAC-basierten Verfahrens erweitert und an-
schließend um eine nachfolgende Optimierung mit einer Orthogonal Distance
Regression (ODR) verbessert. Die hier aufgeführte Radar-Eigengeschwindig-
keitsschätzung wurde zuvor in den Publikationen Doer et al. [178,180] veröf-
fentlicht.
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Abbildung 5.2: Radar-Eigengeschwindkeitsschätzung in einer statischen Szene (links) und einer
realistischen Szene mit dynamischen Objekten (rechts).

5.2.1 Messmodell

Abbildung 5.2 zeigt auf der linken Seite einen Radarscan bestehend aus fünf
statischen Objekten mit den Positionen 𝒑𝑟𝑖 . Der Radarsensor bewegt sich
von links nach rechts mit der Geschwindigkeit 𝒗𝑟 . Dadurch ergeben sich die
Doppler-Geschwindigkeiten 𝑣𝑑,𝑖 , durch schwarze Pfeile gekennzeichnet.

Es folgt für die Dopplergeschwindigkeit 𝑣𝑑,𝑖 des 𝑖-ten Scanpunktes bei einer
Radar-Eigengeschwindigkeit 𝒗𝑟 ȷ

−𝑣𝑟𝑑,𝑖 =
𝒑𝑟𝑖

| | 𝒑𝑟
𝑖
| | ◦ 𝒗

𝑟
= 𝒓𝑟𝑖 · 𝒗𝑟 = 𝑟𝑟𝑥,𝑖𝑣𝑟𝑥 + 𝑟𝑟𝑦,𝑖𝑣𝑟𝑦 + 𝑟𝑟𝑧,𝑖𝑣𝑟𝑧 . (5.1)

Die Dopplergeschwindigkeit im Radar wird relativ zum Objekt gemessen.
Da die Radar-Eigengeschwindigkeit geschätzt werden soll, muss diese negiert
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werden. Ist ein Radarscan mit 𝑁 Objekten gegeben, ergibt (5.1) in Matrixform
das Messmodellȷ



−𝑣𝑟d,1
−𝑣𝑟d,2
...

−𝑣𝑟d,𝑁



=



𝑟𝑥,1 𝑟𝑦,1 𝑟𝑧,1

𝑟𝑥,2 𝑟𝑦,2 𝑟𝑧,2
...

...
...

𝑟𝑥,𝑁 𝑟𝑦,𝑁 𝑟𝑧,𝑁





𝑣𝑟𝑥

𝑣𝑟𝑦

𝑣𝑟𝑧


︸                                            ︷︷                                            ︸

𝒚𝑟 = H 𝒗𝑟

. (5.2)

5.2.2 Lösung mit Least-Squares

Bei 5.2 handelt es sich um ein lineares Schätzproblem. Unter der Annah-
me, dass es sich bei dem Messrauschen der Dopplergeschwindigkeiten 𝑣𝑟

𝑑

um Gaußsches Rauschen handelt, kann die optimale Lösung mittels Least-
Squares [102] berechnet werden. Dies erfolgt durch die Moore-Penrose-
Pseudoinverse mittels [102]ȷ

�̂�𝑟 =
(
H𝑇H

)−1
H𝑇 𝒚𝑟 . (5.«)

Neben der Radar-Eigengeschwindigkeitsschätzung �̂�𝑟 ist auch deren Unsicher-
heit für die nachfolgende Datenfusion wichtig. Nach [51] kann die Kovarianz-
matrix P𝑟 ∈ R3×3 durch

P𝑟 =
(𝒆𝒆𝑇 ) (H𝑇H)−1

dim(𝒚𝑟 ) − 3
, (5.»)

𝒆 = H𝒗𝑟 − 𝒚𝑟 (5.5)

abgeschätzt werden. Mit Hilfe des Messmodells (5.2) kann somit die Radar-
Eigengeschwindigkeit �̂�𝑟 mit korrespondierender Kovarianz P𝑟 auf Basis ei-
nes einzelnen Radarscans geschätzt werden. Somit ist kein Scan-Matching
notwendig, was dieses Verfahren auch bei hoher Dynamik sehr robust macht,
da eine sich stark ändernde Szene kein Problem darstellt. Robuste Bewegungs-
schätzung mit Scan-Matching funktioniert dagegen am besten bei geringen
Änderungen der Szene zwischen nachfolgenden Scans, damit Objekte über
möglichst viele Scans verfolgt werden können.
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5.2.3 Lösung mit RANSAC-Least-Squares

Abbildung 5.2 zeigt auf der rechten Seite eine realistische Umgebung. Hier
liegt ein Outlier, verursacht durch einen Messfehler (Objekt 1) sowie ein dy-
namisches Objekt (Objekt «) vor. Diese können durch Mehrwegereflexionen
oder auch Ghosting entstehen. Eine naive Lösung mit (5.«) würde hier eine
suboptimale Lösung erzeugen, da alle Objekte genutzt werden würden. Daher
wird das Verfahren weiterentwickelt, wie in Doer et al. [178] veröffentlicht.

Random Sample and Consenus (RANSAC) mit der Anwendung auf Least-
Squares Parameterschätzung wurde von [»0] vorgeschlagen. RANSAC-basierte
Verfahren sind sehr robust, auch gegenüber einem hohen Anteil an Outliern. Es
handelt sich hierbei um einen iterativen Ansatz. In jeder Iteration wird zufalls-
basiert eine Stichprobe gezogen, die Modellparameter mittels der Stichprobe
gelöst und alle Messungen bezüglich Inlier oder Outlier klassifiziert. Dies wird
mehrmals wiederholt, wobei die Lösung mit dem größten Inlieranteil als finale
Inliermenge bezeichnet wird. Die Anzahl an Iterationen 𝑛, die benötigt wer-
den, um bei einer definierten Outlier-Wahrscheinlichkeit 𝑝(Outlier) mit einer
Wahrscheinlichkeit 𝑝(Erfolg) die wahren Inlier zu identifizieren, lautet [»0]ȷ

𝑛 =
log (1 − 𝑝(Erfolg))
log

(
1 − 𝑝𝐾 (Inlier)

) =
log (1 − 𝑝(Erfolg))

log
(
1 − (1 − 𝑝(Outlier))𝐾

) , (5.6)

wobei 𝐾 die Anzahl an benötigten Messungen ist, um das Modell zu lösen.

Angewendet auf die Radar-Eigengeschwindigkeit ergibt sich der «-Point
RANSAC-LSQ Ansatz [178]. Es werden mindestens drei Messungen be-
nötigt, um (5.2) zu lösen. Diese werden zufällig ausgewählt, um 𝒗𝑟Hypthese zu
bestimmen. Anschließend werden alle Messungen hinsichtlich Inlier oder Out-
lier evaluiert. Hierfür wird der Fehler 𝒆 aus (5.5) für jede Messung aufgestellt.
Ist der Fehlerbetrag |𝒆 | in allen Dimensionen unter einem Schwellwert, wird
die Messung als Inlier klassifiziert. Das Verfahren ist sehr effizient. Bei einer
Outlier-Wahrscheinlichkeit von 30 % können die Inlier mit einer Wahrschein-
lichkeit von ßß,ß % in nur 17 Iterationen nach (5.6) korrekt identifiziert werden.
Im letzten Schritt werden (5.«) - (5.5) mit den als Inlier klassifizierten Mes-
sungen berechnet. Liegt die resultierende geschätzte Unsicherheit P𝑟 oberhalb
eines Schwellwerts, wird die Messung als Outlier klassifiziert und nicht weiter
verarbeitet.
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5.2.4 Lösung mit RANSAC-ODR

Als finalen Schritt der Eigengeschwindigkeitsschätzung kann eine nichtlineare
Optimierung in Form einer Orthogonal Distance Regression (ODR) durchge-
führt werden, wie von Kellner et al. im 2D-Fall vorgeschlagen wurde [67].
Die ODR berücksichtigt Unsicherheiten des Messmodells, was hier die abneh-
mende Güte der Winkelschätzung in Abhängigkeit des Azimut- und Elevati-
onswinkels ist. Wie in (2.18) verdeutlicht, ist die Winkelschätzung nahe 0◦

am besten und verschlechtert sich asymptotisch gegen ß0◦ [59]. Die Lösung
von (5.«) modelliert den Azimut- und Elevationswinkel jedoch als fehlerfrei.
ODR ermöglicht es mittels einer Gewichtung die Winkelunsicherheit auch im
Messmodel zu berücksichtigen. Die Lösung aus der RANSAC-LSQ, siehe Ab-
schnitt 5.2.«, wird dabei als initiale Lösung genutzt und mit ODR verbessert.
Hierzu wird ODRPACK [1«] als Toolbox verwendet. Neben der verbesserten
Radar-Eigengeschwindigkeit �̂�𝑟 umfasst das Ergebnis auch die Kovarianzma-
trix P𝑟 . Dabei kann P𝑟 in geschlossener Form aus der ODR-Lösung bestimmt
werden [1«].

5.2.5 Ergebnisse

Die Evaluation der Radar-Eigengeschwindigkeitsschätzung erfolgt im Folgen-
den zunächst in Simulation, um die drei Verfahren zu vergleichen. Anschlie-
ßend erfolgt eine umfangreiche Demonstration mit Realläufen.

Simulation

Die Radar-Eigengeschwindigkeitsschätzung wird in diesem Abschnitt mittels
einer realitätsnahen Simulation evaluiert. Dies wird in Form von Monte-Carlo
Simulationen durchgeführt. Für jeden Durchlauf wird erst eine dreidimen-
sionale Radar-Eigengeschwindigkeit innerhalb eines definierten Intervalls aus
einer Gleichverteilung gezogen. Anschließend wird ein Radarscan erstellt. Die
Größe des Radarscans, also die Anzahl an Scan-Punkten, wird aus einer Nor-
malverteilung N(𝜇, 𝜎) gezogen, wobei der Mittelwert 𝜇 und die Varianz 𝜎
mittels der Realdatensätze bestimmt wurde. Für jedes Element des Radar-
scans wird der Azimut- und Elevationswinkel aus einer Gleichverteilung über
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Kenngröße Wert

Größe Radarscan 𝜇 = 40, 𝜎 = 15

Sichtbereich Azimut und Elevation 120◦

Messrauschen Azimut und Elevation 𝜎1 = 1◦, 𝜎2 = 10◦

Quantisierung Azimut und Elevation 2,8◦

Messrauschen Dopplergeschwindigkeit 0,05 m/s
Quantisierung Dopplergeschwindigkeit 0,125 m/s
Outlier-Wahrscheinlichkeit 5 %

Tabelle 5.1: Wichtige Kenngrößen der Radar-Eigengeschwindigkeitssimulation

den gesamten Sichtbereich von 120◦ gezogen. Auf Basis einer ebenfalls von
einer Gleichverteilung gezogenen Distanz, können die Kartesischen Koordina-
ten aller Scanobjekte berechnet werden. Unter Verwendung von (5.1) werden
die Dopplergeschwindigkeiten aller Scan-Punkte aufgestellt. Dies resultiert im
Referenzscan, der keine Messfehler aufweist. Um Realitätstreue zu erzielen,
wird Messrauschen und die Radarsensorcharakteristik modelliert, um aus dem
Referenzscan die Messung zu erzeugen. Hierzu wird additives Gaußsches Rau-
schen zur Messung der Distanz und der Dopplergeschwindigkeit hinzugefügt.
Die Messung des Azimut- und Elevationswinkels wird ebenfalls mit additiven
Gaußschen Rauschen beaufschlagt, das jedoch proportional zum gemessenen
Winkel zunimmt. Das Messrauschen 𝜎𝑚 des Azimut- und Elevationswinkel
wird daher mittels 𝜎𝑚 = 𝜎1 + 𝜎2 sin(𝜃) in Abhängigkeit des gemessenen
Winkels 𝜃 bestimmt. Damit wird die Charakteristik des realen Radarsen-
sors hinsichtlich der Winkelmessungsgenauigkeit modelliert. Der verrauschte
Azimut- und Elevationswinkel sowie die verrauschte Dopplergeschwindigkeit
werden abschließend noch quantisiert. Hierbei wird die gleiche Schrittweite
wie beim realen Sensor verwendet. Abschließend wird der Radarscan mit einer
definierten Wahrscheinlichkeit mit Outliern versehen. Aus den verrauschten
Messwerten für Azimut, Elevation, Distanz und Dopplergeschwindigkeit wird
schließlich die Messung des Radarscan erstellt. Kenngrößen der eingesetzten
Simulation sind in Tabelle 5.1 zusammengefasst.

Die Simulation wurde für zwei Szenarien durchgeführt. Das Szenario langsam
weist dabei eine maximale Geschwindigkeit von 2 m/s auf und deckt damit
die Dynamik von Fußgängern sowie langsamen UAS-Flügen ab. Das Szenario
schnell, weist eine maximale Geschwindigkeit von 20 m/s auf und evaluiert da-
mit die Bewegung bei dynamischen Manövern oder dem Streckenflug größerer

7»



5.2 Radar-Eigengeschwindigkeitsschätzung

UAS. Die Simulation wird mit Monte-Carlo Läufen durchgeführt, wobei für
jeden Durchlauf die Referenz-Radar-Eigengeschwindigkeit aus einer Gleich-
verteilung mit definiertem Maximum (je nach Szenarioȷ 2 m/s oder 20 m/s) ge-
zogen wird. Zusätzlich wird der Radarscan auf Basis davon erstellt, verrauscht
und anschließend von der Radar-Eigengeschwindigkeitsschätzung prozessiert.
Dies wurde für 100 000 Durchläufe ausgeführt und für jeden Durchlauf der
Geschwindigkeitsfehlerbetrag berechnet.

Es werden die drei Ansätze der Geschwindigkeitsschätzung verglichenȷ

• Naive-LSQȷ Lösung mittels naiver LSQ unter Verwendung aller Objekte
des Radarscans, wie in Abschnitt 5.2.2 beschrieben.

• RANSAC-LSQȷ Lösung mittels RANSAC-LSQ zum Ausschließen von
Outliern, wie in Abschnitt 5.2.« erläutert.

• RANSAC-ODRȷ Lösung mittels RANSAC-ODR mit nachträglicher Op-
timierung des RANSAC-LSQ Ergebnisses, wie in Abschnitt 5.2.» prä-
sentiert.

Abbildung 5.« zeigt das Histogramm des Geschwindigkeitsfehlers für das Sze-
nario langsam (links) sowie für das Szenario schnell (rechts). Im Szenario
langsam zeigt die Naive-LSQ mit 0,304 m/s einen deutlich höheren mittle-
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Abbildung 5.3: Fehlerhistogramm des Geschwindigkeitsfehlerbetrags für das Szenario langsam
(links) und schnell (rechts) für die drei Ansätze Naive-LSQ, RANSAC-LSQ, RANSAC-ODR. Die
gestrichelten Linien markieren den Mittelwert des jeweiligen Geschwindigkeitsfehlerbetrags.
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ren Fehler als die beiden RANSAC-Verfahren (RANSAC-LSQȷ 0,131 m/s und
RANSAC-ODRȷ 0,12ß m/s). Zwischen der RANSAC-LSQ und der RANSAC-
ODR zeigen sich beim Szenario langsam nur sehr geringe Unterschiede des
Fehlers. Im Szenario schnell, erzielt die RANSAC-ODR mit 0,84 m/s das beste
Ergebnis, dicht gefolgt von der RANSAC-LSQ mit 0,87 m/s. Wie auch schon
beim Szenario langsam erzielt die Naive-LSQ mit einem mittleren Fehler von
1,4 m/s das schlechteste Ergebnis. Insgesamt zeigt sich beim Szenario schnell
ein größerer Geschwindigkeitsfehler. Da im Vergleich zum Szenario langsam
die maximale Geschwindigkeit um den Faktor zehn größer ist, ergeben sich
auf Grund der Winkelschätzungsungenauigkeiten und Quantisierungseffekte
größere Fehler der Geschwindigkeitsschätzung. Diese Unsicherheit der Win-
kelschätzung wird bei RANSAC-ODR modelliert, was zu einem besseren Er-
gebnis beim Szenario schnell führt. Die Verwendung des RANSAC-Verfahrens
stellt einen effektiven Weg dar, um Outlier zu entfernen. So verbessert die
RANSAC-LSQ den mittleren Geschwindigkeitsfehler um 57 % im Szenario
langsam und um 34 % im Szenario schnell. Die Optimierung mittels ODR er-
gibt nur bei höheren Geschwindigkeiten (> 2 m/s) eine leichte Verbesserung.
So erzielt die RANSAC-ODR im Szenario schnell einen um 3 % niedrigeren
Fehler.

Evaluation mit Motion-Capture

Die Radar-Eigengeschwindigkeit wird in diesem Abschnitt mit Realläufen
evaluiert. Dafür wurde die Multi-Sensorplattform aus Abschnitt «.1 leicht
modifiziert, indem der nach vorne gerichtete RISK-Radarsensor durch den
AOP-Sensor ersetzt wurde. Der AOP-Sensor weist den gleichen Sichtbereich
in Azimut und Elevation (120◦) auf und erzielt daher bessere Ergebnisse insbe-
sondere bezüglich der 𝑧𝑏-Komponente. Die Realläufe wurden in einem Motion-
Capture-Lab aufgezeichnet und weisen daher eine sehr genaue Referenz auf.
Die Referenzgeschwindigkeit wurde für die fünf Datensätze mit Hilfe der Re-
ferenzposen und der Inertialsensordaten mittels einer Batch-Optimierung mit
der Toolbox vicon2gt [»7] berechnet. Dies resultiert in einer Referenz für
die Position, Lage und Geschwindigkeit des körperfesten Koordinatensystems.
Dies ermöglicht die Evaluation der Eigengeschwindigkeit. Dafür muss jedoch
die Radar-Eigengeschwindigkeit in das körperfeste Koordinatensystem trans-
formiert werden, was unter Anwendung von (6.«) erreicht wird. Auf Grund
des sehr kleinen Hebelarms von unter 0,1 m spielt das Messrauschen der Win-
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kelgeschwindigkeit 𝝎𝑏𝑚 keine maßgebliche Rolle. So würde ein Rauschen der
Winkelgeschwindigkeit von 0,5◦ zu einem Rauschen von 𝒗𝑤 = 0,00ß m/s füh-
ren. Da sich der Geschwindigkeitsfehler im Bereich von circa 0,13 m/s bewegt,
kann dies daher vernachlässigt werden.

Abbildung 5.» zeigt das Ergebnis für den Datensatz Mocap-Difficult und ver-
gleicht die drei verschiedenen Schätzverfahren. Wie in Abbildung 5.» zu er-
kennen ist, folgen alle drei Verfahren der Referenz sehr genau. Die Naive-LSQ
weist jedoch Outlier zum Beispiel bei 18 s oder 103 s auf, die bei den beiden
RANSAC-basierten Verfahren nicht auftreten. Zwischen der RANSAC-LSQ
und der RANSAC-ODR Lösung lassen sich im Plot fast keine Unterschie-
de feststellen. Alle drei Geschwindigkeitskomponenten weisen ein ähnliches
Verhalten bezüglich der Schätzung auf.

Zur weiteren Evaluation zeigt Abbildung 5.5 den Fehler zwischen der Refe-
renz und der geschätzten Geschwindigkeit für alle drei Verfahren. Zur besseren
Übersichtlichkeit ist die 𝑦𝑏-Achse auf den Fehlerbereich ±0,6 m/s begrenzt.
Insbesondere die 𝑦𝑏- und 𝑧𝑏-Achse zeigt einen deutlich höheren Anteil an
Outliern der Naiven-LSQ. Durch den RANSAC-Ansatz werden diese jedoch
effektiv entfernt. Die anschließende Optimierung durch die ODR führt jedoch
zu keiner erkennbaren Verbesserung. Daher weisen die blaue (RANSAC-LSQ)
und die grüne (RANSAC-ODR) den annähernd gleichen Fehlerverlauf auf. Das
sehr ähnliche Ergebnis zeigt sich auch bei Analyse des mittleren Geschwin-
digkeitsfehlerbetrags. So erzielt die Naive-LSQȷ 0,35 m/s, die RANSAC-LSQ
0,15 m/s und die RANSAC-ODR 0,15 m/s.

Für eine umfassende Evaluation wurden insgesamt fünf Datensätze prozessiert.
Diese weisen unterschiedliche Dynamiken auf, die maximale Geschwindigkeit
ist jedoch auf Grund der limitierenden Größe des Motion-Capture-Labs auf
circa 2,5 m/s begrenzt. Eine detaillierte Beschreibung erfolgt im Rahmen des
Kapitels 6 im Abschnitt 6.1.5. Der mittlere Geschwindigkeitsfehlerbetrag für
alle Datensätze und die drei Schätzverfahren sind in Tabelle 5.2 zusammen-
gefasst. Es zeigt sich im Schnitt eine Verbesserung des mittleren Geschwin-
digkeitsfehler bei Verwendung von RANSAC um 38 %. Die nachfolgende
Optimierung mit ODR erzielt in diesen Szenarien den gleichen mittleren Ge-
schwindigkeitsfehler. Dies spiegelt die Ergebnisse der Simulation wider, da es
sich auch hier um niedrige Geschwindigkeiten von unter 2,5 m/s handelt und
somit der Fehler der Winkelschätzung des Radarscans zu vernachlässigbaren
Geschwindigkeitsfehlern führt.
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Abbildung 5.4: Verläufe der Geschwindigkeitskomponenten des Datensatzes Mocap-Difficult für
die drei Schätzverfahren Naive-LSQ (rot), RANSAC-LSQ (blau) und RANSAC-ODR (grün) im
Vergleich zur Referenz (schwarz).

Die Analyse der mittleren Laufzeit zeigt die hohe Effizienz dieses Ansatzes.
So benötigt die RANSAC-LSQ für die Verarbeitung eines Radarscans durch-
schnittlich 0,3 ms auf dem Intel-NUC-i7 und 0,53 ms auf dem Up-Core. Im
Vergleich zur Naiven-LSQ, benötigt die RANSAC-LSQ zwar etwa die Vierfa-
che Laufzeit, was aber durch die Zunahme der Genauigkeit gerechtfertigt ist.
Auf Grund der nachfolgenden Optimierung bei der RANSAC-ODR, entsteht
hier die größte mittlere Laufzeit.
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Abbildung 5.5: Verläufe der Geschwindigkeitsfehlerkomponenten des Datensatze Mocap Difficult
für die drei Schätzverfahren Naive-LSQ (rot), RANSAC-LSQ (blau) und RANSAC-ODR (grün).

Datensatz Naive-LSQ RANSAC-LSQ RANSAC-ODR

MoCap Easy 0, 10 0, 07 0, 07

MoCap Medium 0, 16 0, 11 0, 11

MoCap Difficult 0, 35 0, 15 0, 15

MoCap Dark 0, 20 0, 15 0, 16

MoCap Dark Fast 0, 26 0, 15 0, 16

Mittelwert 0, 21 0, 13 0, 13

Mittlere Laufzeit (ms) 0,03 (0,12) 0,13 (0,53) 0,28 (1,48)

Tabelle 5.2: Evaluation des mittleren Geschwindigkeitsfehlerbetrags (m/s) der fünf Motion-
Capture Datensätze für die drei Schätzverfahren. Die mittlere Laufzeit für die Verarbeitung eines
Radarscans ist für das Intel-NUC-i7 und das Up-Core in Klammern angegeben.
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Metrik RANSAC-LSQ RANSAC-ODR

Mittelwert 𝝁 (m/s) [0,005 −0,003 −0,002] [0,005 −0,003 −0,003]

Standartabweichung 𝝈𝑟 (m/s) [0,06 0,0ß 0,10] [0,06 0,0ß 0,10]

Tabelle 5.3: Spezifizierung der Schätzfehler hinsichtlich des Mittelwerts und der Standardabwei-
chung für Realdaten.

Abschließend erfolgt die Evaluation hinsichtlich der stochastischen Beschrei-
bung des Geschwindigkeitsfehlers. Dabei werden sowohl Mittelwert als auch
die Standardabweichung der Geschwindigkeitsfehler aller drei Dimensionen
bestimmt. Im Schnitt über alle fünf Datensätze ergeben sich die Ergebnis-
se in Tabelle 5.«. Auch hier zeigt sich kein deutlicher Unterschied zwi-
schen RANSAC-LSQ und RANSAC-ODR sowohl beim Mittelwert als auch
der Standardabweichung. Beide Verfahren erzielen einen Mittelwert von ma-
ximal 0,005 m/s (in der 𝑥-Komponente). Daher wird die Eigengeschwin-
digkeitsschätzung als annähernd mittelwertfrei eingestuft. Die Analyse der
Standardabweichung zeigt im Schnitt 0,06 m/s (𝑥-Komponente), 0,0ß m/s
(y-Komponente) und 0,10 m/s (z-Komponente). Dies lässt sich durch den
Sichtbereich sowie den typischen Szenen der Datensätze erklären. Da der
Roll- und Pitch-Winkel der Plattform meist nahe 0◦ lag, ist das körperfeste-
Koordinatensystem und, auf Grund des Hardwareaufbaus auch das Radar-
Koordinatensystem, meist zur Erdbeschleunigung ausgerichtet. Somit sind auf
Grund der Szene, dem cica 10 × 10 m großen Motion-Capture-Lab, der Ra-
darscan horizontal viel stärker aufgespannt als vertikal. Dies führt zu einer
schlechteren Schätzung der z-Komponente im Vergleich zur x-Komponente.
Der AOP-Sensor weist einen Sichtbereich von 120◦ in Azimut auf. Dadurch
kann die x-Komponente besser als die y-Komponente geschätzt werden.

Die Werte für Mittelwert und Standardabweichung werden im weiteren Verlauf
der Arbeit zur realistischen Simulation des Radar-inertialen Navigationsfilters
mit Hilfe einer Normalverteilung N(0,𝝈𝑟 ) verwendet. Da im Bereich niedri-
ger Geschwindigkeiten kein klarerer Unterschied zwischen der RANSAC-LSQ
und RANSAC-ODR erkennbar ist, wird zum Sparen von Rechenzeit das effizi-
entere Verfahren RANSAC-LSQ bei Geschwindigkeiten unterhalb von 4 m/s
im weiteren Verlauf der Arbeit eingesetzt.
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5.« Radar-Gierwinkelschätzung

5.3 Radar-Gierwinkelschätzung

Neben der Eigengeschwindigkeitsmessung kann auch eine Gierwinkel-Schät-
zung mit Hilfe eines einzelnen Radarscans auf Basis von Manhattan-Welt
Annahmen durchgeführt werden. Dies wurde zunächst unter der Verwendung
von einem einzelnen Radar in Doer et al. [181] veröffentlicht und für Multi-
Radar-Setups mit Doer et al. [182] erweitert. Manhattan-Welt Annahmen wur-
den bereits erfolgreich im Bereich Computer Vision beispielsweise für einen
visuellen Kompass [29] oder zur Verbesserung der Rekonstruktion in Innen-
räumen [»1] eingesetzt.

Radar hat das fundamentale Messprinzip, dass der orthogonale Abstand zu
flächigen Objekten oder Ebenen mit glatter Oberfläche gemessen wird. Daher
kann, über den Azimut- und Elevationswinkel des Radarscan-Punktes, die La-
ge der Ebene relativ zum Radarsensor bestimmt werden. Abbildung 5.6 zeigt
dies anschaulich mit einem zweidimensionalen Beispiel. Mittels das Azimut-
Winkels 𝜃A,Ebene kann der Gierwinkel der Ebene 𝛾Ebene aufgestellt werden.
Unter Einbeziehung des Navigationsfilterzustands, siehe Unterabschnitt 5.».1,
kann die Lage sogar global bestimmt werden. Um diese Eigenschaft effek-
tiv zur Gierwinkel-Stützung einzusetzen, sind Annahmen an die Umgebung
notwendig.

5.3.1 Annahmen an die Umgebung

Die Umgebung wird als weitgehend konsistent mit einer zweidimensionalen
Manhattan-Welt angenommen. Das heißt, ebene Strukturen sind rechtwinklig
zueinander, wie in Abbildung 5.7 dargestellt. Dabei zeigt der linke Teil einen
Ausschnitt eines Grundrisses und der rechte Teil einen Ausschnitt des KIT

𝜃Ebene
Ebene

90° 𝛾Ebene
Radar

Scan Punkt𝑧𝑜
𝑦𝑜 𝑥𝑜

Abbildung 5.6: Radar-Charakteristik an Ebenen
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γ3𝑧𝑜
𝑦𝑜 𝑥𝑜 γ3γ4γ1

γ2

Image Landsat / Copernicus

Abbildung 5.7: Beispiel für Innenraum (links) und urbane Gebiete (rechts), die durch eine
Manhattan-Welt beschreibbar sind.

Campus. Alle Manhattan-Welt Winkel 𝛾𝑖 mit 𝑖 ∈ 1, 2, 3, 4 sind orthogonal
zueinander. Typische Manhattan-Welt Strukturen sind dabei vor allem Wände
sowohl in Innenräumen als auch in urbanen Teilen. Insbesondere in Innenräu-
men sind große, flächige Objekte wie beispielsweise Möbel auch in der Regel
parallel zu Wänden aufgestellt und folgen daher der Manhattan-Welt Annahme.

Des Weiteren wird angenommen, dass alle Manhattan-Welt-Objekte zur Erd-
beschleunigung ausgerichtet sind („im Wasser stehen“). Dies ist für bebaute
Strukturen in der Regel der Fall und daher ein wichtiges Kriterium. Neben
Wänden wird dies meist auch von Objekten wie Möbel, Fenster und Türen
erfüllt. Alle Objekte, die diese Annahmen erfüllen, werden im Folgenden
Manhattan-Welt-Objekte (MWO) genannt.

Wie in Abbildung 5.7 dargestellt, ist die Messung eines MWO nicht eindeutig,
da eine Zuordnung zu einem der vier globalen Manhattan-Welt Winkel 𝛾𝑖 nicht
möglich ist. Daher wird in dieser Arbeit die Ausrichtung der Manhattan-Welt
𝛾𝑚 mittels Modulo Operation

𝛾𝑚 = mod(𝛾𝑖 , ß0◦) (5.7)

durch das Intervall [0◦, ß0◦] begrenzt. Die Gierwinkelstützung nutzt den Inlier-
Radarscan aus der Geschwindigkeitsschätzung, da dieser die dynamischen Ob-
jekte sowie fehlerhafte Messungen durch den RANSAC-Ansatz nicht mehr auf-
weist. Es sind zwei Schritte notwendig, wie in Abbildung 5.8 illustriert ist. Zu-
nächst muss eine Initialisierung durchgeführt werden, um die Ausrichtung 𝛾𝑛0
der Manhattan-Welt bezüglich des Navigationskoordinatensystem zu bestim-
men. Anschließend können Gierwinkel-Messungen erzeugt werden, wobei der
aktuelle Filterzustand genutzt wird, um eine eindeutige Gierwinkelmessung zu
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Filterung

Initialisierung

Gierwinkel-Messung

nein

ja

MWO-Kandidaten

Inlier –
Radarscan

Filterzustand 𝜓𝑟𝑎𝑑𝑎𝑟𝑜

γ0𝑜
initialisiert?

Abbildung 5.8: Blockdiagramm Gierwinkelstützung mittels Manhattan-Welt Annahmen

erzeugen. Dies baut auf der Annahme auf, dass der Gierwinkelfehler kleiner als
45◦ ist, um die korrekte Zuordnung zum korrespondierenden Manhattan-Welt-
Winkel 𝛾𝑖 durchführen zu können. Da die Gierwinkeldrift typischerweise im
einstelligen Gradbereich liegt, wird dies als eine valide Annahme eingestuft.
Im Folgenden werden die Blöcke Filterung, Initialisierung und Gierwinkel-
Messung aus Abbildung 5.8 näher erläutert.

5.3.2 Vorfilterung des Radarscans

Die Filterung des Radarscans erfolgt in mehreren Schritten. Zunächst wird eine
Bewegungsrandbedingung gefordert, da beispielsweise bei der Initialisierung
während des Stillstandes keine neuen Informationen zur Umgebung gesam-
melt werden. Dann werden Objekte herausgefiltert, die ein zu schlechtes SNR
haben oder zu weit weg sind. Anschließend werden alle übrigen Radarscan-
Punkte bezüglich der Ausrichtung zur Erdbeschleunigung evaluiert. Hierfür
wird zunächst der Radarscan Punkt 𝒑𝑟 ins stabilisierte Koordinatensystem,
siehe Unterabschnitt 2.1, transformiert. Mit Hilfe von Roll 𝜃𝑜𝑏, Pitch 𝜙𝑜𝑏 und
der Rotation vom Radar zum körperfesten Koordinatensystem C𝑏𝑟 aus dem
Systemzustand (5.17) folgt für den Radarscan Punkt im stabilisierten Koordi-
natensystem 𝒑𝑠ȷ

𝒑𝑠 = C(𝜃𝑜𝑏, 𝜙𝑜𝑏) C𝑏𝑟 𝒑𝑟 . (5.8)
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Transformation in Kugelkoordinaten ergibtȷ

𝑟𝑠 =

√︃
𝑝𝑠𝑥 𝑝

𝑠
𝑥 + 𝑝𝑠𝑦 𝑝𝑠𝑦 + 𝑝𝑠𝑧 𝑝𝑠𝑧 , (5.9)

𝜃𝐴 = atan2(𝑝𝑠𝑦 , 𝑝𝑠𝑥), (5.10)

𝜙𝐴 = atan2(
√︃
𝑝𝑠𝑥 𝑝

𝑠
𝑥 + 𝑝𝑠𝑦 𝑝𝑠𝑦 , 𝑝𝑠𝑧). (5.11)

Der Radarscan Punkt wird folglich als Manhattan-Welt-Objekt-Kandidat
(MWO-Kandidat) eingestuft, falls

|𝜃𝐴 | − 𝜋/2 < 𝜃thresh (5.12)

gilt. Alle MWO-Kandidaten werden entweder zur Initialisierung oder zur Ge-
nerierung der Gierwinkelmessung eingesetzt.

5.3.3 Initialisierung

Da die Ausrichtung 𝛾𝑛0 der Manhattan-Welt bezüglich des Navigationskoordi-
natensystems zunächst unbekannt ist, muss diese initialisiert werden. Während
der Initialisierung wird der Gierwinkel nur durch Integration der Winkelge-
schwindigkeiten im Strapdown-Algorithmus berechnet. Da die Initialisierung
in der Regel nur 10−20 s dauert, kann die Gierwinkeldrift während dieser Zeit
vernachlässigt werden. Alle Kandidaten werden zunächst mit

𝒑𝑜 = C𝑜𝑏 C𝑏𝑟 𝒑𝑟 (5.1«)

ins Navigationskoordinatensystem transformiert werden. Mit Hilfe von (5.10)
wird der Kandidaten-Winkel 𝜃𝐴,𝑠 berechnet. Abbildung 5.9a zeigt die Kan-
didaten-Winkel über einen Zeitraum von 10 s wobei alle drei Radarsensoren,
wie in Abbildung «.« gezeigt, verwendet wurden.

Anschließend wird das Histogramm der Kandidaten-Winkel berechnet. Für
ein robusteres Ergebnis wird dieses anschließend so verschoben, dass das
Maximum bei 45◦ liegt. Hierbei wird mittels des Modulo-Operators der Wer-
tebereich entsprechend begrenzt. Das verschobene Histogramm ist in Abbil-
dung 5.9b gezeigt.
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Abbildung 5.9: Schritte der Manhattan-Winkel-Initialisierung nach Doer et al. [182]

Die Kandidaten werden als konsistent mit einer Manhattan-Welt angenommen.
Somit folgt für das Histogramm die Annahme, dass sich Maxima im Abstand
von ß0◦ zeigen und somit 𝛾𝑖 mit 𝑖 ∈ 1, 2, 3, 4 aus Abbildung 5.7 abbilden. Da
hier jedoch realistische Umgebungen betrachtet werden, sind diese Maxima
nicht immer klar ausgebildet, wie im Winkelhistogramm in Abbildung 5.9b
zu erkennen ist. Um Fehldetektionen herauszufiltern, wird ein Korrelationsan-
satz verfolgt. Dabei wird das Winkelhistogramm mit der Korrelationsmaske
aus Abbildung 5.9c korreliert. Dies ergibt das Plot in Abbildung 5.9d mit ei-
nem klar ausgeprägtem Maximum. Im Gegensatz zu einer Bestimmung von
𝛾approx nur auf Basis des Winkelhistogramms ist die Bestimmung mittels Kor-
relation deutlich robuster. Ist das Maximum oberhalb eines zuvor definierten
Schwellwerts, kann initialisiert werden.
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Als finaler Schritt werden dann alle Kandidaten bezüglich Inlier oder Outlier
klassifiziert. Hierfür wird die Differenz 𝑑 zu 𝛾approx mit

𝑑 = | mod(𝜃𝐴,𝑠 + ß0◦ − 𝛾approx, ß0◦) − 45◦ | (5.1»)

ausgewertet. Die Ausrichtung der Manhattan-Welt im Navigationskoordina-
tensystem 𝛾𝑛0 ergibt sich schließlich aus dem Mittelwert aller Inlier.

5.3.4 Generierung der Gierwinkel Messung

Sobald die Initialisierung abgeschlossen ist, können Gierwinkelmessungen
𝜓𝑛radar generiert werden. Dafür werden alle MWO-Kandidaten mit (5.1«) ins
Navigationskoordinatensystem transformiert. Anschließend wird der globale
Azimut-Winkel mittels (5.10) und der aktuellen Navigationslösung berechnet.
Somit kann die Winkeldifferenz der Manhattan-Welt 𝑑Manhattan

𝑑Manhattan = | mod
(
𝜃𝐴,𝑠 − 𝛾0 + 45◦, ß0◦

)
− 45◦ | (5.15)

aufgestellt werden. Aus allen MWO-Kandidaten wird der Kandidat mit der
geringsten Differenz 𝑑Manhattan ausgewählt und zur Gierwinkelberechnung ge-
nutzt. Zunächst erfolgt die Transformation in das stabilisiertes Koordinaten-
system mit (5.8). Dann wird mit (5.10) in Kugelkoordinaten transformiert, was
den Azimut-Winkel 𝜃𝐴,𝑠 ergibt. Die globale Gierwinkelmessung 𝜓𝑜𝑏,radar wird
wie folgt aufgestelltȷ

𝜓𝑜𝑏,radar = 𝜃𝐴,𝑠 + 𝛾0 + 𝑘 𝜋/2, (5.16)

wobei 𝑘 ∈ {0, 1, 2, 3}, da nicht bekannt ist welcher der vier Manhattan-Welt
Winkel 𝛾𝑖 mit 𝑖 ∈ 1, 2, 3, 4 aus Abbildung 5.7 observiert wird. Mit Hilfe des
erwarteten Gierwinkels 𝜓𝑜𝑏 aus dem Filterzustand (5.17) kann 𝑘 berechnet
werden.
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5.3.5 Ergebnisse

Die Evaluation der Radar-Gierwinkelstützung erfolgt mit vier Indoor-Daten-
sätzen, die zur ausführlichen Evaluation der Radar-inertialen Navigation im
weiteren Verlauf des Kapitels, in Abschnitt 5.».5, genutzt werden. Für eine
ausführliche Beschreibung der Datensätze sowie zu Erstellung der Referenz
sei daher auf Abschnitt 5.».5 verwiesen. Da für alle vier Datensätze eine Re-
ferenz vorliegt, kann der Gierwinkel evaluiert werden. Hierfür wurde erst die
Initialisierung gemäß Abschnitt 5.«.« in den ersten 10 s der Datensätze durchge-
führt. Anschließend wurden die Gierwinkelmessungen, wie in Abschnitt 5.«.»
beschrieben, erzeugt. Auf Basis der Referenz kann dann der Messfehler be-
stimmt werden. Die Histogramme der Messfehler sind in Abbildung 5.10 für
alle vier Datensätze dargestellt. Dabei wurden die Messfehler nur innerhalb
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Abbildung 5.10: Analyse des geschätzten Gierwinkelfehlers für vier Indoor-Datensätze. Mit Hilfe
der Referenz konnte der jeweilige Fehler bestimmt werden und wird mittels eines Histogramms
veranschaulicht. Die Fehler sind auf den Bereich ±10◦ begrenzt.
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des Intervalls ±10◦ betrachtet. Fehler, die größere Werte annehmen, würden
von dem Outlier-Test des Kalman-Filters herausgefiltert werden. Alle vier Hi-
stogramme weisen einen ähnlichen Verlauf auf. Dies zeigt, dass die Radar-
Gierwinkelstützung auch in unterschiedlichen realistischen Umgebungen mit
Objekten, Möbeln sowie Werkzeugmaschinen robust eingesetzt werden kann
und eine Winkelmessung von hoher Güte liefert. Der Mittelwert des Gier-
winkelfehlers über alle vier Datensätze beträgt 0,05◦, kann also approximativ
als mittelwertfrei eingestuft werden. Die mittlere Standardabweichung beträgt
2,ß◦ und stellt somit eine sehr genaue Gierwinkelmessung dar.

5.4 Navigationssystem

Zuvor wurde die Radar-basierte Schätzung der Eigengeschwindigkeit und Gier-
winkel erläutert. Diese Informationen werden in einem Navigationssystem mit
den Sensordaten einer IMU in einem Error-State-Kalman-Filter, siehe Unterab-
schnitt 2.2.2, fusioniert. Daraus resultiert ein effizientes und genaues Navigati-
onssystem, was eine Navigationslösung auch in erschwerten Sichtbedingungen
liefert. Das folgende Navigationssystem ist iterativ mit den Publikationen Do-
er et al. [178,179,181,182] entwickelt worden. Zunächst wurde nur die Fusion
von Inertialsensorik und der Radar-Eigengeschwindigkeit mit nur einem Ra-
darsensor untersucht [178]. Dieses System wurde dann erweitert, um auch
die extrinsische Kalibrierung, also die Translation und Rotation des Radarko-
ordinatensystems bezüglich des körperfesten Koordinatensystems, online zu
schätzen [179]. Da der akkumulierende Positionsfehler primär auf eine Gier-
winkeldrift zurückzuführen war, erfolgte die Erweiterung mit der Gierwin-
kelstützung [181]. Schließlich verallgemeinert [182] den Ansatz auf eine frei
parametrierbare Anzahl an Radarsensoren mit online Kalibrierung, Gierwin-
kelstützung und Laufzeitoptimierung. Die nachfolgende Systembeschreibung
folgt dem zuletzt genannten verallgemeinerten Ansatz aus [182].
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5.4.1 Filterarchitektur

Filterzustand

Der Basis-Systemzustand zum Zeitschritt 𝑘 ist durch

𝒙k,Basis =

[
𝒙𝑇
𝑘,IMU 𝒙𝑇

𝑘,Radare

]𝑇
(5.17)

definiert und besteht auf dem IMU-Zustand 𝒙𝑘,IMU und dem Radar-Kalibrie-
rungszustand 𝒙𝑘,Radare. Der IMU-Zustand

𝒙𝑘,IMU =

[
𝒑
𝑜,𝑇

𝑜𝑏
𝒗
𝑜,𝑇

𝑜𝑏
𝒒
𝑜,𝑇

𝑏
𝒃𝑏,𝑇𝑎 𝒃𝑏,𝑇𝑔 𝑏𝑏

]𝑇
(5.18)

besteht aus der Position 𝒑𝑜
𝑜𝑏

, Geschwindigkeit 𝒗𝑜
𝑜𝑏

und Lage 𝒒𝑜
𝑏

im lokalen

Koordinatensystem, sowie dem Offset des Beschleunigungssensors 𝒃𝑏𝑎 und
des Drehratensensors 𝒃𝑏𝑔 im körperfesten Koordinatensystem und dem Ba-
rometeroffset 𝑏𝑏. Ist ein Setup aus 𝐿-Radarsensoren gegeben, folgt für den
Radar-Kalibrierungszustand 𝒙𝑘,Radareȷ

𝒙𝑘,Radare =

[
𝒙𝑇
𝑘,Radar,1 . . . 𝒙𝑇

𝑘,Radar,L

]𝑇
, (5.19)

𝒙𝑘,Radar,l =

[
𝒍
𝑏,𝑇

𝑏𝑟,𝑙
𝒒
𝑏,𝑇

𝑟,𝑙

]𝑇
, (5.20)

wobei 𝒍𝑏𝑏𝑟,𝑙 der translatorische und 𝒒𝑏
𝑟,𝑙

der rotatorische Teil der Transformation
vom Radarkoordinatensystem {}𝑟 des 𝑙-ten Radarsensors in das körperfeste
Koordinatensystem ist.

Initialisierung

Bei Initialisierung wird ein Stillstand der Multisensorplattform über den ge-
samten Initialisierungszeitraums (typischerweise 10 s) angenommen. Während
dieser Zeit werden die Messdaten der IMU gesammelt. Der Drehratenoffset
𝒃𝑔 wird dann mit dem Mittelwert aller Drehratenmessungen 𝝎𝑏

𝑖𝑏
initialisiert.

Gleiches gilt für den Barometeroffset 𝑏𝑏, dieser wird mit der mittleren Hö-
he aus (5.»6) initialisiert. Da die initiale Ausrichtung im Allgemeinen nicht
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bekannt ist, wird diese mit 𝜓𝑜𝑏,0 = 0◦ initialisiert. Unter der Annahme, dass
die Offsets des Beschleunigungsmessers im Vergleich zur Erdbeschleunigung
klein sind, kann der initiale Rollwinkel 𝜃𝑜𝑏 und Pitchwinkel 𝜙𝑜𝑏 unter Nutzung
der mittleren gemessenen Beschleunigung 𝒂𝑏𝑚 mit

𝜃𝑜𝑏 = −atan2
(
𝑎𝑏𝑚,𝑦 ,−𝑎𝑏𝑚,𝑧

)
, (5.21)

𝜙𝑜𝑏 = arcsin

(
𝑎𝑏𝑚,𝑦

𝑔

)
(5.22)

initialisiert werden. Hierbei bezeichnet atan2 die Arkustangens-Funktion mit
automatischer Korrektur des Quadranten.

Zustandserweiterung

Auf Grund von Verzögerungen bei der Verarbeitung der Radar-Rohdaten auf
dem Radarchip und durch die Übertragung entstehen bei den eingesetzten Sen-
soren Verzögerungen bis zu ß0 ms. Diese Verzögerungen können insbesondere
bei hoher Dynamik nicht vernachlässigt werden. Ein naiver Ansatz wäre das
Navigationssystem leicht verzögert, zum Beispiel mit einer Latenz von 100 ms,
zu prozessieren. Das Ziel dieser Arbeit ist jedoch ein Echtzeitnavigationssys-
tem. Daher erfolgt die Verarbeitung der verzögerten Radar-Messungen durch
Zustandserweiterung mittels Stochastic-Cloning, siehe Unterabschnitt 2.2.2.

Da die Multisensorplattform, siehe Unterabschnitt «.1, die Radarsensoren aktiv
triggert, ist der exakte Zeitpunkt einer Messung relativ zu den IMU-Messungen
bekannt. Daher wird der Zustand mit dem Empfang des Trigger-Signals des
𝑙-ten Radarsensors wie in [182]

𝒙𝑘,erweitert =

[
𝒙𝑇
𝑘

𝒙𝑇{voll,approx},𝑙

]𝑇
(5.2«)

erweitert. Dabei sind zwei verschiedene Methoden der Zustandserweiterung
vorgeschlagen worden [182]. Der vollständige Klon 𝒙voll,𝑙 beinhaltet alle Zu-
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stände, die für die Fusion der Radar-Eigengeschwindigkeit und Gierwinkel-
messung benötigt werden und ist definiert durchȷ

𝒙voll,𝑙 =

[
𝒑
𝑜,𝑇

𝑜𝑏
𝒗
𝑜,𝑇

𝑜𝑏
𝒒
𝑜,𝑇

𝑏
𝒃𝑏,𝑇𝑔 𝒍

𝑏,𝑇

𝑏𝑟,𝑙
𝒒
𝑏,𝑇

𝑟,𝑙

]𝑇
. (5.2»)

Der approximierte Klon 𝒙approx,𝑙 nimmt dagegen an, dass sich der Zustand des

Drehratenoffsets 𝒃𝑏𝑔 und der Radar-Kalibrierung bestehend aus 𝒍𝑏𝑏𝑟,𝑙 und 𝒒𝑏
𝑟,𝑙

zwischen der Zustandserweiterung und dem Filterupdate nicht ändern. Der
approximierte Klon ist somit kleiner, was Rechenzeit spart und ist wie folgt
definiertȷ

𝒙approx,𝑙 =

[
𝒑
𝑜,𝑇

𝑜𝑏
𝒗
𝑜,𝑇

𝑜𝑏
𝒒
𝑜,𝑇

𝑏

]𝑇
. (5.25)

Neben dem Systemzustand wird auch die Kovarianzmatrix durch

P𝑘,erweitert =

[
I𝑁

J{voll,approx}

]
P𝑘

[
I𝑁 J𝑇{voll,approx}

]
(5.26)

erweitert. Abhängig vom Typ der Zustandserweiterung ergibt sich bei Zu-
standsgröße 𝑁ȷ

(5.27)

Jvoll =



Iß 0ß×3 0 0ß×3 0ß×𝑛1 0ß×6 0ß×𝑛2

03×6 03×3 0 I3 03×𝑛1 03×6 03×𝑛2

06×6 06×3 0 06×3 06×𝑛1 I6 06×𝑛2


, (5.28)

Japprox =

[
Iß 0ß×(𝑁−ß)

]
. (5.29)

Dabei gilt 𝑛1 = 18(𝑙 − 1) und 𝑛2 = 18(𝐿 − 𝑙) unter der Annahme von 𝐿-
Radarsensoren. Sobald die korrespondierenden Filterupdates abgeschlossen
sind, wird der Klon vom Systemzustand entfernt, um Rechenzeit zu sparen.
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5 Radar-inertiale Navigation

5.4.2 Radar-Geschwindigkeitsupdate

Das Radar-Geschwindigkeitsupdate fusioniert die geschätzte Radar-Eigenge-
schwindigkeit 𝒗𝑟

𝑚,𝑙
mit Kovarianz P𝑟

𝑙
des 𝑙-ten Radarsensors aus Unterab-

schnitt 5.2. Dafür muss zunächst die Messgleichung aufgestellt werden. Dies
erfolgt hier für den allgemeinen Fall von 𝑁-Radarsensoren [182].

Unter der Annahme, dass der Radarsensor starr mit der IMU, also dem körper-
festen Koordinatensystem, verbunden ist, kann die allgemeine Messgleichung
unter Anwendung der Mechanik starrer Körper zu

𝒗𝑟𝑙 = C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚 − 𝒃𝑏𝑔

]
× 𝒍𝑏𝑏𝑟,𝑙

)
, (5.«0)

= C
𝑏,𝑇

𝑟,𝑙

(
𝒗𝑏𝑜𝑏 + 𝒗𝑏𝜔,𝑙

)
(5.«1)

aufstellt werden [178]. So kann die erwartete Radar-Eigengeschwindigkeit 𝒗𝑟

auf Basis des Filterzustands und der Drehratenmessung 𝝎𝑏𝑚 berechnet werden.
Hierbei wird berücksichtigt, dass der Hebelarm 𝒍𝑏𝑏𝑟,𝑙 auf Grund der vorlie-

genden Winkelgeschwindigkeit 𝝎𝑏𝑚 abzüglich des Gyroskops Offsets 𝒃𝑏𝑔 auch

eine Geschwindigkeitskomponente 𝒗𝑏𝜔 induziert. Es werden zwei verschiede-
ne Modelle evaluiertȷ Das Modell mit vollständigem Klon [179] sowie die
Verwendung des reduzierten Klons [182]. Daraus ergeben sich für den 𝑙-ten
Radarsensor die folgenden zwei Messgleichungen [182]ȷ

�̂�𝑟𝑙,voll = Ĉ
𝑏,𝑇

𝑟,𝑙,Klon

(
Ĉ
𝑜,𝑇

𝑏,𝑙,Klon �̂�
𝑜
𝑙,Klon +

[
𝝎𝑏𝑚 − �̂�

𝑏

𝑔,𝑙,Klon

]
× �̂�

𝑏

𝑏𝑟,𝑙,Klon

)
, (5.«2)

�̂�𝑟𝑙,approx = Ĉ
𝑏,𝑇

𝑟,𝑙,Basis

(
Ĉ
𝑜,𝑇

𝑏,𝑙,Klon �̂�
𝑜
𝑙,Klon +

[
𝝎𝑏𝑚 − �̂�

𝑏

𝑔,Basis

]
× �̂�

𝑏

𝑏𝑟,𝑙,Basis

)
. (5.««)

Dabei sind alle Zustände des Filters mit einem Dach gekennzeichnet sowie
angegeben, ob der Zustand aus dem Basiszustand (5.17) oder dem korrespon-
dierenden Klon (5.2«) stammt.

Mit Hilfe der Fehlerdefinition des Error-State-Kalman-Filters (2.1) kann das
Residuum 𝒓v,𝑙 aus der erwarteten Radargeschwindigkeit �̂�𝑟𝑙 und der Messung
𝒗𝑟
𝑚,𝑙

als

𝒓v,𝑙 = �̂�𝑟
𝑙,{voll,approx} − 𝒗𝑟𝑙,𝑚 (5.«»)
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5.» Navigationssystem

aufgestellt werden. Linearisierung des Residuums um den aktuellen Nominal-
zustand liefert die Jacobi-Matrix für den vollständigen Klon Hv,𝑙,voll mit

Hv,𝑙,voll,ges =

[
03×16 03×18(𝑙−1) Hv,𝑙,voll 03×18(𝐿−𝑙)

]
, (5.«5)

Hv,𝑙,voll =

[
03×3 H𝑣,𝑙,𝐾𝑙𝑜𝑛 H𝚿𝑜𝑏,𝑙 ,Klon H𝑏𝑔,𝑙,𝐾𝑙𝑜𝑛 \

H𝑙𝑏
𝑏𝑟,𝑙

,Klon H𝚿𝑏𝑟,𝑙,Klon

] (5.«6)

H𝑣,𝑙,Klon = Ĉ
𝑏,𝑇

𝑟,𝑙,KlonĈ
𝑜,𝑇

𝑏,𝑙,Klon, (5.«7)

H𝚿𝑜𝑏 ,𝑙,Klon = Ĉ
𝑏,𝑇

𝑟,𝑙,KlonĈ
𝑜,𝑇

𝑏,𝑙,Klon

[
�̂�𝑜𝑙,Klon

]
×, (5.«8)

H𝑏𝑔,𝑙,Klon = Ĉ
𝑏,𝑇

𝑟,𝑙,Klon

[
�̂�
𝑏

𝑏𝑟,𝑙,Klon

]
×, (5.«9)

H𝑙𝑏𝑟 ,𝑙,Klon = Ĉ
𝑏,𝑇

𝑟,𝑙,Klon

[
𝝎𝑏𝑚,𝑙,Klon − �̂�

𝑏

𝑔,𝑙,Klon

]
×, (5.»0)

H𝚿𝑏𝑟,𝑙 ,Klon = Ĉ
𝑏,𝑇

𝑟,𝑙,Klon

[
Ĉ
𝑜,𝑇

𝑏,𝑙,Klon �̂�
𝑜
𝑙,Klon \

+[𝝎𝑏𝑚 − �̂�
𝑏

𝑔,𝑙,Klon] × �̂�
𝑏

𝑏𝑟,𝑙,Klon

]
×,

(5.»1)

wobei [□]× wie in (A.2) des Anhang definiert ist. Eine detaillierte Herlei-
tung der einzelnen Jacobi-Matrizen ist im Anhang A.«.1 gegeben. Die Jacobi-
Matrizen für den approximierten Klon sind im Anhang in Abschnitt A.«.2
aufgeführt.

Als Messrauschen R𝑣,𝑙 wird die geschätzte Kovarianzmatrix P𝑟 ,𝑙 aus der Radar-
Eigengeschwindigkeitsschätzung verwendet. Hierbei wird explizit die volle
Matrix anstatt einer Diagonalmatrix verwendet, da die einzelnen Komponenten
von P𝑣,𝑙 nicht als stochastisch unabhängig angenommen werden können. Ein
Mahalanobis-Distanz Test, siehe Anhang A.1, wird final durchgeführt, um
Outlier herauszufiltern. Hierfür wird die Mahalanobis Distanz ausgewertet und
bei Überschreiten eines Schwellwerts wird kein Filter-Update durchgeführt.
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5 Radar-inertiale Navigation

5.4.3 Radar-Gierwinkelupdate

Wie in Doer et al. [181] diskutiert, ist der Drift des Gierratenoffsets die pri-
märe Quelle von Positionsfehlern des Navigationssystems bei längeren Läufen.
Dieser ist zwar prinzipiell beobachtbar, was sich an dem von 0 verschiedenen
Ausdruck in (5.«9) erkennen lässt, jedoch nicht mit der benötigten Güte. Bei
einem Hebelarm von 0,1 m und einem Gierratenoffsetfehler von 0,5 ◦/s würde
für 𝒗𝑏𝜔 ein Geschwindigkeitsfehler von 0,87 mm/s entstehen [181]. Dies ist eine
Größenordnung unterhalb der Messgenauigkeit der Radar-Eigengeschwindig-
keit, daher ist eine Stützung nur mittels Radar-Eigengeschwindigkeit nicht
praktikabel. Daher wurde die Gierwinkelstützung mit der Veröffentlichung
Doer et al. [181] vorgeschlagen und in Doer et al. [182] für Multi-Radar-Setups
erweitert.

Da die Radar-Gierwinkelschätzung, siehe Unterabschnitt 5.«.», bereits eine
Messung des globalen Gierwinkels bereitstellt, ist das Filter-Update einfach
umsetzbar. Das hier eingesetzte Modell stellt dabei eine Approximation dar.
Sowohl C𝑏𝑟 der Radar-Kalibrierung als auch der Roll- und Pitch-Winkel werden
bei der Transformation ins stabilisierte Koordinatensystem (5.8) als gegeben
betrachtet. Da das Radar- Gierwinkelupdate erst nach erfolgreicher Initialisie-
rung des Manhattan-Welt-Winkels 𝛾0 ausgeführt werden kann und die Radar
Kalibrierung bis dahin in der Regel mit genügender Genauigkeit geschätzt ist,
wird diese Approximation als akzeptabel eingestuft.

Das Residuum wird aufgestellt unter Verwendung der Filterdefinition (2.11)ȷ

𝑟𝜓 = 𝜓𝑜𝑏 − 𝜓𝑜𝑏,𝑚. (5.»2)

und die Linearisierung ergibt die Jacobi-Matrix H𝜓 unter Annahme des 𝑙-ten
von 𝐿-Radarsensorenȷ

H𝜓,voll =

[
01×(16+18(𝑙−1) ) 𝐻𝜓𝑜

𝑏,𝑙
0(1×18(𝐿−𝑙) )

]
, (5.»«)

H𝜓,approx =

[
01×16+(ß(𝑙−1) ) 𝐻𝜓𝑜

𝑏,𝑙
01×(ß(𝐿−𝑙) )

]
, (5.»»)

𝐻𝜓𝑜
𝑏,𝑙

= 1. (5.»5)

Das Messrauschen wird fest parametrisiert und ein abschließender Mahala-
nobis-Distanz-Test, siehe Anhang A.1, entfernt Outlier.
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5.» Navigationssystem

5.4.4 Barometer-Update

Das Barometer-Update kann optional genutzt werden und verbessert die z-
Komponente der Positionsschätzung, insbesondere auf lange Sicht. Hierzu
wird zunächst der gemessene Luftdruck mit der barometrischen Höhenformel
in eine relative Höhenmessung umgerechnetȷ

ℎbaro,m =
𝑅 𝑇0

𝑔0 𝑀
log

(
𝑝1

𝑃0

)
− ℎ0 (5.»6)

mit der idealen Gaskonstante 𝑅 = 8,314 J/K/mol und der mittleren molaren
Masse der Atmosphäre 𝑀 = 0,028 ß6 kg/mol. Als Referenzhöhe wird wie
üblich das Meeresniveau angenommen. Somit gilt für die Erdbeschleunigung
𝑔0 = ß,807 m/s2 bei einer Temperatur von 𝐾 = 288,15 K und einem Referenz-
luftdruck von 𝑃0 = 1013 hPa.

Da lokale Schwankungen im Luftdruck mittels des Barometer Offsets 𝑏𝑏 im
Filterzustand mitgeschätzt werden, ergibt sich das Residuum zuȷ

𝑟baro = 𝑝𝑜𝑜𝑏,𝑧 + �̂�𝑏 − ℎbaro,m. (5.»7)

mit Jacobi-Matrix Hbaro bei Zustandsgröße 𝑁ȷ

Hbaro =

[
01×2 1 01×12 1 01×(𝑁−16)

]
. (5.»8)

5.4.5 Ergebnisse

Im Folgenden Abschnitt wird zunächst das gesamte Navigationsfilter in Si-
mulation und anschließend mit Realdatensätzen evaluiert. Die Realdatensätze
bestehen aus getragenen und geflogenen Datensätzen und decken sowohl In-
nenräume als auch urbane Umgebungen ab. Abschließend wird der Einsatz der
Radar-inertialen Navigation für den Einsatz zur präzisen online Navigation au-
tonomer UAS Flüge auch in erschwerten Sichtbedingungen in Abschnitt 5.».5
demonstriert.
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5 Radar-inertiale Navigation

Simulation

Analog zur Simulation der Radar-Eigengeschwindigkeit aus Abschnitt 5.2.5
werden Monte-Carlo Simulationen durchgeführt, um die Performance der
Radar-inertialen Navigation zu evaluieren. Dabei werden die Radar-Eigen-
geschwindigkeitsmessungen sowie Inertialsensordaten simuliert. Es werden
dabei wiederum zwei Szenarien betrachtet. Das Szenario niedrige-Dynamik
weist eine maximale Geschwindigkeit von 2 m/s auf. Das Szenario hohe-
Dynamik, erreicht maximale Geschwindigkeiten von 5 m/s. Zusätzlich unter-
scheiden sich beide Szenarien hinsichtlich der maximal auftretenden Win-
kelgeschwindigkeiten und Beschleunigungen, wie in Tabelle 5.» spezifiziert.
Beide Szenarien sind hinsichtlich der Zeitdauer gleich lang.

Für eine realitätsnahe Simulation werden die Messdaten de IMU mit addi-
tiven Gaußschen Messrauschen beaufschlagt. Diese orientieren sich an den
Eigenschaften der realen Messdaten wie sie bei einem Flug der Flugplattform
auftreten und wurden experimentell aus Testflugdaten bestimmt. Auf Grund
der Vibrationen ist des Messrauschen der IMU deutlich größer als das im Da-
tenblatt spezifizierte Messrauschen und stellt daher eine konservative Simu-
lation dar. Das Messrauschen der Radar-Eigengeschwindigkeit wurde ebenso
gemäß der beobachteten Messfehler aus den Motion-Capture Datensätzen aus
Abschnitt 5.2.5 experimentell bestimmt. Dabei ist das Messrauschen der 𝑥𝑏-
Achse (nach vorn) mit 0,06 m/s am geringsten, das der 𝑦𝑏-Achse (nach rechts)
mit 0,0ß m/s leicht größer und das der 𝑧𝑏-Achse (nach oben) mit 0,10 m/s am
größten. Dies modelliert die experimentellen Beobachtungen. Tabelle 5.5 fasst
die Varianzen des Messrauschen aller Sensordaten zusammen.

In der Simulation wird ein Setup von drei Radarsensoren, wie auch in der
Multisensorplattform aus Abschnitt «.1 verbaut, betrachtet. Neben der Güte
der Positions- und Geschwindigkeitsschätzung wird auch die Genauigkeit der
online Kalibrierung, also der Translation 𝒍𝑏𝑏𝑟 sowie der Rotation 𝒒𝑏𝑟 zwischen
dem jeweiligen Radarsensor und dem Bodyframe analysiert. Für jeden Monte-

Kenngröße Szenario niedrige-Dynamik Szenario hohe-Dynamik

|𝒗max | 2 m/s 5 m/s
|𝝎max | 50 ◦/s 200 ◦/s

Tabelle 5.4: Wichtige Kenngrößen der beiden Simulationsszenarien
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Carlo Simulationsdurchlauf wird daher auch die extrinsische Kalibrierung aus
einer mittelwertfreien Normalverteilung mit Varianzen, wie in Tabelle 5.5 spe-
zifiziert, neu gezogen. Somit ergibt sich für jeden Monte-Carlo Lauf eine neue
Konfiguration der extrinsischen Kalibrierung der Radarsensoren. Zusätzlich
wird das Messrauschen für jeden Durchlauf neu erstellt und der initiale Off-
set des Beschleunigungssensors gemäß Tabelle 5.5 bestimmt. Es wurden 100
Monte-Carlo-Durchläufe ausgeführt, um eine verlässliche Aussage hinsicht-
lich der Performance zu ermöglichen. Für jeden Monte-Carlo Lauf wurde der
Fehler mit Hilfe der Referenz bestimmt und wird im Folgenden analysiert.

Abbildung 5.11 zeigt die Ergebnisse für die Fehler der Position, Geschwin-
digkeit, Lage, Offset des Beschleunigungssensors sowie des Drehratensensors
für alle Monte-Carlo Läufe. Der ±3𝜎-Schlauch der geschätzten Varianzen ist
dabei in schwarz gestrichelt eingetragen. Es liegen alle Monte-Carlo Läufe
innerhalb des ±3𝜎-Schlauchs, was auf eine konsistente Schätzung des Navi-
gationsfilters hindeutet. Die Verläufe der Unsicherheit der Position sowie des
Gierwinkels zeigen einen wachsenden Verlauf. Die Unsicherheiten der Lage in
Roll und Pitch sowie der Geschwindigkeit konvergieren schnell. Die Verläufe
der Unsicherheit der IMU-Offsets konvergieren langsam. Die initialen Offsets
der Drehrate weisen einen für jeden Lauf verschiedenen Fehler auf, da dieser
anhand der vorliegenden Messungen jeweils durch Mittelung initialisiert wird.

Am Verlauf der geschätzten Kovarianzen lässt sich das Systemverhalten veri-
fizieren. Da es sich um einen Odometrie-Ansatz handelt, ist die Position sowie
der Gierwinkel nicht global beobachtbar. Die korrespondierende Unsicherheit
muss daher mit der Zeit anwachsen. Die Lagewinkel in Roll und Pitch sind
dagegen auf Grund der Erdbeschleunigung global beobachtbar und müssen
daher konvergieren. Durch die Stützinformation der Radar-Eigengeschwindig-

Kenngröße Wert

Messrauschen Beschleunigung 0,4 m/s2

Messrauschen Winkelgeschwindigkeit 2,5 ◦/s
Messrauschen Radar-Eigengeschwindigkeit (xyz) [0,06, 0,0ß, 0,10]m/s
Initiale Unsicherheit 𝒃𝑎 0,1 m/s2

Initiale Unsicherheit 𝒍𝑏
𝑏𝑟

0,02 cm

Initiale Unsicherheit 𝚿𝑏𝑟 1,5◦

Tabelle 5.5: Spezifizierung des Messrauschens der Simulation
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Abbildung 5.11: Simulationsergebnis für das Szenario niedrige-Dynamik für 100 Monte-Carlo
Läufe. Der ±3𝜎-Schlauch der geschätzten Unsicherheit ist schwarz gestrichelt eingezeichnet. Alle
Monte-Carlo Läufe liegen innerhalb des ±3𝜎-Schlauchs, was auf eine konsistente Schätzung
hindeutet.

keit, wird die Geschwindigkeit auch global beobachtbar und muss folglich
auch konvergieren. Ferner, werden die Offsets des Beschleunigungssensors so-
wie des Drehratensensors durch die Stützinformation beobachtbar und müssen
folglich auch konvergieren. Die Erwartungen decken sich mit dem Simulations-
ergebnis aus Abbildung 5.11. Es zeigt sich jedoch auch, dass die Schätzung des
Drehratenoffsets nur mit geringer Güte möglich ist und etwa bei 0,2 ◦/s konver-
giert. Dies führt zum Anwachsen der Gierwinkel-Unsicherheit und schließlich
zu einem Drift der Gierwinkelschätzung der reinen Radar-inertialen Navigation
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Abbildung 5.12: Ergebnis der Monte-Carlo Simulation für die Schätzung der extrinsischen Kali-
brierung der Translation 𝒍𝑏

𝑏𝑟
und der Rotation 𝒒𝑏𝑟 bei einem Setup von drei Radarsensoren. Der

geschätzte ±3𝜎 Schlauch ist schwarz gestrichelt. Die einzelnen Monte-Carlo Simulationen lie-
gen innerhalb dieses Schlauchs, was auf eine konsistente Schätzung hindeutet. Die Schätzung ist
deutlich genauer bei dem Szenario mit hoher Dynamik (unten) als bei niedriger Dynamik (oben).

ohne Radar-Gierwinkelstützung. Es ist daher sehr wichtig, den Drehratenoffset
exakt zu kalibrieren, um den Drift des Gierwinkels möglichst gering zu halten.

Abbildung 5.12 zeigt die Verläufe der extrinsischen Kalibrierung für beide
Simulationsszenarien. Dabei sind exemplarisch die Verläufe des 1. Radar-
sensors gezeigt, die Verläufe aller drei Radarsensoren sind im Anhang in
Abbildung A.1 und A.2 dargestellt. Alle Monte-Carlo Läufe liegen wieder-
um innerhalb der geschätzten ±3𝜎-Schläuche, was auch auf eine konsistente
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5 Radar-inertiale Navigation

Schätzung des extrinsischen Kalibrierzustände schließen lässt. Beide Szena-
rien erzielen jedoch einen deutlichen Unterschied hinsichtlich der Güte der
extrinsischen online Kalibrierung. Die initiale Unsicherheit der Zustände ist
zwar bei beiden Szenarien gleich, konvergiert jedoch für den translatorischen
Teil beim Szenario niedrige-Dynamik gegen 33 mm im Gegensatz zu 6 mm
im Szenario hohe-Dynamik. Ähnliches Konvergenz-Verhalten ergibt sich auch
für den rotatorischen Teil. So konvergiert das Szenario niedrige-Dynamik bei
1,88◦ und hohe-Dynamik bei 0,34◦. Dieses Verhalten spiegelt das Systemver-
halten der Online Kalibrierung wider. Die korrespondierende Jacobi-Matrix
der Translation (5.»0) besteht aus einem Kreuzprodukt mit der vorliegenden
Winkelgeschwindigkeit 𝝎𝑏𝑚. Folglich koppeln Fehler in 𝒍𝑏𝑏𝑟 bei höheren Win-
kelgeschwindigkeiten stärker ein, was zu einer verbesserten Schätzung dieser
Größe führt. Da das Szenario hohe-Dynamik mit einer maximalen Winkel-
geschwindigkeit von 200 ◦/s einen viermal größeren Wert aufweist, erklärt
sich die stark verbesserte Schätzung der translatorischen Transformation. Die
Jacobi-Matrix des rotatorischen Anteils (5.»1) zeigt eine starke Abhängigkeit
von der vorliegenden Geschwindigkeit 𝒗𝑜

𝑜𝑏
. Somit ergibt sich eine bessere

Schätzung bei höherer Geschwindigkeit, weil so Fehler der Rotation stärker
einkoppeln. Durch die höhere Geschwindigkeit beim Szenario hohe-Dynamik
(5 m/s vs. 2 m/s) ergibt sich die verbesserte Schätzung der rotatorischen Trans-
formation.

Indoor-Szenarien

Im Folgenden erfolgt die umfassende Evaluation der Radar-inertialen Naviga-
tion in Innenräumen. Dabei werden verschiedene Umgebungen und Konfigu-
rationen der Radar-inertialen Navigation evaluiert. Es werden vier Datensätze
betrachtet, wie in Abbildung 5.1« dargestellt. Der Datensatz Office-Floor deckt
dabei das ganze Stockwerk eines möblierten Bürogebäudes ab, einschließlich
eines Ganges, Büros und Computerräume. Ein gesamtes Stockwerk bestehend
aus mehreren Laboren schließt der Lab-Floor Datensatz ein. Lange Gänge mit
wenig Struktur durch Möblierung zeichnen den Datensatz Basement aus. Eine
große Werkstatt mit einer Vielzahl an Maschinen ist die Umgebung des letzten
Datensatzes Workshop. Bei diesen Datensätzen handelt es sich um getragene
Datensätze. Neben den Radar-inertial Sensordaten wurden auch die Daten der
Intel-Realsense-Kamera, siehe Tabelle «.1, aufgezeichnet. Diese dienen zum
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5.» Navigationssystem

Erstellen einer Pseudo-Referenz und zur Evaluation gegenüber einem visuell-
inertialen Odometrie (VIO) Ansatz.

Die Pseudo-Referenz wurde mit Hilfe eines Stereo visuell-inertialen SLAMs
(Simultaneous Localization and Mapping) erstellt. Bei der Erstellung der Da-
tensätze wurde auf regelmäßige Schleifenschlüsse geachtet, sodass der SLAM
sehr akkurate Ergebnisse der Trajektorie liefert. Hierfür wurde VINS [110]
eingesetzt, wobei Schleifenschlüsse aktiviert wurden damit so aus dem VIO-
Ansatz ein SLAM-Ansatz wird. Die erstellten Trajektorien wurden anschlie-
ßend mittels des Grundrisses und der geschickten Wahl des gelaufenen Pfades,
wie zum Beispiel dem Durchschreiten der Türen exakt in der Mitte, manu-
ell hinsichtlich der Skalenfehler korrigiert. Die so erstellte Pseudo-Referenz
ist sehr genau, wie in der Darstellung mit dem Grundriss in Abbildung 5.1«
zu erkennen ist. Bei allen Datensätzen wurden mindestens zwei Runden des
annähernd gleichen Pfades gelaufen. Obwohl die Radar-inertiale Navigation
auch in schlechten Sichtbedingungen, wie Dunkelheit oder Nebel eingesetzt
werden kann, weisen alle Datensätze gute Sichtbedingungen auf. So kann die
Pseudo-Referenz erstellt als auch der Vergleich zu VIO durchgeführt werden.

Abbildung 5.1» zeigt das Ergebnis des Datensatzes Office-Floor visualisiert auf
dem Grundriss. Dabei ist der Pfad der geschätzten Position der Radar-inertialen
Navigation (x-RIO) in blau und die Pseudo-Referenz in rot eingezeichnet. Die
Radar-inertiale Navigation wurde dabei in der Konfiguration mit drei Radar-
sensoren sowie Gierwinkel- und Barometerstützung eingesetzt. Der Pfad von
x-RIO weist nur eine sehr kleine Positionsdrift auf. Der finale Positionsfehler
beträgt lediglich 0,24 m. Bezogen auf die Trajektorienlänge ergibt sich da-
her ein relativer finaler Positionsfehler von 0,06 %. Da eine Referenz für die
Datensätze vorliegt, kann Evaluation der ATE, siehe Abschnitt 2.5 im Grund-
lagenkapitel, eingesetzt werden. Der ATE ist der translatorische RMS-Fehler
aller Zeitpunkten, an denen eine Referenz vorliegt und ist daher eine sehr oft
eingesetzte Metrik [159]. Die Berechnung des ATE wurde mit der Toolbox
rpq_trajectory_evaluation [159] durchgeführt.
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5 Radar-inertiale Navigation

Office-Floor (425 m, 389 s)

Lab-Floor (360 m, 310 s)

Basement (220 m, 210 s)

Workshop (361 m, 330 s)

x

x

x

x

Abbildung 5.13: Übersicht der vier Indoor-Datensätze mit der Pseudoreferenz und Grundriss
(links) und Beispielbildern (rechts). Die blauen Pfeile markieren die Position der Multisensorplatt-
form bei dem jeweiligen Beispielbild. Die Start- und Endposition ist jeweils durch das schwarze
Kreuz markiert. Es wurden jeweils mehrere Runden des gleichen Pfades absolviert.
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Abbildung 5.14: Geschätzter Pfad (blau) und Pseudoreferenz (rot) mit Grundriss des Datensatzes
Office-Floor nach Doer et al. [182]. Die Start- (Kreuz) und Endposition (Kreis) sind gleich. Es
wurden zwei Runden des approximativ gleichen Pfades gelaufen. x-RIO folgt dabei der Referenz
sehr genau und weist nur eine kleine Positionsfehlerdrift auf. Der finale Positionsfehler beträgt
0,24 m, was 0,06 % der Trajektorienlänge entspricht.
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5 Radar-inertiale Navigation

Diese Art der Evaluation wurde für die folgenden Ansätze ausgeführtȷ

• x-RIOȷ Das entwickelte Radar-inertiale Navigationsfilter, wobei ver-
schiedene Konfigurationen hinsichtlich der Anzahl an Radarsensoren
und der Art der Stützung evaluiert werden. Die Radarsensoren wurden
mittels TDMA angesteuert zur Vermeidung gegenseitiger Störung.

• VINS [110]ȷ Stereo visuell-inertiale Odometrie (VIO) Ansatz, nach [««]
einer der genauesten Open-Source VIO-Ansätze.

Tabelle 5.6 zeigt die Ergebnisse für alle vier Datensätze für verschiedene Kon-
figurationen von x-RIO bezüglich der Radarsensoren sowie Stereo-VINS. Alle
x-RIO Konfigurationen wurden mit aktivierter Gierwinkel- und Barometer-
stützung prozessiert. Für jeden Datensatz wurde der ATE berechnet und in der
letzten Spalte von Tabelle 5.6 der Mittelwert aller Läufe des jeweiligen An-
satzes angegeben. x-RIO erzielt mit allen Radarsensorkonfiguration bessere
Ergebnisse als Stereo-VINS außer dem mittleren Radarsensor im Schnitt über
alle Datensätze. Während x-RIO mit dem linken und rechten Sensor ähnliche
Ergebnisse erzielt (0,30 m vs. 0,27 m), erreicht x-RIO mit dem mittleren Ra-
darsensor das schlechteste Ergebnis mit 0,44 m. Wie in Tabelle «.1 aufgeführt,
besitzt der mittlere Radarsensor (RISK) einen Sichtbereich von 120◦ in Azimut
und 30◦ in Elevation. Die Winkelauflösung, also die minimale Winkeldiffe-
renz, um bei gleicher Entfernung und Relativgeschwindigkeit zwei Objekte
trennen zu können, liegt bei 14◦ in Azimut und 58◦ in Elevation. Der linke und
rechte Radarsensor (AOP) dagegen haben einen Sichtbereich von 120◦ und

Algorithmus Radarsensor Office-Floor Lab-Floor Basement Workshop Mittelwert

linker (l) 0,16 0,31 0,51 0,23 0,30

rechter (r) 0,20 0,32 0,24 0,30 0,27

x-RIO mittlerer (m) 0,25 0,44 0,66 0,40 0,44

l und r 0,18 0,26 0,36 0,1ß 0,25

l, m und r 0,13 0,23 0,38 0,20 0,23

Stereo-VINS 0,48 0,47 0,52 0,18 0,41

Tabelle 5.6: Vergleich von x-RIO in verschiedenen Konfigurationen hinsichtlich der Radarsenso-
ren und Stereo-VINS nach Doer et al. [182]. Bei allen x-RIO Läufen war sowohl die Gierwinkel-
als auch die Barometerstützung aktiviert. Die Tabelle zeigt den ATE in m. Alle x-RIO Konfigura-
tionen, außer der mittlere Sensor, erreichen einen besseren mittleren ATE als Stereo-VINS.
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5.» Navigationssystem

Radarsensor

x-RIO-Konfiguration l r m l-r l-m-r

Nur Radar-Eigengeschwindigkeit 0,46 0,44 1,07 0,47 0,44

+ Barometerstützung 0,3ß 0,30 0,42 0,37 0,32

+ Gierwinkelstützung 0,30 0,26 0,42 0,24 0,24

+ approximierter Klon 0,30 0,27 0,44 0,25 0,23

Tabelle 5.7: Analyse der verschiedenen x-RIO- und Radarsensorkonfigurationen. Für jede Konfi-
guration wurden alle vier Indoor-Datensätze prozessiert und der mittlere ATE in m berechnet.

eine Winkelauflösung von 2ß◦ in Azimut und Elevation. Der größere Sichtbe-
reich in Elevation und die bessere Winkelauflösung führen zu einer besseren
Schätzung der z-Komponente der Geschwindigkeit und folglich der Position
und damit zu einem niedrigeren Fehler.

Tabelle 5.7 präsentiert die Analyse von x-RIO bezüglich der Filter-Konfigu-
ration und Anzahl an Radarsensoren. Dabei ist jeweils der ATE-Mittelwert aller
vier Datensätze angegeben. Es zeigt sich bei allen Radarsensor-Konfigurationen
eine deutliche Verbesserung des ATE unter Verwendung der Stützung. Dabei
ist bei der Verwendung des linken oder des rechten Radarsensors die gleiche
Charakteristik zu beobachten. Die Konfiguration mit dem mittleren Radarsen-
sor profitiert sehr stark von der Barometerstützung, was eine Verbesserung
des ATE von 60 % zur Folge hat. Die Nutzung des linken und rechten Radar-
sensors mit Barometer- und Gierwinkelstützung erzielt bessere Ergebnisse als
die Nutzung von nur einem Sensor mit voller Stützung. So wird der ATE mit
zusätzlicher Stützung, um 17 % im Vergleich zum Setup mit nur dem linken
Radarsensor verbessert. Die Gierwinkelstützung zeigt vor allem beim Einsatz
des linken und/oder rechten Radarsensors eine erhebliche Verbesserung des
ATE. Die stärkste Verbesserung ist dabei bei dem Setup mit zwei Radarsenso-
ren (l-rȷ 35 %) sowie drei Radarsensoren (l-m-rȷ 25 %) zu beobachten.

Die Verwendung von allen drei Radarsensoren hat in den betrachteten Szenari-
en gegenüber zwei Radarsensoren zu keiner deutlichen Verbesserung geführt.
Ein solches Setup könnte jedoch vorteilhaft sein, wenn auf Grund von man-
gelnder Struktur innerhalb des Sichtbereichs eines der Radarsensoren sich im
Scan keine Objekte befinden. Dies ist jedoch in Innenräumen auf Grund der
maximalen Reichweite der eingesetzten Radarsensorik von 50 m in den be-
trachteten Szenarios nicht aufgetreten. Die Konfiguration mit dem reduzierten
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5 Radar-inertiale Navigation

Klon erreicht annähernd die gleichen Ergebnisse und zeigt somit, dass die
Annahmen aus Abschnitt 5.».2 hinsichtlich des approximierten Klons zulässig
sind.

Die Nutzung des approximierten Klons ist vorteilhaft bezüglich der benötigen
Rechenressourcen. Tabelle 5.8 führt die Echtzeitfaktoren aller Konfiguration
aus Tabelle 5.7 auf. Der Echtzeitfaktor ist die Datensatzlänge geteilt durch die
Ausführungszeit. Ein Faktor größer eins bedeutet daher, dass der Algorithmus
schneller als Echtzeit ausführbar ist. Tabelle 5.8 präsentiert die Echtzeitfakto-
ren des Intel-NUC-i7 sowie in Klammern die des Up-Cores. Es zeigt sich in
Tabelle 5.8, dass x-RIO ohne Stützung die höchsten Echtzeitfaktoren erreicht.
So erzielt x-RIO mit nur einem Radarsensor Echtzeitfaktoren von 157 auf
dem Intel-NUC-i7 und 24 auf dem Up-Core. Auch bei Verwendung von zwei
Radarsensoren und allen Stützinformationen erreicht die Implementierung des
reduzierten Klons 77-fache Echtzeit auf dem Intel-NUC-i7 und 12-fache Echt-
zeit auf dem Up-Core. Die Nutzung des reduzierten Klons ergibt im Schnitt eine
Verbesserung des Echtzeitfaktors von 10 %. Da der reduzierte Klon annähernd
die gleichen Ergebnisse wie der vollständige Klon erzielt, siehe Tabelle 5.7,
wird dieser im Folgenden verwendet.

Abbildung 5.15 veranschaulicht die Ergebnisse der Gierwinkelstützung (x-
RIO-Yaw). Der Datensatz Office-Floor wurde mit x-RIO und x-RIO-Yaw un-
ter Verwendung aller drei Radarsensoren verarbeitet. Dabei wurde der initiale
Gierratenoffset erst mit der idealen Kalibrierung und anschließend schritt-
weise verfälscht mit beiden Ansätzen prozessiert. So wird eine suboptimale
Kalibrierung des Gierratenoffsets sowie ein sich ändernder Gierratenoffset,

Anzahl an Radarsensoren

x-RIO Konfiguration 1 2 «

Nur Radar-Eigengeschwindigkeit 157 (24) 88 (13) 56 (8)

+ Gierwinkelstützung 130 (22) 75 (11) 52 (7)

+ Barometerstützung 124 (1ß) 68 (10) 45 (6)

+ approximierter Klon 128 (21) 77 (12) 4ß (7)

Tabelle 5.8: Echtzeitfaktoren in Abhängigkeit von x-RIO Konfigurationen und Anzahl an Radar-
sensoren. Der Echtzeitfaktor ist die benötige Zeit, um den Datensatz zu verarbeiten geteilt durch
die Datensatzlänge. Die Ergebnisse sind für den Intel-NUC-i7 und den Up-Core (in Klammern)
angegeben. x-RIO erreicht Ausführungszeiten um ein vielfaches schneller als Echtzeit selbst auf
dem Up-Core.
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(h) x-RIO-Yawȷ 0,1 ◦/s

Abbildung 5.15: Vergleich von x-RIO und x-RIO-Yaw mit drei Radarsensoren für verschiede-
ne Gierratenoffsetfehler. Der jeweils gleiche Datensatz wurde mit x-RIO (oben) und x-RIO-Yaw
(unten) prozessiert. Der Gierratenoffset wurde von 0,05◦ bis 0,1 ◦/s schrittweise gegenüber der
initialen Kalibrierung verfälscht. Die Gierratenstützung (x-RIO-Yaw) kann selbst Gierratenoffset-
fehler von 0,1 ◦/s kompensieren.

wie er typischerweise bei low-cost IMUs auftritt, simuliert. Es zeigt sich bei x-
RIO ein wachsender Drift des Gierwinkels, der mit dem Gierratenoffsetfehler
zunimmt. Selbst ein Gierratenoffsetfehler von 0,05 ◦/s, siehe Abbildung 5.15b,
führt sehr schnell zu einer Akkumulation des Gierwinkel- und daraus resultie-
rend des Positionsfehlers. Zwar ist der Gierwinkel beobachtbar, jedoch nicht
mit einer ausreichenden Genauigkeit, wie auch simulativ in Abschnitt 5.».5
diskutiert. Je größer der Gierwinkelfehler, desto größer auch der finale Po-
sitionsfehler. Die zeigt sich in Abbildung 5.15 deutlich, da die x-Markierung
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5 Radar-inertiale Navigation

(Start) und o-Markierung (Ende) übereinander liegen müssen. Die Gierwinkel-
stützung kann effektiv die akkumulierenden Fehler kompensieren. So zeigt sich
bei x-RIO-Yaw in Abbildung 5.15f - 5.15h trotz des anwachsenden initialen
Gierratenoffsetfehlers ein sehr ähnliches Ergebnis der geschätzten Trajektorie.
Die Stützung mittels Manhattan-Welt Annahmen ist also ein effektiver Weg
zur Stützung des Gierwinkels auch bei großen initialen Kalibrierfehlern oder
bei einer Änderung des Gierwinkeloffsets während des Laufs.

Outdoor-Szenarien

In diesem Abschnitt erfolgt die Evaluation der Radar-inertialen Navigation auf
den Campus-Loops-Datensätzen. Diese wurden in urbanen Gebieten auf dem
Campus des KIT aufgezeichnet. Aus rechtlichen Gründen konnten keine Flüge
durchgeführt werden, weshalb es sich auch hierbei um getragene Datensät-
ze handelt. Die aufgezeichneten Datensätze bilden typische urbane Szenarien
einschließlich Gebäuden und Vegetation ab. Alle vier Datensätze sind in Abbil-
dung 5.16 dargestellt wobei die eingezeichneten Pfade die Lösung von x-RIO
sind.

Campus-Loop 1 Campus-Loop 2 Campus-Loop 3 Campus-Loop 4

134 m, 99 s 173 m, 136 s 303 m, 197 s 154 m, 114 s

Abbildung 5.16: Luftbild der Campus-Loops-Datensätze mit dem Ergebnis von x-RIO des linken
Radarsensors mit Gierwinkel- und Barometerstützung (blau) nach Doer et al. [172]. Start- und
Endposition waren gleich für alle Läufe und sind durch den roten Pfeil in den Bildern gekenn-
zeichnet. Luftbildȷ © Stadt Karlsruhe.
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5.» Navigationssystem

Da weder mit monokularem noch Stereo visuell-inertialen SLAM-Ansätzen
wie VINS [110] (mit Schleifenschluss) oder ORB-SLAM« [18] eine Referenz
mit ausreichender Genauigkeit erstellt werden konnte, kann eine Evaluati-
on wie bei den Indoor-Datensätzen nicht durchgeführt werden. Die Campus-
Loops-Datensätze weisen jedoch alle die gleichen Start- und Endpositionen auf,
was eine Evaluation des relativen finalen Positionsfehlers ermöglicht. Dieser
ergibt sich aus dem finalen Positionsfehlerbetrag geteilt durch die Trajektori-
enlänge.

Tabelle 5.9 zeigt die Ergebnisse aller vier Datensätze für die Radar-inertiale
Navigation ohne (x-RIO) und mit Gierwinkel- und Barometerstützung (x-RIO-
Yaw-Baro) für verschiedene Radarsensor-Kombinationen sowie das Ergebnis
von VINS [110] als Vergleich zu VIO. Wie bereits bei den Indoor-Datensätzen
erzielt die Radar-inertiale Navigation mit dem linken oder dem rechten Ra-
darsensor ähnliche Ergebnisse sowohl ohne Stützung (0,73 % und 0,85 %) als
auch mit Stützung (0,51 % und 0,51 %) für den mittleren Fehler. Der mittlere
Radarsensor profitiert stark von der Stützung, so wird der mittlere Fehler bei
Stützung von 2,13 % auf 0,73 % reduziert. Die deutlich schlechtere Genauig-
keit des mittleren Radarsensors ist wieder mit dem reduzierten Sichtbereich in
Elevation begründet. Die Kombination des linken und rechten Radarsensors er-
zielt bei den vorliegenden Datensätzen ähnliche Ergebnisse. Die Kombination
aller drei Radarsensoren zeigt im Vergleich zur Kombination links-rechts eine
leichte Verschlechterung. Bei den betrachteten Datensätzen war viel Struktur,
zum Beispiel durch Gebäude, in den Sichtbereichen aller Radarsensoren. Diese
weisen wie in Tabelle «.2 eine maximale Reichweite von circa 50 m auf. Eine
Kombination von mehreren Radarsensoren scheint dennoch vorteilhaft im Hin-

Datensatz x-RIO x-RIO-Yaw-Baro VINS

l r m l-r l-m-r l r m l-r l-m-r [110]

Campus-Loop 1 1,33 1,57 1,43 1,25 0,22 0,54 0,47 0,35 0,63 0,60 0,84

Campus-Loop 2 0,38 0,30 0,30 0,6ß 1,12 0,43 0,82 0,74 0,77 0,ß0 0,33

Campus-Loop 3 0,33 0,76 0,4ß 0,82 1,36 0,21 0,2ß 0,50 0,2ß 0,3ß 0,35

Campus-Loop 4 0,88 0,78 0,64 0,75 5,80 0,82 0,44 1,31 0,57 0,74 1,ß6

∅ rel. Fehler (%) 0,73 0,85 2,13 0,72 0,88 0,50 0,51 0,73 0,57 0,66 0,87

Tabelle 5.9: Ergebnis der Campus-Loops-Datensätze für x-RIO und visuell-inertialer Odometrie
(VINS). Als Evaluationsmetrik wird der relative finale Positionsfehler (%), also die finale Positi-
onsfehlernorm geteilt durch die Trajektorienlänge verwendet.
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blick auf Szenarien mit asymmetrischen Szenen hinsichtlich der vorhandenen
Struktur. So sind Szenarien denkbar, in denen Struktur nur auf einer Seite des
UAS vorhanden ist. Während die Verwendung eines einzelnen Radarsensors
hier eine robuste Navigation nicht garantieren kann, ist dies bei Verwendung
mehrerer Sensoren gewährleistet. Der Vergleich zu VINS zeigt, dass die Radar-
inertiale Navigation auch in Outdoor-Szenarien vergleichbare Ergebnisse bei
Deaktivierung der zusätzlichen Stützung unter Verwendung des linken, rech-
ten oder linken und rechten Radarsensors erreicht (0,73 %, 0,85 % und 0,72 %
versus 0,87 %). Bei Aktivierung der Gierwinkel- und Barometerstützung er-
reichen alle x-RIO-Konfigurationen deutlich bessere Ergebnisse. Bei Einsatz
des linken und/oder des rechten Radarsensors ergibt sich eine Verbesserung
von mehr als 34 % im Vergleich zu VINS.

Demonstration autonomer Flüge

In diesem Abschnitt wird die Verwendung von x-RIO zur online Navigation
eines UAS für autonome Flüge demonstriert. Dabei wird jeweils ein Trajek-
torienflug durchgeführt. Hierfür wird zunächst eine Ziel-Trajektorie erzeugt
und diese anschließend abgeflogen, wobei ausschließlich mit x-RIO navigiert
wird. Es werden zwei Szenarien demonstriertȷ ein Flug in einem Bürogebäude
in guten Sichtbedingungen und ein Flug in dichtem Nebel am Deutschen-
Rettungsrobotik-Zentrum (DRZ) bei schlechten Sichtbedingungen.

Die Erzeugung der Trajektorien erfolgt mit Hilfe von zuvor definierten Weg-
punkten. Auf Basis dieser wird mit Hilfe von [100] eine glatte Trajektorie
unter Minimierung des Rucks erzeugt. Jeder Zeitpunkt der Trajektorie bein-
haltet die Stellgröße für die Ziel-Position, -Geschwindigkeit, -Beschleunigung,
-Gierwinkel und -Gierrate. Diese werden als Stellgrößen mit einer Rate von
20 Hz an den Pixhawk-Flugregler gesendet. Durch die umfangreichen Stell-
größen können die Trajektorien auch bei dynamischen Manövern sehr genau
abgeflogen werden.

Der autonome Indoor Flug in guten Sichtbedingungen ist in Abbildung 5.17a
dargestellt. Die Wegpunkte, die zur Erstellung der Trajektorie genutzt wurden,
sind durch die schwarzen Kreuze gekennzeichnet. Das Szenario beinhaltet ins-
gesamt vier Türdurchflüge. Da die Türen eine Breite von 1 m aufweisen und
die Flugplattform eine Kantenlänge von 45 cm hat, bleibt bei den Türdurch-
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Markierung 1

Markierung 2

Markierung 3

Markierung 4
2

1

3

4
Referenz-Trajektorie 
x-RIO
Wegpunkte

(b) Autonomer Flug in dichtem Nebel

Abbildung 5.17: Autonome Testflüge mit online Navigation durch x-RIO für Szenarien mit
guten Sichtbedingungen (oben) und schlechten Sichtbedingungen (unten). Es wurden jeweils
Wegpunktflüge ausgeführt, diese wurden vor dem Flug bestimmt und sind durch die schwarzen
Kreuze visualisiert. x-RIO kann zur online Navigation von UAS eingesetzt werden und ermöglicht
Flüge sogar in dichtem Nebel. Das rote Quadrat markiert die Flugplattform im dichten Nebel.

flügen ein Spielraum von nur 27,5 cm. In diesem Szenario wurde bewusst auf
eine Kollisionsvermeidung verzichtet. So kann die hohe Güte der Navigation
demonstriert werden, da Lokalisierungsfehler von über 27,5 cm zu einer Kol-
lision führen würden. Für das Flugexperiment wurde die initiale Position und
Ausrichtung der Flugplattform exakt bestimmt und dann der Trajektorienflug
gestartet. Die geschätzte Trajektorie von x-RIO ist in Abbildung 5.17a in grün
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5 Radar-inertiale Navigation

dargestellt. Bei diesem Flug wurde x-RIO nur mit dem linken Radarsensor ein-
gesetzt. Zusätzlich wurde auch eine Pseudoreferenz, wie auch bei den Indoor-
Datensätzen mit Hilfe von VINS [110] mit Schleifenschlüssen, erstellt und zu-
sätzlich in schwarz eingezeichnet. Es zeigt sich nur eine sehr kleine Drift des
Positionsfehlers. Des Weiteren ist die Radar-Gierwinkelstützung visualisiert.
Die blau eingefärbten Radarscan-Punkte wurden dabei zur Initialisierung ver-
wendet und die roten Radarscan-Punkte für die Gierwinkelmessungen. Es zeigt
sich, dass Manhattan-Welt-Strukturen sehr gut detektiert werden, da die Punkte
entweder auf Wänden liegen oder zu Wänden ausgerichtetes Mobiliar abbil-
den. Der erfolgreiche Flug demonstriert dabei die Anwendbarkeit zur Online
Navigation von UAS mit sehr hoher Güte auch in engen Indoor-Umgebungen.

Das zweite Szenario ist in Abbildung 5.17b dargestellt und demonstriert die
Navigation in dichtem Nebel. Für diese Demonstration wurde die DRZ-Halle
mit Hilfe leistungsstarker Nebelmaschinen vernebelt. Analog zur vorherigen
Demonstration wurde aus Wegpunkten eine Trajektorie unter Minimierung des
Rucks [100] erstellt und abgeflogen. Trotz der schlechten Sichtbedingungen
mit Sichtweiten unter 1 m konnte der Flug erfolgreich durchgeführt werden.
Die Radar-inertiale Navigation stellt somit eine bewiesene Möglichkeit zur
Navigation von autonomen UAS auch unter schwierigen Bedingungen dar.

5.5 Fazit

In diesem Kapitel wurde zunächst die Radar-Eigengeschwindigkeitsschätzung
und anschließend die Generierung von Radar-Gierwinkelmessungen in Form
von instantanen Verfahren entwickelt. Dies ermöglicht sowohl die Schätzung
der Eigengeschwindigkeit und der Gierwinkel, nach einer Initialisierung, mit
einem einzelnen Radarscan. Die Fusion beider Stützinformationen mit In-
ertialsensordaten sowie optionaler Barometermessungen resultiert in einem
robusten vielseitig einsetzbaren lokalen Navigationssystem. Es kann eine frei
konfigurierbare Anzahl an Radarsensoren eingesetzt werden wobei auch die
extrinsische Kalibrierung eines jeden Sensors online geschätzt wird. So ist eine
aufwendige, exakte Kalibrierung des Sensorsetups nicht notwendig und Än-
derungen der Kalibrierung durch mechanische Beanspruchung können kom-
pensiert werden. Die Latenz des Radarscans wird mittels Zustandserweiterung
modelliert und stellt so eine Echtzeitverarbeitung sicher. Die Formulierung
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5.5 Fazit

mittels eines approximierten Radarklons beeinträchtigt die Genauigkeit nicht,
verbessert jedoch die Laufzeit.

Die umfangreiche Evaluation in Innenräumen und urbanen Umgebungen au-
ßerhalb von Gebäuden sowie der Vergleich zu einem etablierten Ansatz der
visuellen-inertialen Odometrie zeigen die hohe Genauigkeit des entwickelten
Systems. So werden durchweg bessere Ergebnisse als bei VIO, sogar in guten
Sichtbedingungen erreicht. Auch in schlechten Sichtbedingungen erreicht die
Radar-inertiale Navigation sehr genaue Ergebnisse. Zusätzlich ist der entwi-
ckelte Ansatz x-RIO sehr effizient und erreicht Ausführungszeiten, die um ein
vielfaches schneller als Echtzeit sind. Dies wird sogar auf einem Embedded-
Computer mit begrenzten Ressourcen erreicht. Die Demonstrationen autono-
mer Flüge in herausfordernden Umgebungen wurde in einem Bürogebäude und
in dichtem Nebel mit Sichtweiten unter einem Meter erfolgreich durchgeführt
und beweist die praktische Anwendbarkeit. Die Radar-inertiale Navigation
stellt somit ein lokales Navigationssystem dar, sowohl in Umgebungen ohne
GNSS-Empfang als auch bei schlechten Sichtbedingungen eingesetzt werden
kann.
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6 Multisensorielle Navigation in
schwierigen Bedingungen

In diesem Kapitel wird die Navigation in schwierigen Sichtbedingungen mit
Radar-basierter Multisensor-Navigation betrachtet. Hierfür wird im ersten Teil
die Erweiterung von Kamera-basierten Ansätzen mit Radar-Eigengeschwin-
digkeitsmessungen präsentiert. Im zweiten Teil erfolgt die Erweiterung der
Radar-inertialen Navigation mit GNSS zu einem globalen Navigationssystem.

6.1 Erweiterung Kamera-basierter Ansätze

Eine weitverbreitete und etablierte Möglichkeit zur Navigation unter Nutzung
von Kamera und Inertialsensorik ist visuelle inertiale Odometrie (VIO). VIO
wurde bereits erfolgreich zur online Navigation von UAVs eingesetzt [12,110,
1»0]. Gute Sichtbedingungen sowie eine Szene mit ausreichend vielen Features
sind Grundvoraussetzung für gute Ergebnisse von VIO. Abbildung 6.1 veran-
schaulicht den Unterschied von visuellen (obere Zeile) und thermalen (untere
Zeile) Bildern in verschiedenen Bedingungen. So können Thermalkameras so-
gar in schlechten Sichtbedingungen durch Nebel, siehe Abbildung 6.1b, die
Umgebung abbilden. Analog zu VIO, beschreibt thermale inertiale Odometrie
(TIO) die Fusion von Thermalkamerabildern und Inertialsensorik. Insbesonde-
re Innenräume wie zum Beispiel Gänge, siehe Abbildung 6.1c, weisen häufig
wenig Temperaturgradienten auf, was eine robuste Bewegungsschätzung mit
TIO schwierig gestaltet. Zusätzlich weisen Thermalkameras, wie auch die in
dieser Arbeit eingesetzte, sogenannte Non-Uniformity-Corrections (NUC) auf.
Diese regelmäßige Selbstkalibrierung dauert bis zu 0,75 s und stellt eine er-
hebliche Herausforderung für TIO Ansätze dar [1»], weil während den NUCs
keine Bilder aufgenommen werden können.
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6 Multisensorielle Navigation in schwierigen Bedingungen

(a) Gute Bedingungen (b) Nebel (c) Dunkler Flur

Abbildung 6.1: Vergleich von visuell-thermalen-Bildpaaren in verschiedenen Sichtbedingungen.
Die obere Zeile zeigt die visuellen Bilder und die untere Zeile die Thermalbilder.

Die Radar-inertiale Navigation aus Kapitel 5 stellt eine Möglichkeit zur genau-
en und robusten Navigation in erschwerten Sichtbedingungen dar. Hier haben
sich die Hauptfehlerquellen der geschätzten Navigationslösung im driftenden
Gierwinkel sowie der z-Komponente der Position gezeigt. Der Gierwinkel
konnte mittels Manhattan-Welt Annahmen robust gestützt werden und die z-
Komponente mittels eines Barometers. VIO oder TIO zeigen dagegen eine
sehr hohe Güte bei der Schätzung des Gierwinkels und der z-Komponenten
und weisen in der Regel Skalenfehler in Bewegungsrichtung auf. Dies zeigt
sich vor allem bei monokularen Ansätzen.

Daher untersucht dieser Abschnitt die Erweiterung von VIO und TIO mit
Radar-Eigengeschwindigkeitsmessungen. Radar-Eigengeschwindigkeit weist
keine Skalenfehler auf und ist insbesondere in Bewegungsrichtung sehr genau.
Dadurch können Skalenfehler von monokularen Setups erheblich verringert
werden. Es werden jedoch ausreichend Objekte innerhalb des Radarscans be-
nötigt. Radar-visuelle-inertiale Odometrie (RVIO) funktioniert auch in Szenen
mit wenigen Features oder schwierigen Sichtbedingungen. Radar-thermale-
inertiale Odometrie (RTIO) ermöglicht robuste Zustandsschätzung auch in
Umgebungen mit geringen Temperaturgradienten. Beide Ansätze profitieren
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6.1 Erweiterung Kamera-basierter Ansätze

von den Eigenschaften von VIO oder TIO in jeweils vorteilhaften Bedingun-
gen und können so Bereiche ohne Objekte innerhalb des Radarscans über-
brücken. Es werden somit die komplementären Eigenschaften beider Ansätze
ausgenutzt.

Im Rahmen dieser Arbeit wurde die etablierte Pipeline ROVIO [12] um die Fu-
sion mit Radar-Eigengeschwindigkeit erweitert. Die vorgeschlagene Pipeline
robuste Radar visuelle-inertiale Odometrie (RRxIO) wurde in Doer et al. [180]
veröffentlicht.

Im Folgenden werden zunächst verwandte Arbeiten analysiert, anschließend
wird die erweiterte VIO-Pipeline und die notwendigen Erweiterungen näher
vorgestellt. Darauf folgt eine ausführliche Evaluation zunächst mit Simula-
tion und anschließend mit selbst erstellten Datensätze verschiedenen Kom-
binationen aus den visuell-thermal-Radar-inertialen-Domänen. Die folgenden
Ausführungen basieren auf der Veröffentlichung Doer et al. [180].

6.1.1 Verwandte Arbeiten

Visuelle-inertiale Odometrie

Visuelle-inertiale Odometrie (VIO) wurde im vergangenen Jahrzehnt um-
fangreich erforscht. Dabei haben sich zwei Hauptgruppen herausgebildetȷ
Filter-basierte Ansätze [12, »6, 81, 98, 1»0] und Optimierungs-basierte An-
sätze [»«, 80, 110]. Eine umfangreiche Analyse von sechs Open-Source An-
sätzen zur Navigation von fliegenden Systemen wurde in [««] durchgeführt.
Hierin folgerten Delmerico et. al., dass VINS [110] die höchste Genauigkeit
und ROVIO [12] den besten Tradeoff zwischen Genauigkeit und Laufzeit er-
zielt. Da diese Arbeit auf Navigationsansätze abzielt, die auch auf Embedded-
Computern mit begrenzter Rechenleistung ausgeführt werden können, wird
im Folgenden ROVIO als Grundlage für das vorgeschlagene System verwen-
det [180]. VINS wird dagegen zur Evaluation, als Vergleich zu einem sehr ge-
nauen VIO-Ansatz, eingesetzt. Der Einsatz von VIO eignet sich nur bei guten
Sichtbedingungen. Erschwerte Bedingungen beispielsweise durch Dunkelheit
oder Nebel lassen sich mit reinen VIO-Ansätzen nicht lösen. Die Kombination
mit Radar-Eigengeschwindigkeitsmessungen, stellt jedoch eine vielverspre-
chende Möglichkeit dar, um auch mit solchen Bedingungen umzugehen.
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6 Multisensorielle Navigation in schwierigen Bedingungen

Thermale-inertiale Odometrie

Analog zu VIO, wurde in den letzten Jahren thermale-inertiale Odometrie
(TIO) als Lösung auch für schwierige Sichtbedingungen untersucht [«2, 69,
72, 126, 160]. Dabei hat sich die Fusion mit Inertialsensorik als sehr gewinn-
bringend herausgestellt, da Thermalbilder im Vergleich zu visuellen Bildern
insbesondere in Innenräumen deutlich weniger robuste Features aufweisen,
siehe auch Abbildung «.1. Dies wird durch die Ansätze [69, 72, 160] kompen-
siert, indem die Bildintensitäten in direkter Nachbarschaft zum detektierten
Feature genutzt werden. Um eine höhere Dynamik abzubilden, nutzen alle drei
Ansätze [69,72,160] nicht die in der Bildverarbeitung üblichen 8 bit Graustu-
fenwerte, sondern die rohen radiometrischen Messungen der Thermalkamera
in Form von 14 bit. Somit wird eine deutlich höhere Dynamik erzielt da an-
statt von einem Wertebereich 0 − 255 (8 bit) ein Bereich 0 − 16384 (14 bit)
genutzt werden kann. Khattak et al. [69] haben daher die Erweiterung von
ROVIO zur Verarbeitung von 14 bit Graustufenwerten vorgeschlagen. Um Re-
chenzeit zu sparen und einen allgemeinen Ansatz sowohl für die visuelle als
auch die thermale Domäne bereitzustellen wird im Rahmen dieser Arbeit der
Einsatz von 8 bit Daten umgesetzt [180]. Auch die Anwendung von Ansätzen
des maschinellen Lernens wurden vorgeschlagen [126,160]. Während Saputra
et al. [126] ein neuronales Netz einsetzen, um Thermalbilder für die weite-
re Verarbeitung zu optimieren, verfolgen Zhao et al. [160] den Ansatz mit
Hilfe von Deep Learning einen robusten Feature Detektor speziell für Ther-
malbilder zu entwickeln. Da jedoch beide Ansätze rechenintensive neuronale
Netzwerke nutzen, ist eine Echtzeitfähigkeit auf einem Embedded-Computer
mit limitierter Rechenleistung nicht möglich, was jedoch das Ziel dieser Arbeit
ist.

Radar-inertiale Odometrie

Wie bereits in Unterabschnitt 5.1 analysiert, stellt die Radar-inertiale Naviga-
tion einen Ansatz dar, der das Szenario der schlechten Sichtbedingungen löst.
Ohne eine Gierwinkelstützung auf Basis von Manhattan-Welt Annahmen tritt
jedoch bei dem Verfahren aus Kapitel 5 auf Grund des Gierratenoffsetdrifts ein
wachsender Fehler des Gierwinkels auf. Da der Gierratenoffset jedoch durch
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6.1 Erweiterung Kamera-basierter Ansätze

VIO oder TIO sehr gut geschätzt wird, ist die Fusion mit VIO oder TIO, also
ein multi-Domänen Ansatz, sehr vielversprechend.

Multisensorielle Odometrie

Weitere Multiomänen Ansätze in dem Kontext wurden in [71, 82, 97, 1«5] be-
trachtet. Diese erzielen durch die Verwendung mehrerer Domänen als nur VIO
oder TIO bessere Ergebnisse. So wurden in [1«5] die Fusion von einer Kamera
und Lidar vorgeschlagen. Jedoch kann das Szenario mit Nebel oder Rauch
durch diesen Ansatz nicht gelöst werden. Khattak et al. [71] verfolgten dabei
den Ansatz, Features sowohl aus visuellen als auch Thermalbildern gleichzei-
tig zu nutzen. Somit ist ein Einsatz auch in schwierigen Bedingungen möglich.
Im Rauch oder Nebel erfolgt dann jedoch die Navigation ausschließlich mit
Hilfe der Thermalbilder was insbesondere in Innenräumen, wie oben beschrie-
ben, schwierig sein kann. Der Einsatz von Radar wurde bisher nur in [82, 97]
betrachtet. Mostafa et al. [97] kombinierten dabei jedoch nur eindimensionale
Radargeschwindigkeitsmessungen mit visuellen optischen Fluss Messungen,
Radarhöhenstützung und GPS. Hierbei stellt jedoch die eindimensionalen Ra-
dargeschwindigkeitsmessungen nur eine geringe Stützinformation bereit was
dein Einsatz in schwierigen Sichtbedingungen nicht löst. Liang et al. [82]
nutzen dagegen zweidimensionale Radargeschwindigkeitsmessungen und fu-
sionieren diese Kalman-Filter-basiert mit GNSS-, Lidar-, Stereokamera- und
Inertialsensordaten. Wie auch schon im Ansatz von [97], stellt Radar bei [82]
nur eine weitere Stützinformation dar, die nur horizontal stützt. Da hier jedoch
die Navigation von UAS im dreidimensionalen Raum betrachtet wird, ist eine
horizontale Stützung nicht ausreichend.

Fazit

Es zeigt sich also eine Lücke im Stand der Technik bezüglich der Fusion von
Radar mit VIO (RVIO) und TIO (RTIO) was durch diese Arbeit geschlossen
wird [180]. So wird ROVIO [12] erweitert, um «D Radar-Eigengeschwindig-
keitsmessungen zu fusionieren. Der entstehende Ansatz wird robuste Radar
visuelle-inertiale Odometrie (RRxIO) genannt [180].

119



6 Multisensorielle Navigation in schwierigen Bedingungen

6.1.2 Robuste visuelle-inertial Odometrie (ROVIO)

Robuste visuelle-inertiale Odometrie (ROVIO) ist ein Ansatz, der auf einem
iterativen Kalman-Filter basiert [12]. Im Bild werden zunächst FAST [120]
Features detektiert. Um die Positionen der Features herum werden dann die
Bildintensitäten in Form von Patches extrahiert. Dies sind die direkten Grau-
stufenwerte, die in einem quadratischen Bereich, zum Beispiel 3 × 3 pixel,
um die Feature-Position aus dem Bild extrahiert werden. ROVIO nutzt daher
einen sogenannten direkten visuellen Odometrie-Ansatz, der den photome-
trischen Fehler minimiert. Dies stellt einen robusteren Ansatz als klassische
Ansätze dar, die den Rückprojektionsfehler minimieren, weil so alle Infor-
mationen in direkter Umgebung des Features genutzt werden [12]. Für mehr
Robustheit erfolgt die Extraktion der Patches auf einer Bildpyramide, wobei
jede Stufe die Auflösung des Bildes halbiert. So können zum Beispiel auch
Kanten im Bild robust getrackt werden. Vor der eigentlichen Verarbeitung als
Innovationsterm im Kalman-Filter-Update, werden die Bild-Patches mit Hilfe
des aktuellen Filterzustands affin transformiert [12]. So werden Verzerrungen
durch Rotationen kompensiert. Im Filter-Update wird dann das Residuum auf
Basis des prädizierten Patches und der tatsächlichen Patches im Bild aufge-
stellt [12]. Beleuchtungswechsel werden mit einem affinen Intensitätsmodell
kompensiert [12].

ROVIO nutzt eine sogenannte robozentrische Formulierung des Schätzpro-
blems, was bessere Eigenschaften der Beobachtbarkeit zur Folge hat [12].
Folglich werden alle Zustände im körperfesten Koordinatensystem geschätzt.
Der Zustandsvektor 𝒙 zum Zeitpunkt 𝑘 ist dabei gegen durch [12]

𝒙𝑘 =
[
𝒑𝑏 𝒗𝑏 𝒒𝑏𝑜 𝒃𝑎 𝒃𝑔 𝒍𝑏𝑏𝑐 𝒒𝑏𝑐 𝒙 𝒇

]
(6.1)

mit der Position 𝒑𝑏, der Geschwindigkeit 𝒗𝑏, der Lage 𝒒𝑏𝑜 , den Offets des
Beschleunigungs- 𝒃𝑎 und des Drehratensensors 𝒃𝑔 sowie der extrinsischen
Kalibrierung der Kamera bestehend aus der Translation 𝒍𝑏𝑏𝑐 und Rotation 𝒒𝑏𝑐
zwischen dem Kamera und dem köperfesten Koordinatensystem. Der Feature-
vektor 𝒙 𝑓 für den Fall von 𝑁-Features besteht aus [12]ȷ

𝒙 𝑓 =
[
𝝁𝑐0 . . . 𝝁𝑐

𝑁
𝜌0 . . . 𝜌𝑁 ,

]
. (6.2)
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und parametrisiert die geschätzte Feature-Position mit dem Richtungsvektor
𝝁 und inverser Tiefen 𝜌 relativ zum körperfesten Koordinatensystem. Die
Verarbeitung des Filters erfolgt bildgetrieben [12]. Das heißt, Propagation
erfolgt erst, sobald ein neues Kamerabild vorliegt. Dann wird der Zustand
bis zum Zeitstempel des Bildes propagiert und das Filterupdate ausgeführt.
Somit ist die Update-Rate des Filterzustands im Gegensatz zur Radar-inertialen
Navigation aus Abschnitt 5, nur so hoch wie die Bildrate, also typischerweise
20 Hz anstelle von 200 Hz.

6.1.3 Robuste Radar visuelle-inertiale Odometrie
(RRxIO)

Abbildung 6.2 zeigt das Blockdiagramm von der entwickelten Pipeline RR-
xIO basierend auf Doer et al. [180]. Es erfolgt zunächst die Schätzung der
Radar-Eigengeschwindigkeit 𝒗𝑟 mit Unsicherheit P𝑟 mit Hilfe des Ansatzes
aus Abschnitt 5.2. Anschließend wird diese als weiteres Messupdate im EKF
von ROVIO mit den Daten der IMU und der Kamera fusioniert.

Für das Geschwindigkeitsupdate muss dabei die Radar-Eigengeschwindig-
keit in das körperfeste Koordinatensystem transformiert werden. Dabei wird
angenommen, dass die extrinsische Kalibrierung des Radarsensors (𝒍𝑏𝑏𝑟 , 𝒒

𝑏
𝑟 )

bekannt ist. Die Umformung von (5.«0) ergibt [180]

𝒗𝑏𝑟 = C𝑏𝑟 𝒗
𝑟 −

[
𝝎𝑏𝑚 − 𝒃𝑔

]
× 𝒍𝑏𝑏𝑟 (6.«)

Radareigengeschwindigkeits-

schätzung

Pose 

Geschwindigkeit

IMU-Offsets

Features

𝒗𝑟 , 𝑷𝑟
Kamera

visuell / thermal
IMUFMCW Radar

ROVIO

Geschwindigkeits-

Update

Abbildung 6.2: Blockdiagramm der entwickelten Pipelineȷ Robuste Radar visuelle/thermal-
inertiale Odometrie (RRxIO).
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6 Multisensorielle Navigation in schwierigen Bedingungen

mit der gemessenen Drehrate der IMU 𝝎𝑏𝑚 und dem geschätzten Offset der
Drehrate 𝒃𝑔 aus dem Filterzustand. Da hier MEMS IMUs eingesetzt werden,
wird die Drehrate der Erde vernachlässigt. Anschließend ergibt sich die Mess-
gleichung der Geschwindigkeit im körperfesten Koordinatensystem 𝒗𝑏𝑚 zu

𝒗𝑏𝑚 = 𝒗𝑏𝑟 + 𝒗𝑣𝑟 , (6.»)

wobei das Messrauschen mit Gaußschen Rauschen 𝒗𝑣𝑟 modelliert und durch
die geschätzte Kovarianz P𝑟 parametrisiert wird [180]. Linearisierung ergibt
die Jacobi-Matrix für 𝑁-Features im Filterzustandȷ

H𝑟 =

[
03×3 I3 03×6 −

[
𝒍𝑏𝑏𝑟

]
× 03×4𝑁

]
. (6.5)

Wie bereits in Unterabschnitt 5.».« diskutiert ist der Einfluss des Drehraten-
offsets auf das Geschwindigkeitsresiduum sehr gering. Daher wird hier die
Jacobi-Matrix approximiert durch [180]ȷ

H𝑟 ≈
[
03×3 I3 03×6 03×(4𝑁+3)

]
. (6.6)

Ein Mahalanobis-Distanz-Test, siehe Abschnitt A.1, stellt sicher, dass Outlier
herausgefiltert werden.

6.1.4 Evaluation mit EuRoC-Datensätzen

Zunächst wird die vorgeschlagene Pipeline RRxIO mit einem der bekanntesten
UAV-Flugdatensätzen evaluiert. Der EuRoC-MAV-Datensatz [17] besteht aus
elf UAV-Flügen mit visuell-inertialen Sensordaten sowie jeweils einer Refe-
renz zur Evaluation. Im Folgenden werden die Daten der IMU sowie der linken
Kamera genutzt. Da dieser Datensatz keine Radarsensordaten enthält, werden
Radar-Eigengeschwindigkeitsmessungen simuliert. So kann der Einfluss hier-
von auf die Güte der Navigation mit realen visuell-inertialen Daten analysiert
werden. Für die Simulation der Radar-Eigengeschwindigkeit wird Gaußsches
Rauschen mit einer Standardabweichung von [0.05, 0.075, 0.12] m/sec simu-
liert. Dieses wurde zuvor in Datensätzen mit Motion-Capture Referenzsystem
und dem realen FMCW-Radar bestimmt, wie in Abschnitt 5.2.5 präsentiert ist.
Wie auch im realen Sensor-Setup beträgt die Messrate 10 Hz.
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6.1 Erweiterung Kamera-basierter Ansätze

Die Evaluation erfolgt nach dem gleichen Verfahren wie bei der Radar-
inertialen Navigation in Abschnitt 5.».5. So werden die geschätzten Trajektori-
en zur Referenz mit pos-yaw ausgerichtet [1»5] und anschließend der absolute
Translationsfehler mittels [159] berechnet. Zusätzlich wird auch der Echtzeit-
Faktor des Intel-NUC-i7 analysiert, also die Datensatzlänge geteilt durch die
Laufzeit des Algorithmus’.

Tabelle 6.1 zeigt die Ergebnisse für die EuRoC-MAV-Datensätze Machine-Hall
und Vicon-Room. Dabei wurden folgende Ansätze evaluiertȷ

• VINS [110]ȷ Nach [««] eine der genausten Open-Source VIO Pipelines.

• ROVIO [12]ȷ Nach [««] die Pipeline mit dem besten Tradeoff zwischen
Genauigkeit und Laufzeit. Es werden 25 Features im Filterzustand ver-
wendet.

• RRxIO [180]ȷ Die Weiterentwicklung von ROVIO mit der Fusion von
Radar-Eigengeschwindigkeitsmessungen. Hierbei wird die Anzahl an
Features 𝑁 des Filterzustands, siehe (6.1), variiert.

VINS ROVIO RRxIO (vorgeschlagen)

Dataset N=25 N=25 N=15 N=10

Machine-Hall-01 0, 25 0, 46 0, 21 0, 27 0, 33

Machine-Hall-02 0, 10 0, 24 0, 23 0, 20 0, 20

Machine-Hall-03 0, 20 0, 37 0, 20 0, 20 0, 19

Machine-Hall-04 0, 30 0, 75 0, 21 0, 51 0, 7ß

Machine-Hall-05 0, 27 0, 70 0, 23 0, 68 0, 74

Vicon-Room1-01 0, 10 0, 08 0, 08 0, 13 0, 13

Vicon-Room1-02 0, 11 0, 09 0, 10 0, 17 0, 17

Vicon-Room1-03 0, 16 0, 14 0, 12 0, 11 0, 18

Mittlerer ATE (m) 0, 1ß 0, 36 0, 17 0, 28 0, 34

Echtzeitfaktor Faktor 1.1 7.4 7.1 13.2 1ß.3

Tabelle 6.1: Ergebnisse EuRoC-MAV-Datensatz [17]ȷ Alle Ergebnisse wurden zur Referenz aus-
gerichtet und hinsichtlich des absoluten Translations-RMS-Fehlers (ATE) evaluiert, nach Do-
er et al. [180]. Das beste Ergebnis pro Datensatz ist hervorgehoben. 𝑁 beschreibt dabei die Anzahl
an Features im Filterzustand.
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6 Multisensorielle Navigation in schwierigen Bedingungen

RRxIO verbessert die mittlere Positionsgenauigkeit in allen Konfiguration im
Gegensatz zu ROVIO. Dies zeigt sich im mittleren Positionsfehler und insbe-
sondere in den Datensätzen der Machine-Hall. Diese weisen im Gegensatz zu
den Vicon-Room-Datensätzen eine höhere Szenetiefe auf. Dies führt zu höhe-
ren Fehlern als bei Szenen mit geringer Tiefe wie bei den Datensätzen Vicon-
Room1. RRxIO mit 𝑁 = 25 Features erreicht sogar einen besseren mittleren
Fehler als VINS (0,17 m vs. 0,1ß m) bei einer knapp siebenfach schnelleren
Laufzeit (7, 1 vs. 1, 1). RRxIO mit 𝑁 = 10 Feature erreicht eine ähnliche Ge-
nauigkeit wie ROVIO mit 𝑁 = 25 Features wobei die Laufzeit um mehr als
den Faktor zwei verbessert wird.

Daher ergeben sich die folgenden zwei Konfigurationsmöglichkeiten, je nach
Ziel der Anwendung. So kann RRxIO mit der gleichen Anzahl an Features
verwendet werden und erzielt dann deutlich bessere Ergebnisse als ROVIO, bei
ähnlicher Verarbeitungszeit. Oder RRxIO wird mit weniger Features betrieben,
erzielt dann ähnliche Genauigkeiten wie ROVIO (mit einer höheren Anzahl an
Features), bei stark verbesserter Laufzeit.

6.1.5 Evaluation mit Realläufen

Im Folgenden wird RRxIO ausführlich mit Realläufen evaluiert und mit ver-
schiedenen weiteren Ansätzen auf umfangreichen Datensätzen verglichen.
Dabei werden die Kombinationen Radar-visuell-inertial und Radar-thermal-
inertial von RRxIO gegen Radar-inertial, visuell-inertial und thermal-inertial
gegeneinander evaluiert. So können die Stärken und Schwächen der Ansätze
und Domänen verglichen werden.

Hardware-Aufbau

Für die Realläufe wurde eine leicht modifizierte Version der Multisensor-
plattform aus Unterabschnitt «.1 verwendet. Diese ist in Abbildung 6.« auf
der linken Seite dargestellt. Im Gegensatz zur Multisensorplattform wurde
hier nur ein nach vorne gerichteter Radarsensor (TI IWR68»«AOP) sowie ei-
ne Mono-Graustufenkamera eingesetzt. Zusätzlich ist die Plattform auch mit
Markern für das Motion-Capture System ausgestattet. Für die geflogenen Da-
tensätze wurde die Flugplattform, siehe Abbildung 6.« rechts, eingesetzt. Mit
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6.1 Erweiterung Kamera-basierter Ansätze

Thermalkamera

IMU

FMCW 

Radar AOP

Visuelle-Kamera

Intel-NUC-i7

Multisensorplattform 

(getragen Datensätze)

Flugsystem mit Multisensorplattform 

(geflogenen Datensätze)

Marker Motion-

Capture-System

Abbildung 6.3: Modifizierter Hardware-Aufbau für getragene Datensätze (links) und geflogene
Datensätze (rechts) nach Doer et al. [180].

Hilfe des Hardwareaufbaus wurden umfangreich Datensätze in verschiedenen
Umgebungen und Sichtbedingungen aufgezeichnet, die im nächsten Abschnitt
zusammengefasst werden.

Überblick Datensätze

Abbildung 6.» zeigt eine Übersicht der zur Evaluation eingesetzten Datensätze
jeweils mit einem visuell-thermalen Bildpaar. Dabei sind auf der linken Sei-
te und Mitte die Datensätze mit Motion-Capture und Pseudo-Referenz sowie
auf der rechten Seite Datensätze in schlechten Sichtbedingungen gezeigt. Die
Motion-Capture-Referenz Datensätze wurden im Motion-Capture Lab des IRS
aufgezeichnet sowohl in guten als auch in schlechten Sichtbedingungen, die
durch Dunkelheit erzeugt wurden. Die Datensätze mit Pseudoreferenz umfas-
sen verschiedene Umgebungen in Innenräumen und außerhalb von Gebäuden.
Die Datensätze in schlechten Sichtbedingungen wurden bei Nacht oder un-
ter Einsatz einer Nebelmaschine aufgezeichnet und decken Innenräume und
Außenbereiche ab. Im Folgenden werden zunächst die Ergebnisse mit Refe-
renz und dem gleichen Evaluationsschema wie im Abschnitt 6.1.» dargestellt.
Anschließend folgt eine Evaluation in schlechten Sichtbedingungen. Hierbei
wird nur der finale Positionsfehler evaluiert, da keine Referenz mit Stand der
Technik Methoden erstellt werden konnte.
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6 Multisensorielle Navigation in schwierigen Bedingungen

Motion-Capture-Referenz Pseudo-Referenz Schlechte Sichtbedingungen

visuell thermal

MoCap-easy

MoCap-medium

MoCap-difficult

MoCap-dark

MoCap-dark-fast

Gym

Indoor-floor

Outdoor-campus

Outdoor-street

Gym-dark

Indoor-dark

Outdoor-dark

Gym-fog

Fog-flight 1

Fog-flight 2

Abbildung 6.4: Überblick der Datensätzeȷ Motion-Capture-Referenz (linke Spalte), Pseudo-
Referenz (Mitte) und schlechte Sichtbedingungen (rechte Spalte) jeweils mit einem visuell-
thermalen Bildpaar.
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6.1 Erweiterung Kamera-basierter Ansätze

Evaluation mit Referenz: Methodik

Die Datensätze mit Referenz wurden mit Ausnahme der Mocap-Dark-Daten-
sätze bei guten Sichtbedingungen aufgezeichnet, um eine breite Evaluation
durchzuführen. Es handelt sich hierbei um neun Datensätze die Umgebungen
wie das Motion-Capture Lab, Innenräume und urbane Gebiete abdecken.

Die Referenz wurde dabei bei den fünf MoCap-Datensätzen mit Hilfe des
Motion-Capture Systems sowie der Inertialsensordaten mittels einer Batch-
Optimierung mit der Toolbox vicon2gt [»7] erzeugt. Die Pseudo-Referenz-
Datensätze, dagegen, wurden mit einem visuell-inertialen SLAM erstellt. Da-
bei wurde VINS [110] mit aktivierten Schleifenschlüssen eingesetzt. Bei den
Datensätzen wurde auf regelmäßige Schleifenschlüsse geachtet, damit mit dem
visuell-inertialen SLAM akkurate Referenz-Trajektorien erzeugt werden kön-
nen. Da es sich jedoch um ein monokulares Setup handelt, treten Skalenfeh-
ler der geschätzten Trajektorie auf. Diese wurden mit Hilfe von Referenz-
Messpunkten manuell bestimmt und korrigiert.

Mit Hilfe der Referenz, können die geschätzten Trajektorien als Ganzes evalu-
iert werden, also der Fehler zu jedem Zeitschritt bestimmt werden, wie auch
schon zur Evaluation der Radar-inertialen Navigation in Unterabschnitt 5.».5
eingesetzt. Es werden die folgenden Ansätze und Konfigurationen evaluiertȷ

• X-RIO [182] (aus Kapitel 5)ȷ Evalution Radar-inertial in der Konfigura-
tion mit nur einem Radarsensor sowie ohne Stützung durch Barometer-
und Gierwinkelupdate.

• VINS [110] (ohne Schleifenschlüsse)ȷ Evaluation visuell-inertial und
thermal-inertial, jeweils mit getunten Parametern.

• ROVIO [12]ȷ Evaluation visuell-inertial und thermal-inertial mit 𝑁 = 25
Features, jeweils mit getunten Parametern.

• RRxIO [180]ȷ Evaluation Radar-visuell-inertial und Radar-thermal-
inertial jeweils mit 𝑁 ∈ [25, 15, 10] Features.

Die Ergebnisse sind im oberen Abschnitt von Tabelle 6.2 ausführlich dargestellt
und werden im Folgenden diskutiert.
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Radar-inertial visuell-inertial Radar-visuell-inertial thermal-inertial Radar-thermal-inertial

x-RIO VINS ROVIO RRxIO (vorgeschlagen) VINS ROVIO RRxIO (vorgeschlagen)

N=25 N=25 N=15 N=10 N=25 N=25 N=15 N=10

Motion-Capture Referenz

MoCap-easyȷ 36 m, ß4 s 0, 12 0, 0ß 0, 0ß 0, 08 0, 11 0, 10 0, 20 0, 12 0, 08 0, 14 0, 25

MoCap-mediumȷ 83 m, 87 s 0, 28 0, 08 0, 10 0, 10 0, 08 0, 12 - 0, 09 0, 12 0, 13 0, 16

MoCap-difficultȷ 70 m, 86 s 0, 32 0, 14 0, 0ß 0, 0ß 0, 07 0, 21 - 0, 15 0, 16 0, 15 0, 20

MoCap-darkȷ 111 m, 135 s 0, 22 - - 0, 14 0, 14 0, 14 - 0, 2ß 0, 17 0, 17 0, 24

MoCap-dark fastȷ 75 m, 86 s 0, 28 - - 0, 23 0, 23 0, 23 0, 20 0, 20 0, 15 0, 16 0, 16

Pseudo-Referenz

Gymȷ 74 m, 84 s 0, 12 0, 86 0, 48 0, 11 0, 13 0, 16 0, 51 0, 82 0, 20 0, 26 0, 2ß

Indoor-floorȷ 240 m, 206 s 0, ß3 0, 3ß 0, 29 0, 30 0, 3ß 0, 48 1, 26 1, 40 0, 48 0, 44 0, 61

Outdoor-campusȷ 102 m, 100 s 0, 47 0, 62 2, 80 0, 47 0, 53 0, 66 1, 10 3, ß4 0, 26 0, 42 0, 44

Outdoor-streetȷ 262 m, 186 s 2, 11 0, 57 3, 46 0, 57 0, ß3 1, 25 2, 27 8, 60 0, 73 0, 64 1, 10

Mittlerer ATE [𝑚] 0, 54 0, 3ß 1, 04 0, 23 0, 2ß 0, 37 0, ß4 1, 72 0, 26 0, 28 0, 38

Schlechte Sichtbedingungen

Gym-fogȷ 74 m, 111 s 0, 61 1, 21 1, 61 0, 32 0, 45 0, 73 - 1, 04 0, 39 0, 68 0, 50

Gym-darkȷ 74 m, ß0 s 0, 58 - - 0, 39 0, 82 0, 41 - 1, 26 0, 47 0, 56 0, 29

Indoor-darkȷ 120 m, 1ßß s 1, 62 - - 1, 45 1, 45 1, 32 - - 0, 60 0, 48 1, 28

Outdoor-darkȷ 222 m, 173 s 1, 21 - - 0, 31 0, 30 0, 32 1, 5ß 0, 72 0, ß4 0, 82 0, 85

Fog-flight 1ȷ 2ß m, 72 s 0, 2ß 1, 72 1, 18 0, 60 0, 7ß 0, ß2 - 1, ß8 0, 39 1, 17 2, 18

Fog-flight 2ȷ 40 m, 101 s 0, 28 - 1, 12 1, 00 1, 42 1, ß0 - 0, 86 1, 24 1, 02 0, 87

Mittlerer finaler relativer Fehler [%] 0, 77 - - 0, 68 0, 87 0, ß5 - 1, 17 0, 67 0, 7ß 1, 00

Mittlerer Echtzeitfaktor Intel-NUC-i7 140 1 6 ß 10, ß 13 1 7 7 10 12

Mittlerer Echtzeitfaktor Up-Core 21 - 0, 6 0, 7 1 1, 2 - 0, 6 0, 6 0, ß 1, 2

Tabelle 6.2: Evaluation mit Referenz (oben und Mitte) hinsichtlich des mittleren Translationsfehlers sowie in schlechten Sichtbedingungen
(unten) bezüglich des relativen finalen Positionsfehlers basierend auf Doer et al. [180]. Da bei schlechten Sichtbedingungen keine Referenz
mit VINS erstellt werden konnte, wird hier der finale Positionsfehler evaluiert. Das beste Ergebnis pro Datensatz ist für die visuelle Domäne
in blau und für die thermale Domäne in grün markiert. Ergebnisse, die divergiert sind oder sehr große Fehler aufweise, sind mit einem Minus
gekennzeichnet.
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6.1 Erweiterung Kamera-basierter Ansätze

Evaluation mit Referenz: Visuelle Kamera

In der visuellen Domäne zeigen sich ähnliche Ergebnisse aller Ansätze bei den
ersten drei MoCap-Datensätzen. Analog zu den Vicon-Room-Datensätzen aus
Abschnitt 6.1.», liegen hier geringe Szenentiefen und gute Sichtbedingungen
vor, sodass VINS und ROVIO sehr akkurate Ergebnisse liefern. Eine weitere
Verbesserung durch Radar-Eigengeschwindigkeit ist bei den bereits erzielten
Genauigkeiten nicht möglich. MoCap-Dark und MoCap-Dark-Fast dagegen,
konnten nur mit RRxIO erfolgreich prozessiert werden. Da hier das Licht
ausgeschaltet war, gab es nicht mehr genügend visuelle Features. Die Fusion
mit Radar-Eigengeschwindigkeit ist dabei sehr vorteilhaft. So können beide
Datensätze mit RRxIO in der Radar-visuellen-inertialen-Domäne erfolgreich
verarbeitet werden. Auf Grund der geringen Anzahl an visuellen Features er-
geben sich dabei jedoch die gleichen Ergebnisse für alle drei Konfigurationen
von RRxIO. Die vier Datensätze mit Pseudo-Referenz sind deutlich heraus-
fordernder. Insbesondere bei den Datensätzen mit großer Szenetiefe (Gym,
Outdoor-Campus und Outdoor-Street) erzielt RRxIO deutlich bessere Ergeb-
nisse als VINS und ROVIO. Insgesamt erreicht RRxIO mit 𝑁 = 25 Features
im Schnitt um den Faktor vier geringere Positionsfehler als ROVIO mit der
gleichen Anzahl an Features. Selbst RRxIO mit 𝑁 = 10 Features erzielt um
mehr als den Faktor zwei geringere Positionsfehler als ROVIO mit 𝑁 = 25
Features. Alle drei RRxIO-Konfigurationen erzielen im Schnitt bessere Posi-
tionsgenauigkeiten als VINS und bei 𝑁 = 25 ist RRxIO fast doppelt so genau
wie VINS. RRxIO erreicht mit 𝑁 = 25 Features einen Positionsfehler, der um
37 % geringer ist ist als mit 𝑁 = 10 Features.

Evaluation mit Referenz: Thermalkamera

In der thermalen Domäne zeigt sich der Vorteil von RRxIO gegenüber den rein
thermal-inertialen Ansätzen sehr deutlich. So können drei der neun Datensätze
von VINS nicht prozessiert werden. ROVIO ist als direktes VIO-Verfahren
gerade bei Thermalbildern gegenüber indirekten Verfahren, wie zum Beispiel
VINS, überlegen. So kann ROVIO alle neun Datensätze erfolgreich verarbeiten.
Auch bei Thermalbildern stellt sich die Fusion mit Radar-Eigengeschwindig-
keit als sehr vorteilhaft heraus. RRxIO erzielt in der thermalen Domäne mit
𝑁 = 25 Features eine sechsfach bessere Genauigkeit als ROVIO sowie vierfach
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6 Multisensorielle Navigation in schwierigen Bedingungen

bessere Ergebnisse als VINS. Auch in der Konfiguration mit 𝑁 = 10 Features
erreicht RRxIO in der thermalen Domäne mehr als vierfach bessere Genauig-
keit als ROVIO und knapp dreifach bessere Genauigkeiten als VINS. RRxIO
erreicht mit 𝑁 = 25 Features einen Positionsfehler, der um 32 % geringer ist als
mit 𝑁 = 10 Features. Im Vergleich zu RRxIO der visuellen Domäne ergeben
sich in der thermalen Domäne im Schnitt ähnliche Genauigkeiten über alle drei
Konfigurationen.

Evaluation mit Referenz: Radar

Die Radar-inertiale Navigation (x-RIO) wurde hier mit einem einzelnen Ra-
darsensor und ohne die Stützung durch Barometer- und Gierwinkelmessungen
evaluiert und somit nur die reine Radar-inertialen Domäne betrachtet. Es zeigt
sich, dass x-RIO im Schnitt bessere Genauigkeiten als ROVIO in der visuell-
inertialen und thermal-inertialen Kombination erzielt. RRxIO erreicht jedoch
mit allen Konfigurationen sowie mit visuellen als auch thermalen Bildern bes-
sere Genauigkeiten. RRxIO mit 𝑁 = 25 Features erzielt eine um den Faktor
zwei höhere Genauigkeit als x-RIO. Die Fusion mit Kameradaten stellt so-
mit einen wertvollen Informationsgewinn dar, der zu einer Verbesserung der
Lokalisierungsgenauigkeit führt.

Evaluation mit Referenz: Relative Fehler

Abbildung 6.5 zeigt die Analyse der relativen Fehler für den Datensatz Gym.
Dieser wurde nach der Fehlermetrik von Geiger et al. [»5] berechnet und
evaluiert Trajektorienabschnitte mit den Intervallen [12, 24, 36, 48, 60]m. Das
heißt, über den gesamten Datensatz werden die Fehler im Abstand dieser
Intervalle jeweils berechnet. Dabei wird der jeweilige Trajektorienabschnitt mit
Hilfe des ersten Samples zur Referenz ausgerichtet und anschließend der Fehler
berechnet. So können Fehler der Position und des Gierwinkels sehr gut getrennt
voneinander betrachtet werden, da ein einmaliger Gierwinkelfehler nicht die
gesamte Folgetrajektorie beeinflusst. Der waagerechte Strich im Innern der
rechteckigen Boxen, auch Whiskers genannt, markiert dabei den Median und
die obere und untere Kante jeweils das obere und untere Quantil der Fehler
und deckt somit 50 % der Fehler ab. Es wird ein Vergleich von ROVIO mit
𝑁 = 25 Features (visuellȷ blau, thermalȷ rot) und RRxIO mit 𝑁 = 15 (visuellȷ
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Abbildung 6.5: Boxplot des relative Fehlers des Gym-Datensatzes der Translation (oben) und des
Gierwinkels (unten) nach Doer et al. [180]. Die rechteckigen Boxen markieren dabei das ober und
untere Quantil, schließen also 50 % der Fehler ein. Der waagerechte Strich im Innern der Boxen
ist der Median des Fehlers.

grün, thermalȷ blau) durchgeführt. Dabei zeigt sich die Verbesserung durch die
Fusion mit Radar-Eigengeschwindigkeit sehr deutlich sowohl im Translations-
als auch im Gierwinkelfehler. Beide Fehler wachsen zwar in Abhängigkeit der
zurückgelegten Strecke, fallen aber bei RRxIO im Vergleich zu ROVIO deutlich
geringer aus. RRxIO erzielt dabei für die visuelle Domäne beim Positions- und
Gierwinkelfehler etwas bessere Ergebnisse als in der thermalen Domäne. Dies
spiegelt auch das Ergebnis aus Tabelle 6.2 wider.
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6 Multisensorielle Navigation in schwierigen Bedingungen

Evaluation in schlechten Sichtbedingungen

Schließlich erfolgt die Evaluation aller Ansätze mit sechs Datensätzen in
schlechten Sichtbedingungen. Diese wurde entweder durch Aufnahme bei
Nacht (Gym-dark, Indoor-dark, Outdoor-dark) oder durch den Einsatz einer
Nebelmaschine (Gym-fog, Fog-flight 1, Fog-flight 2) erzeugt. Die letzten bei-
den Datensätze (Fog-flight 1, Fog-flight 2) wurden dabei mit der Flugplattform
aufgezeichnet. Bei den Datensätzen wurde wieder auf die Abdeckung breiter
Anwendungsszenarien geachtet. So werden sowohl Innenräumen (Gym-dark,
Indoor-dark, Fog-flight 1, Fog-flight 2) also auch urbane Gebiete (Outdoor-
dark) abgedeckt.

Bei diesen Datensätzen liegt keine Referenz vor. Die Erstellung einer Refe-
renz ist mit dem aktuellen Stand der Technik noch nicht möglich. Stattdessen
wird hier der relative finale Positionsfehlerbetrag evaluiert. Da die Start- und
Endposition bei allen Datensätzen gleich ist, kann der finale Positionsfehler
leicht berechnet werden. Der Betrag davon wird anschließend durch die Tra-
jektorienlänge geteilt umso den relativen Fehler zu erhalten. Da es sich bei
allen Verfahren um Odometrie-Ansätze handelt, wächst der Fehler mit dem
zurückgelegten Weg. Der relative Fehler berücksichtigt dies und wird daher in
der Literatur häufig verwendet.

Visuell-inertiale Ansätze divergieren bei Dunkelheit und erzielen auch schlech-
tere Ergebnisse bei Sichteinschränkungen durch Nebel. So kann VINS nur zwei
und ROVIO lediglich drei der sechs Datensätze in dieser Domäne prozessie-
ren. RRxIO, dagegen, liefert konsistent hohe Genauigkeiten auf allen sechs
Datensätzen.

In der thermal-inertialen Domäne erzielt ROVIO deutlich bessere Ergebnisse
als VINS. So kann ROVIO zumindest fünf der sechs, VINS allerdings nur einen
der sechs Datensätze erfolgreich verarbeiten. RRxIO, dagegen, kann alle sechs
Datensätze erfolgreich verarbeiten und erzielt im Schnitt bessere Ergebnisse
als ROVIO.

Es werden ähnliche Genauigkeiten sowohl für visuelle als auch thermale Bilder
mit RRxIO erzielt (0,68 % versus 0,67 % bei 𝑁 = 25 Features). Die Anzahl an
verwendeten Features zeigt wiederum den schon zuvor beobachteten Verlauf.
So erzielt RRxIO mit visuellen Bildern einen um 32 % besseren Positionsfehler
bei 𝑁 = 25 versus 𝑁 = 10 Features. Bei thermalen Bilder erzielt RRxIO
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6.1 Erweiterung Kamera-basierter Ansätze

mit 𝑁 = 25 Features um 34 % bessere Positionsgenauigkeit als bei 𝑁 = 10
Features. Dies entspricht ungefähr der Beobachtung bei den Datensätzen mit
Referenz sowohl für visuell (37 % versus 32 %) als auch thermal (32 % versus
34 %).

RRxIO erzielt auch bei diesen Datensätzen bessere Ergebnisse als die reine
Radar-inertiale Navigation. So ist die erreichte Positionsgenauigkeit bei RRxIO
beider Domänen um circa 12 % besser.

Evaluation Laufzeit

Die beiden unteren Zeilen von Tabelle 6.2 analysieren die Echtzeitfaktor al-
ler Ansätze im Durchschnitt über alle Datensätze. Dafür wird die Zeitdauer
des Datensatzes durch die Zeitdauer zum Prozessieren des gesamten Daten-
satzes geteilt. Ein Vergleich der beiden Embedded-Computer, siehe Unterab-
schnitt «.1.2, wurde ebenfalls durchgeführt. VINS erreichte dabei nur einen
Echtzeitfaktor von eins auf dem Intel-NUC-i7 und konnten mit dem Up-Core
nicht in Echtzeit verarbeitet werden. ROVIO kann deutlich schneller verarbeitet
werden und erreicht somit Echtzeitfaktoren von sechs sowie 0,6 auf dem Intel-
NUC-i7 und Up-Core. Es zeigt sich, dass x-RIO mit Abstand die schnellsten
Laufzeiten erreicht. So erzielt x-RIO einen Echtzeitfaktor von 140 auf dem
Intel-NUC-i7 und 21 auf dem Up-Core). RRxIO mit 𝑁 = 10 Features erreicht
in beiden Domänen mit dem Intel-NUC-i7 Laufzeiten 12-Mal schneller als
Echtzeit und auch mit dem Up-Core 20 % schneller als Echtzeit. Damit erzielt
diese Konfiguration von RRxIO circa doppelt so schnelle Echtzeitfaktoren wie
ROVIO und mehr als 12-fach schnellere als VINS. Im Gegensatz zu VINS
und ROVIO erreicht RRxIO sogar auf dem Up-Core Laufzeiten schneller als
Echtzeit und kann daher zur online Navigation eingesetzt werden.
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6.1.6 Fazit

In diesem Abschnitt wurde die Erweiterung von Kamera-basierten Ansätzen
mit Radar-Eigengeschwindigkeitsmessungen präsentiert. Dabei hat sich ge-
zeigt, dass die Fusion von Radar-Eigengeschwindigkeit einen effektiven Weg
darstellt, um monokulare VIO- oder TIO-Ansätze zu erweitern. Auf Basis eines
etablierten VIO-Ansatzes wurde die Pipeline robuste Radar visuelle/thermale-
inertiale Odometrie (RRxIO) entwickelt. Hierbei kann RRxIO im Vergleich
zum ursprünglichen Ansatz ROVIO in zwei Richtungen ausgelegt werden.
Bei gleicher Anzahl an getrackten Features verbessert RRxIO die Positions-
genauigkeit erheblich. Bei einer Verringerung der Anzahl an Features wird
immernoch die gleiche Genauigkeit wie von ROVIO erreicht, die Laufzeit
verbessert sich jedoch stark.

RRxIO in der visuellen Domäne erzielt sogar bessere Ergebnisse als VINS
wobei die Laufzeit von RRxIO mehr als zehn Mal schneller ist. Durch die
Fusion mit der Radar-Eigengeschwindigkeit können Phasen mit schlechten
oder gar keinen visuellen Features, die zur Divergenz von reinen VIO-Ansätzen
führen, effektiv überbrückt werden.

RRxIO in der thermalen Domäne erzielt deutlich bessere Ergebnisse als ROVIO
und VINS. So stellen auch Szene mit geringen Temperaturgradienten oder
NUCs der Thermalkamera, die zur Divergenz reiner TIO-Ansätze führen, durch
die Fusion mit Radar-Eigengeschwindigkeit kein Problem dar.
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6.2 Radar-inertiale Navigation mit globaler
Stützung

Anwendungen von UAS, wie zum Beispiel der Transport von Gütern, Such-
und Rettungsmissionen, Überwachung oder Wartung benötigen ein globales
Navigationssystem, um global geplante Missionen abfliegen zu können. Jedoch
muss dieses Navigationssystem die globale Position, Geschwindigkeit und
Lage des Fluggeräts auch in Umgebungen mit schlechten GNSS-Bedingungen
oder gar beim Ausfall von GNSS robust und sicher bereitstellen können. Zudem
dürfen auch schwierige Sichtbedingungen wie Dunkelheit, Rauch oder Nebel
die Genauigkeit des Navigationssystems nicht beeinflussen.

In diesem Abschnitt wird die Erweiterung der Radar-inertialen Navigation aus
Kapitel 5 mit globaler Stützung mittels GNSS beschrieben. Dieser Ansatz
wird im Folgenden GNSS-Radar-inertiale Navigation genannt und wurde in
Doer et al. [172] veröffentlicht.

Der Vorteil von GNSS-Radar-inertiale Navigation liegt in der Robustheit ge-
genüber schlechten Sichtbedingungen und profitiert von den komplementären
Eigenschaften von Radar und GNSS-Navigation. Während die Radarnavigation
Strukturen innerhalb des Sichtbereichs des Radars benötigt, sind die GNSS-
Bedingungen am besten, wenn keine Strukturen, wie zum Beispiel Gebäude,
in der Nähe sind (Open Sky) [172]. Die Kombination aus Radar und GNSS
stellt somit ein vielversprechendes Navigationssystem dar, dass sowohl in guten
als auch, wenn initialisiert, in Umgebungen ohne GNSS eine globale Naviga-
tionslösung bereitstellt. Dies ermöglicht Anwendungen wie autonome Flüge
innerhalb der vielfältigen Einsatzorte, die sich aus den unterschiedlichen An-
wendungen ergeben. So können Missionen, wie beispielsweise Wegpunktflüge,
mit globalen Wegpunkten einfach geplant und durchgeführt werden. Das vorge-
stellte System ist sehr effizient hinsichtlich der erforderlichen Rechenleistung,
was eine globale Navigation auch von kleinen UAS mit begrenzten Ressourcen
des Embedded-Computers ermöglicht.

Im Folgenden werden zunächst verwandte Arbeiten vorgestellt, dann die Erwei-
terungen zur globalen Stützung erläutert und anschließend eine ausführliche
Evaluation durchgeführt.
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6.2.1 Verwandte Arbeiten

Die Navigation in schwierigen GNSS-Bedingungen ist Gegenstand aktueller
Forschung. Schleicher et al. [1«0] kombinieren einen visuellen SLAM An-
satz mit horizontalen GPS-Positionsmessungen. GPS-Messungen sowie Re-
lativmessungen aus einem visuellen SLAM werden auch in [89] mit einem
Error State EKF fusioniert. Eine Graphen-basierte Optimierung aus visueller-
inertialer Odometrie und GPS-Messungen wird dagegen in [9«] präsentiert. Die
Navigation eines UAVs wird von Shen et.al [1«»] mit Hilfe der Fusion einer
Kamera, eines Laserscanners sowie GPS-Messungen mit einem Unscented-
Kalman-Filter realisiert. All diese Ansätze benötigen jedoch eine visuelle Ka-
mera zur Stützung in Umgebungen mit schlechten GNSS-Bedingungen oder
dem Ausfall von GNSS. Somit stellen sie keine Lösung für die entsprechenden
Szenarien mit schlechten Sichtbedingungen, wie beispielsweise Dunkelheit,
dar.

Die Fusion eines Laserscanners mit GNSS wird in den Arbeiten [8», 9», 99]
mit Kalman-Filter-basierten Ansätzen betrachtet. Während Meng et al. [9»]
Sprünge auf Grund GNSS-Positionsmessungen geringer Qualität durch Rela-
tivposen mittels eines Laserscanners vermindert, erfolgt ein hartes Umschalten
zwischen GNSS- und Laser-basierter Navigation in [8»]. Im Ansatz von Müller
et al. [99] wird dieses harte Umschalten durch eine adaptive Fusion vermieden.
GNSS-Messungen werden gemäß ihrer Qualität klassifiziert und basierend dar-
auf die Fusion angepasst. So wird bei sehr guten GNSS-Bedingungen keine
Laserstützung durchgeführt. Bei mittleren sowie schlechten wird dagegen eine
Fusion von Laser-basierten Relativposen durchgeführt wobei das Messrau-
schen der Laserstützung adaptiv an die Bedingungen angepasst wird. Obwohl
die betrachteten Laser-basierten Ansätze [8», 9», 99] vielversprechende Er-
gebnisse liefern und wegen des Laserscanners auch in Dunkelheit eingesetzt
werden können, kann das Szenario der erschwerten Sichtbedingungen durch
Rauch oder Nebel, siehe Abschnitt «.1.1, nicht gelöst werden.

Die Verwendung von Radar löst dagegen die Herausforderungen durch schlech-
te Sichtbedingungen, siehe Abschnitt «.1.1. Wie bereits in den verwandten
Arbeiten der Radar-inertialen Navigation, siehe Abschnitt 5.1, analysiert, wur-
de die Fusion von Radar und Inertialensorik zur Navigation in Umgebungen
ohne GNSS in den letzten Jahren aktiv erforscht. Die Kombination mit GNSS-
Messungen wurde hingegen bisher nicht ausreichend untersucht. Zwar nutzen
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Mostafa et al. [97] auch Radarsensorik allerdings nur zur eindimensionalen
Geschwindigkeitsschätzung und nicht zur Stützung der dreidimensionalen Ge-
schwindigkeit. So ist eine Stützung der Navigationslösung in allen drei Di-
mensionen mit dem System nach [97] nicht möglich. Diese Lücke wird mit
der Erweiterung der Radar-inertialen Navigation aus Kapitel 5 mit der Fusion
von GNSS geschlossen. Das resultierende System wurde in Doer et al. [172]
veröffentlicht. Dabei wird ähnlich wie in Müller et al. [99] eine Klassifikation
der GNSS-Bedingungen durchgeführt und die Fusion ohne hartes Umschalten
umgesetzt.

6.2.2 GNSS-Radar-inertiale Navigation

Abbildung 6.6 zeigt das Blockdiagramm der GNSS-Radar-inertiale Navi-
gation. So wird die Radar-inertiale Navigation, siehe Abbildung 5.1, um
die Komponenten GNSS-Empfänger, GNSS-Zustandserweiterung, GNSS-

Radar-inertiales-

Navigationsfilter

IMU

Radar N

Radar 1
Radarscan

Radar-Trigger

Filter-

zustand 𝒙𝑘

𝒂𝑖𝑏𝑏 , 𝝎𝑖𝑏𝑏𝑝𝑏𝑎𝑟𝑜
Trigger

Radarscan

GNSS-

Empfänger
GNSS-

Positions-Update

GNSS-Zustandserweiterung

GNSS-

Geschwindigkeits-

Update

GNSS-Verarbeitung

𝒗𝑒𝑏,𝐺𝑁𝑆𝑆𝑛𝑹𝑣𝐺𝑁𝑆𝑆𝒑𝑒𝑏,𝐺𝑁𝑆𝑆𝑛𝑹𝑝𝐺𝑁𝑆𝑆
Sync

Pseudorange- & Dopplermessungen

Abbildung 6.6: Blockdiagramm des GNSS-Radar-inertiale Navigationsfilters
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Verarbeitung sowie die GNSS Filter Updates erweitert. Da bei den GNSS-
Messungen Verzögerungen auftreten bis diese der GNSS-Verarbeitung vorlie-
gen, wird eine Zustandserweiterung mit Hilfe des Sync-Signals eingesetzt. Das
Sync-Signal gibt dabei die Gültigkeit der GNSS-Messung vor dem eigentlichen
Eintreffen dieser mit vernachlässigbarer Latenz an. Aus den GNSS-Rohdaten
der Pseudorange- und Dopplermessungen werden die GNSS-Positionslösung
𝒑𝑛eb,GNSS und Geschwindigkeitslösung 𝒗𝑛eb,GNSS berechnet und mit dem ermit-
telten Messrauschen R𝑝 ,R𝑣 dem Filter zugeführt.

GNSS-Verarbeitung

Die Verarbeitung der Messdaten des GNSS-Empfängers erfolgt wie in Mül-
ler et al. [99] beschrieben. Pseudorange-Messungen werden zunächst gemäß
der GPS-Spezifikation [2] korrigiert. Wie in [5«, 6»] vorgeschlagen werden
die Position und Geschwindigkeit mithilfe eines gewichteten Least-Squares
Ansatzes berechnet. Hierbei werden die Gewichte 𝑤 für jede Pseudorange-
und Doppler-Messung mit dem Model nach Kuusniemi [78] aufgestellt. Um
GNSS-Messungen von Satelliten niedriger Qualität von vorneherein auszu-
schließen, werden Messungen mit einem 𝐶/𝑁0 unter 33 dB Hz und einem
Elevationswinkel unter 15◦ herausgefiltert [99]. Die Varianzen der Position
und Geschwindigkeit werden proportional zu dem PDOP bestimmt [78]. Mes-
sungen mit einer großen Varianz deuten auf schlechte GNSS-Bedingungen hin
und werden daher direkt ausgeschlossen.

Im Anschluss wird eine Filterung über ein gleitendes Fenster von GNSS-
Positionsmessungen durchgeführt [172]. Das Fenster wird dabei zeitlich mit
𝑡 ∈ [𝑡0, 𝑡0 + 𝑇] als auch örtlich mit 𝑑 ∈ [0, 𝐷] definiert. Dabei beschreibt
𝑡0 den Zeitpunkt und 𝑑 die akkumulierte Strecke relativ zur ersten Messung
innerhalb des Fensters. Damit werden die aktuell vorherrschenden GNSS-
Bedingungen in gut oder schlecht und folglich die Messungen als gültig oder
ungültig klassifiziert. Innerhalb des Fensters bestehend aus 𝑁 Messungen wird
ein Gütemaß 𝑗 berechnet

𝑗 =
1

𝑁

𝑁∑︁

𝑖

𝜎𝑝,𝑖 , (6.7)
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wobei die geschätzte Positionsvarianz 𝜎𝑝 als Gütekriterium dient. Liegt das
Gütemaß 𝑗 oberhalb einer Schwelle wird die GNSS-Messung als gültig klas-
sifiziert und in den beiden Filter Updates verarbeitet. Da das Navigationsfilter
durch Radarstützung auch über lange Sicht (z.B. 200 s) nur sehr geringe Positi-
onsfehler akkumuliert, wird die Schwelle 𝑗 sehr strikt gewählt. Damit wird si-
chergestellt, dass nur GNSS-Messungen mit sehr hoher Güte fusioniert werden.
Wie sich bei den experimentellen Ergebnissen gezeigt hat, werden verhältnis-
mäßig wenige gültige GNSS-Messungen für eine globale Navigationslösung
hoher Genauigkeit benötigt.

Filterzustand

Das Radar-inertiale Navigationssfilter aus Abschnitt 5.» schätzt die Naviga-
tionslösung im lokalen Koordinatensystem, siehe Filterzustand (5.18). Die in
diesem Abschnitt vorgestellte Erweiterung, zielt jedoch auf ein globales Navi-
gationsfilter ab. Dementsprechend wird der IMU-Zustand (5.18) mit

𝒙𝑘,IMU =

[
𝒑
𝑛,𝑇

𝑒𝑏
𝒗
𝑛,𝑇

𝑒𝑏
𝒒
𝑛,𝑇

𝑏
𝒃𝑏,𝑇𝑎 𝒃𝑏,𝑇𝑔 𝑏𝑏

]𝑇
(6.8)

neu definiert und schätzt damit die globale Navigationslösung. Diese um-
fasst die Translation sowie Geschwindigkeit des körperfesten- relativ zum
erdfesten-Koordinatensystem ausgedrückt im Navigationskoordinatensystem.
Die Lage beschreibt analog dazu die Rotation vom körperfesten- ins Naviga-
tionskoordinatensystem. Da das Navigationskoordinatensystem in Gegensatz
zum lokalen-Koordinatensystem in der horizontalen Ebene mit Nord und Ost
fest definierte Richtungen hat sowie das erdfeste-Koordinatensystem einen fest
definierten Ursprung, ist eine Initialisierung wie in Abschnitt 5.».1 nicht aus-
reichend. Der initial Gierwinkel 𝜓𝑛𝑏 kann mittels eines Kompasses initialisiert
werden. Alternativ kann 𝜓𝑛𝑏 auch auf Basis von Vorwissen in Form einer gro-
ben initialen Ausrichtung Richtung Norden, wie in dieser Arbeit verwendet,
mit einer Genauigkeit von circa 20◦ erfolgen. Die Initialisierung der globalen
Position erfolgt über Mittelung der GNSS-Positionsmessungen und benötigt
daher gute GNSS-Bedingungen.
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Zustandserweiterung

Bei dem eingesetzten Hardwareaufbau können Signalverzögerungen bis zu
70 ms, je nach Anzahl der verfügbaren Satelliten, auftreten. Bei einer Ge-
schwindigkeit von 15 m/s hätte sich in dieser Zeit die Position um circa 1 m
geändert. Für eine bestmögliche Sensordatenfusion ist es daher wichtig diese
Latenz korrekt abzubilden. Dies wird mit Hilfe des Sync-Signals, dass den
korrekten Zeitstempel der GNSS-Messung nahezu frei von Latenz angibt, ge-
löst. Bei Empfang eines Sync-Signals wird eine Zustandserweiterung, siehe
Unterabschnitt 2.2.2, wie folgt ausgeführtȷ

𝒙𝑘,erweitert =

[
𝒙𝑇
𝑘

𝒙𝑇
𝑘,GNSS

]𝑇
, (6.9)

𝒙𝑘,GNSS =

[
𝒑
𝑛,𝑇

𝑒𝑏,𝑘
𝒗
𝑛,𝑇

𝑒𝑏,𝑘

]𝑇
. (6.10)

Analog wird die Kovarianz erweitert und der Klon aus dem Zustand entfernt
sobald das Filter-Update durchgeführt wurde.

GNSS-Filter-Updates

Die GNSS-Filter-Updates fusionieren die Positionsmessung 𝒑𝑛
𝑒𝑏,GNSS sowie

die Geschwindigkeitsmessung 𝒗𝑛
𝑒𝑏,GNSS, die von der GNSS-Verarbeitung be-

rechnet wurden. Die ebenfalls geschätzte Unsicherheit für die Positions- und
Geschwindigkeitsmessung wird als Messrauschen im Filter-Update genutzt.
Das GNSS-Filter-Update wird für die Position mit dem Residuum 𝒓 𝑝

𝒓 𝑝 = �̂�𝑛𝑒𝑏 − 𝒑𝑛𝑒𝑏,GNSS (6.11)

und für die Geschwindigkeit mit dem Residuum 𝒓𝑣

𝒓𝑣 = �̂�𝑛𝑒𝑏 − 𝒗𝑛𝑒𝑏,GNSS (6.12)

modelliert. Ein Mahalanobis-Distanz-Test, siehe Abschnitt A.1, stellt dabei
sicher, dass keine Outlier fusioniert werden.
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Gierwinkelstützung

Insbesondere in urbanen Umgebungen hat sich die Manhattan-Welt Annah-
me lokal als anwendbar herausgestellt. So können auch sehr lange Abschnitte
ohne GNSS-Stützung kompensiert werden und die Drift des Gierwinkels und
daraus folgend der Position erheblich vermindert werden. Bei Realtests hat
sich für den Einsatz der Radar-Gierwinkelstützung aus Abschnitt 5.« als sehr
vorteilhaft herausgestellt keine Radar-Gierwinkelstützung bei guten GNSS-
Bedingungen durchzuführen. Liegt ein globaler Gierwinkelfehler vor, kann
dieser mit Hilfe der GNSS-Messungen der Position und Geschwindigkeit und
translatorischer Bewegung beobachtet und korrigiert werden. Dies würde aber
im Konflikt zur lokalen Radar-Gierwinkelstützung stehen, da die Korrektur des
globalen Fehlers diesem widersprechen würde. Daher erfolgt bei guten GNSS-
Bedingungen keine relative Gierwinkelstützung auf Basis der Radarsensorik
sondern eine absolute auf Basis von GNSS-Messungen. Da die Manhattan-
Welt Annahme auch in urbanen Umgebungen meist nur lokal gültig ist, erfolgt
beim Wechsel von guten zu schlechten GNSS-Bedingungen eine Reinitialisie-
rung des Manhattan-Welt Winkels gemäß Abschnitt 5.«.«. Nach erfolgreicher
Initialisierung wird die Gierwinkelstützung, wie in Abschnitt 5.«.» und 5.».«
präsentiert, ausgeführt.

6.2.3 Ergebnisse

Experimentelle Ergebnisse sind mit dem Hardwareaufbau, wie in Kapitel «
beschrieben, sowohl für getragene als auch geflogenen Datensätze evaluiert.
Hierbei liegt der Fokus auf urbanen Umgebungen, welche herausfordernde
GNSS-Bedingungen insbesondere in Gebäudenähe aufweisen. Auf Grund von
Effekten wie beispielsweise Mehrwegeausbreitung und Abschattung von Sa-
tellitensignalen, können hier sehr große GNSS Fehler auftreten auf. Die KIT-
Campus-Datensätze verdeutlichen hierbei die Performance von GNSS-Radar-
inertialer Navigation auf urbanen Datensätzen die einen großen Bereich ab-
decken. Aus rechtlichen Gründen konnten hierbei nur getragene Datensätze
aufgezeichnet werden. Dadurch konnten jedoch komplexere Szenarien abge-
deckt werden als durch Flugdatensätze und durch die Wahl des gelaufenen
Pfades eine nachträgliche quantitative Evaluation durchgeführt werden. Die
DRZ-Datensätze demonstrieren den Ansatz in industrieller Umgebung sowohl
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mit getragenen als auch geflogenen Datensätzen und bestätigen die Ergebnisse
der KIT-Campus-Datensätze in Flugexperimenten. Es wird bei allen Datensät-
zen lediglich GPS ohne die Hinzunahme von DGPS, SBAS oder anderweitigen
Korrekturdiensten eingesetzt.

KIT-Campus-Datensätze

Abbildung 6.7 zeigt die Ergebnisse aller drei KIT-Campus-Datensätze auf
einem Satellitenbild. Das Navigationsfilter wurde dabei ohne vorheriges Wis-
sen der globalen Position nur mit Hilfe der GPS-Messungen initialisiert.
Trotz der Verwendung von Standard-GPS (SPS) und der schwierigen GNSS-
Bedingungen liefert das Navigationssystem durchgehend sehr glatte Trajektori-
en ohne Sprünge der horizontalen Position selbst beim Wechsel von schlechten
zu guten GNSS-Bedingungen. Dies gelingt vor allem auch durch die Dopp-
lermessungen. Markierung 4 in Abbildung 6.7 zeigt beispielsweise zwischen
den beiden Hochhäusern solche Wechsel. Die geschätzte entspricht der eigent-
lichen Trajektorie und zeigt, dass fehlerhafte GPS-Messungen korrekt ausge-
schlossen werden. Aus rechtlichen Gründen wurden die Datensätze mit der
getragenen Multisensorplattform aufgezeichnet. Dies ermöglicht wiederum
eine geeignete Wahl der Trajektorie, bei der klar erkennbare Strukturen wie
beispielsweise Gullydeckel, Randsteine und Eingängen jeweils mittig über-
schritten wurden. So kann eine quantitative Evaluation an diesen markanten
Punkten, in Abbildung 6.7 durch die nummerierten Marker gekennzeichnet,
durchgeführt werden. Vergrößerte Ausschnitte an Markierungen 2, ß, 11 und
14 ist in Abbildung 6.8 gezeigt. Dabei ist der approximative Referenzpfad in
Rot eingezeichnet. Auch an diesen herausfordernden Stellen ist der globale
Positionsfehler recht klein. So wird ein Maximum von 2,2 m bei Markierung
11 erreicht.

Eine Zusammenfassung der quantitativen Evaluation aller Markierungen ist
in Tabelle 6.« aufgeführt. Hierbei ist der horizontale Positionsfehler evalu-
iert, indem die Distanz der geschätzten Trajektorien mit dem approximati-
ven Referenzpfad an den markanten Punkten bestimmt wurde. Dies wurde
an insgesamt 27 Punkten durchgeführt. Dabei wird angenommen, dass das
Satellitenbild global sehr genau referenziert ist. Als Grundlage ist hier das
Tool Google-Earth-Pro eingesetzt worden, was in dieser Arbeit als Referenz
ausreichender Genauigkeit eingestuft wird. GNSS-Radar-inertiale Navigation
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Abbildung 6.7: Geschätzte Trajektorien von allen drei Läufen der KIT-Campus-Datensätze in
gelb, cyan und orange auf einem Satellitenbild projiziert, basierend auf Doer et al. [172]. Die
Trajektorien zeigen trotz der erschwerten GNSS-Bedingungen einen sehr glatten Verlauf, welcher
dem Referenzpfad sehr genau folgt. Der gelaufene Pfad wurde so gewählt, dass klar erkennbare
Strukturen wie Bordsteine, Gullydeckel oder Eingänge jeweils zentral überschritten wurden. So
kann an markanten Stellen, durch Marker gekennzeichnet, eine quantitative Evaluation durchge-
führt werden.
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Abbildung 6.8: Vergrößerte Ausschnitte an Markierungen 2, ß, 11 und 14 mit geschätzter Trajek-
torie und approximativen Referenz in rot, basierend auf Doer et al. [172]. Anhand der eindeutigen
Strukturen und des gelaufenen Pfades ist eine quantitativen Evaluation möglich. Satellitenbil-
der © Google Earth Image Landsat / Copernicus.

KIT-Campus 1
1 2 3 4 5 6 7 8 9 10 11

1,7 1,4 1,6 1,5 0,3 0,3 1,4 0,6 1,0 0,3 2,2

KIT-Campus 2
7 8 9 10 11 12 13 14 15 16 17 18

0,ß 0,6 0,5 0,6 0,2 0,2 0,1 0,5 1,5 0,3 3,2 0,1

KIT-Campus 3
12 13 14 15

0,3 0,1 0,6 1,75

Tabelle 6.3: Evaluation des globalen horizontalen Positionsfehlers in Metern der KIT-Campus-
Datensätze an Markierungen 1 - 18 (in fett gekennzeichnet) nach Doer et al. [172].

erzielt in den KIT-Campus-Datensätzen einen maximalen horizontalen Po-
sitionsfehler von 3,2 m an Markierung 17. Der Mittelwert des horizontalen
globalen Positionsfehlers beträgt nur 0,ß m. Dies ist bemerkenswert, da das
verwendete Standard-GPS laut Datenblatt [162] bei Open-Sky-Bedingungen
und mindestens sechs Satelliten einen horizontalen Streukreisradius (Circular
Error Probable - CEP) von 2,5 m aufweist. Die Fusion mit Radar verbes-
sert also die Positionsgenauigkeit deutlich und behält dies auch bei schweren
GNSS-Bedingungen bei. Zudem sind die GNSS-Bedingungen bei den gege-

1»»



6.2 Radar-inertiale Navigation mit globaler Stützung

benen Datensätzen nochmals erschwert, da die Plattform nur 1,5 m über dem
Boden getragen wurde. Im Vergleich zu höheren Fluglagen ergeben sich hier
deutlich schlechtere GNSS-Bedingungen.

Abbildung 6.9 zeigt die GPS-Positionsmessungen der ersten beiden KIT-
Campus-Datensätze, wobei die als gültig klassifizierten in grün und ungültig
klassifizierte in rot eingefärbt sind. Innerhalb guter GNSS-Bedingungen (grün)
zeigen sich nur geringe Abweichungen der GPS-Positionsmessungen. In der
direkten Nähe zu Gebäuden, durch Markierung 𝑎 gekennzeichnet, tritt eine
sehr starke Streuung der GPS-Messungen auf. Diese werden jedoch als un-
gültig eingestuft und somit nicht fusioniert. Auch der Wechsel von schlechten
zu guten GNSS-Bedingungen, siehe Markierung 𝑏, verläuft sehr glatt. Da die
Radar-inertiale Navigation nur geringe Fehler während der schlechten GNSS-
Bedingungen akkumuliert hat, tritt an diesen Stellen keine Sprünge in der
Position auf. Es werden nur wenige gültige GNSS-Messungen benötigt.

GNSS gültig

GNSS ungültig

GNSS-x-RIO

Google Earth Image Landsat / Copernicus Google Earth Image Landsat / Copernicus

KIT-Campus 1 KIT-Campus 2

a

b

a

b

Abbildung 6.9: GPS Fixes der KIT-Campus-Datensätze mit Klassifikation in gültig (grün) und
ungültig (rot) sowie der geschätzten Trajektorien (schwarz) nach Doer et al. [172]. Durch die
Klassifikation werden ungültige Messungen effektiv ausgeschlossen.
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6 Multisensorielle Navigation in schwierigen Bedingungen

DRZ-Datensätze

Die folgenden Datensätze wurden am Deutschen Rettungsrobotik-Zentrum
(DRZ) aufgezeichnet. Hierbei wurde der Übergang von guten zu schlechten
GNSS-Bedingungen betrachtet, zunächst mit getragenen und anschließend mit
geflogenen Datensätzen.

Das Ergebnis der drei getragenen Datensätze ist in Abbildung 6.10 dargestellt.
Die Startphase ist so gewählt, dass gute GNSS-Bedingungen für eine gute
globale Initialisierung des Navigationsfilters vorliegen. Anschließend wird das
Gebäude betreten, wobei das Eingangstor genau mittig durchschritten wurde.
Beim Datensatz DRZ-getragen 2 wurde zusätzlich der Pfad im rechten unteren
Bereich genau mittig zwischen den beiden Gebäuden gewählt. Die vergrößerte
Darstellung, siehe rechts oben in Abbildung 6.10, zeigt, dass die geschätzte
globale Position sehr genau zum Satellitenbild passt. Die maximale globale
horizontale Abweichung zur Mitte des Eingangstors ist lediglich 0,7 m und
wurde mit dem Tool Google Earth Pro bestimmt. Der Übergang erfolgt ohne
Sprünge der Position und zeigt damit einen sehr glatten Verlauf. Es werden also
fehlerhafte GNSS-Messungen in der Nähe des Gebäudes effektiv ausgeschlos-

Start

5m

Google Earth

Image Landsat / Copernicus

DRZ-getragen 1

DRZ-getragen 2

DRZ-getragen 3

25m

Eingangstor

Abbildung 6.10: Getragene DRZ-Datensätze mit Satellitenbild nach Doer et al. [172]
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sen. Dabei wird eine hohe Genauigkeit der globalen Positionslösung erzielt.
Der sehr ähnliche Verlauf der drei Trajektorien beim Durchschreiten des Tors
deutet auf ein robustes Systems hin.

Die Evaluation durch drei manuelle Testflüge ist in Abbildung 6.11 dargestellt.
Analog zu den getragenen Datensätzen erfolgt zunächst die Initialisierung in
guten GNSS-Bedingungen. Darauf folgt der Flug in das Gebäude mittig durch
das Eingangstor. Auf Grund von starkem Wind, konnte dabei ein glatter Pfad,
wie bei den getragenen Datensätzen, exakt mittig durch das Tor für den Flug 1
und 3 nicht ausgeführt werden. Eine Auswertung der onboard Kamera sowie
externen Kameraaufnahmen ergab, dass die Abweichungen sehr genau zum
tatsächlichen Flugpfad passen. Die Testflüge zeigen die gleiche Performance
wie die getragenen Datensätze und bestätigen die Anwendbarkeit der GNSS-
Radar-inertiale Navigation für die Navigation von UAS. Zusätzlich zeigt sich
bei den DRZ-Datensätzen auch die hohe Güte der globalen Positionsschätzung,
die in diesem Fall ausreichen würde, um ein global geplanten Flug in eine
Lagerhalle mit 5 m breiten Eingangstor mit ausreichend Sicherheitsabstand
durchzuführen.

Start

5m

Google Earth

Image Landsat / Copernicus

25m

DRZ-geflogen 1

DRZ-geflogen 2

DRZ-geflogen 3

Eingangstor

Abbildung 6.11: Gefolgenen DRZ Datensätze mit Satellitenbild nach Doer et al. [172]
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6.2.4 Fazit

Mit der Erweiterung der Radar-inertialen Navigation aus Kapitel 5 um die Fu-
sion von GNSS-Messungen konnte ein globales Navigationssystem entworfen
werden. Eine Klassifizierung der GNSS-Messungen hinsichtlich gültiger und
ungültiger Messungen ermöglicht eine robuste Fusion der GNSS-Positions-
und GNSS-Geschwindigkeitsmessungen. Durch die Radarstützung wird auch
bei schlechten GNSS-Bedingungen oder bei Ausfall von GNSS die globale Po-
sition mit hoher Güte bereitgestellt. Selbst bei Verwendung von Standard-GPS
ohne externe Korrekturen durch DGPS, SBAS oder anderweitige Korrektur-
dienste wird ein horizontaler Positionsfehler von maximal 3,2 m und durch-
schnittlich 0,ß m in schwierigen urbanen Bedingungen erreicht, wie in umfang-
reichen Datensätzen evaluiert worden ist. Somit können UAS-Anwendungen,
wie beispielsweise der Transport von Personen oder Gütern, Such- und Ret-
tungsmissionen, Überwachung oder Wartung auch in schwierigen Bedingun-
gen realisiert werden. So stellt die GNSS-Radar-inertiale Navigation auch
bei schlechten Sichtbedingungen, wie beispielsweise bei Rauch, Nebel oder
Dunkelheit, eine globale Navigationslösung bereit. Dadurch werden Anwen-
dungen möglich, die mit dem aktuellen Stand der Technik nicht realisierbar
sind. Zusätzlich ist das entworfene Navigationsfilter hinsichtlich der benötigten
Rechenleistung sehr effizient. Mit dem Intel-NUC-i7 werden Laufzeiten hun-
dertmal schneller als Echtzeit und auf dem Up-Core Laufzeiten fünfzehnmal
schneller als Echtzeit erreicht. Bei Verwendung des Up-Cores wird somit auch
die Verwendung für klein-UAS ermöglicht.

1»8



7 Kartierung in schwierigen
Sichtbedingungen

In diesem Kapitel wird die bisher unveröffentlichte Pipeline zur Kartierung
der Umgebung selbst bei schlechten Sichtbedingungen präsentiert. Diese kom-
biniert die Daten der Radarsensoren sowie der Thermalkamera zu einer mul-
tisensoriellen Kartierung. Hierbei wird die Radar-inertiale Navigation um Si-
multanous Localization and Mapping (SLAM) erweitert. Dadurch wird eine
langzeitstabile Positionsschätzung erreicht, was durch die Fähigkeit Schlei-
fenschlüssen zu detektieren realisiert wird. Zusätzlich erfolgt die Detektion
und Klassifikation der Körperhaltung hinsichtlich aufrecht, sitzend, liegend
oder unbekannt mit Hilfe neuronaler Netze sowie die Kartierung mit Hilfe des
SLAMs. Mit dem Ziel einer Kartierung während des Flugs liegt der Fokus
bei der Konzeption und Implementierung auf Echtzeitfähigkeit. Abbildung 7.1
fasst die wichtigsten Bausteine der Pipeline zusammen und besteht aus folgen-
den vier Hauptblöckenȷ

• Radar-inertiales Navigationsfilterȷ Das in Abschnitt 5.» vorgestellte Na-
vigationsfilter stellt den kombinierten Radarscan sowie die Navigations-
lösung für den eingeführten Radar-SLAM und die Radar-Kalibrierung
für die Personen-Kartierung bereit. Der kombinierte Radarscan fasst die
aktuellsten Inlier-Radarscans, die Scans aller statischen Elemente, von
allen Radarsensoren transformiert ins körperfeste Koordinatensystem
zusammen.

• Radar-SLAMȷ Zentrale SLAM-Pipeline, die zunächst eine Scan-Filte-
rung des kombinierten Radarscans durchführt und diesen anschließend
mit dem etablierten Laser-SLAM-Verfahren Cartographer [55] verarbei-
tet, was die SLAM-Trajektorie sowie die SLAM-Rasterkarte der Umge-
bung liefert. Auf Grund der Scan-Filterung kann Cartographer Schlei-
fenschlüsse effektiv auch mit Radarscans detektieren und führt auf Basis
davon eine Optimierung der Trajektorie sowie der Karte durch.
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• Personen Detektion und Klassifizierungȷ Zunächst wird das Bild mit Hil-
fe der Navigationslösung stabilisiert und Linsenverzerrungen entfernt.
Anschließend erfolgt die Detektion von Personen sowie der Posenschät-
zung mit Hilfe von Convolutional Neural Networks (CNNs). Auf Basis
der Posenschätzung wird schließlich die Klassifizierung bezüglich der
Körperhaltungen aufrecht, sitzend, liegend oder unbekannt mit einem
Random-Forest-Ansatz durchgeführt.

• Personen-Kartierungȷ Finaler Block der Kartierungspipeline, der die
Personenmessungen in Form von Bounding-Boxen samt klassifizier-
ter Körperhaltung mit Hilfe der SLAM-Trajektorie sowie Radarscans
und Radar-Kalibrierungen kombiniert. Dabei erfolgt die Schätzung der
Personen-Position jeweils mit einem separaten Kalman-Filter.

Die einzelnen Blöcke werden in den nachfolgenden Unterkapiteln näher be-
schrieben und evaluiert. Abschließend erfolgt die Demonstration der Gesamt-
pipeline mit einem autonomen Flug in dichtem Nebel im Abschnitt 7.».1.

Radarscans

Filter-

zustand 𝒙𝑘
𝒂𝑚𝑏 , 𝝎𝑚𝑏

Trigger

Rasterkarte, Trajektorie

Trajektorie

Personen Detektion und Klassifizierung

Radar-SLAM 

Radar-inertiales Navigationsfilter

Personen-

karte

Personen-

messungen

IMU

Radarsensoren

Radar-Trigger

Thermalkamera

Scan-

Filterung
Cartographer

Vorverarbeitung
Personendetektion 

& Posenschätzung

Klassifizierung 

Körperhaltung

Personen-

kartierung

Kombinierter 

Inlier-Scan

Navigations-

lösung

Radar-

Kalibrierung

Assoziierung

Kalman-

Filter

Abbildung 7.1: Blockdiagramm der entwickelten Kartierungspipeline
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7.1 Verwandte Arbeiten

SLAM

Laser-SLAM-Verfahren wurden in den letzten zwei Jahrzehnten sehr inten-
siv erforscht [55, 7», 96, 158] und können daher als sehr ausgereifte Systeme
betrachtet werden. Radar-SLAM-Ansätze sind im Gegensatz dazu erst seit kur-
zem Gegenstand aktueller Forschung [56,88,1«1]. Auf Grund der Ähnlichkeit
von Laser- und Radarscans, wurde die Optimierung von FastSLAM2.0 [96]
durch Lupfer et al. [88] betrachtet. Dabei wurden die Doppler-Informationen,
die bei Radarscans im Gegensatz zu Laserscans vorhanden sind, mit in das
Schätzproblem integriert. Schuster et al. [1«1] lösen dagegen das SLAM-
Problem mit Hilfe von Graph-SLAM [1»2]. Dafür werden robuste Features
aus dem Radarscan extrahiert und diese als Landmarken im Graph-SLAM
modelliert. Beide Verfahren [88,1«1] nutzen jeweils zur Verarbeitung einzelne
Radarscans. Der Ansatz Radarscans über ein kurzes Zeitfenster, als sogenann-
te Submap, zu akkumulieren, um so robusteres Verhalten zu erreichen, wurde
in [56] vorgeschlagen. Die Submaps dienen anschließend als Grundlage für
Featureextraktion und dem Matching. Um sicherzustellen, dass nur statischen
Objekte kartiert werden, werden diese mit einem RANSAC-Verfahren über die
Dopplergeschwindigkeit gefiltert [56].

Objektdetektion

Objektdetektion beschreibt die Detektion von Objekten in Bilder in Form
einer rechteckigen Bounding-Box mit Hilfe von neuronalen Netzen, soge-
nannter Convolutional Neural Networks (CNNs), siehe auch Abschnitt 2.».1
im Grundlagenkapitel. Während die meisten CNNs zur Objektdetektion ei-
ne Grafikkarte zur Prozessierung in Echtzeit benötigen [11», 115], wurde in
den letzten Jahren an hoch optimierten Netzen für Embedded-Computer oder
Smartphones geforscht [125, 1»1, 157]. Für Realanwendungen werden dabei
häufig dedizierte Hardware-Chips eingesetzt und die online Detektion auch
auf Embedded-Computern zu ermöglichen. Sehr populär sind dabei sogenann-
te Tensor-Processing-Units (TPUs), die speziell für die Inferenz von Tensor-
Flow-Modellen [«] optimiert sind. Dabei wird das CNN zunächst mit Hilfe
von Grafikkarten trainiert und anschließend das erstellte TensorFlow-Modell
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mittels eines Compilers in ein TensorFlow-Lite-Modell, ein approximiertes
Format, übersetzt. Dieses kann dann auch auf Edge-TPUs verarbeitet werden.
Für die etablierten Echtzeit-CNNs MobileNetV2 [125], MobileDet [157] und
EfficientDet [1»1] sind durch Google hoch-optimierte CNNs für den Edge-
TPUs veröffentlicht [26].

Posenschätzung und Klassifizierung

Die Posenschätzung von Personen, siehe auch Abschnitt 2.».1 im Grundla-
genkapitel, ist Gegenstand aktiver Forschung und wurde inzwischen mit Hil-
fe von CNNs mit hoher Genauigkeit gelöst. Dabei lag der Schwerpunkt auf
CNNs, die zwar in Echtzeit die Posenschätzung durchführen können, aber da-
für einen leistungsstarken Computer mit Grafikkarte benötigen [19,21,25,77].
Während [19,25,77] visuelle Bilder nutzen, haben Chen et al. [21] die Posen-
schätzung speziell mit Thermalbildern betrachtet. Analog zur Objektdetektion,
zeigt sich auch bei der Posenschätzung der Trend zur Entwicklung von Net-
zen, die auch mit Embedded-Computern oder Smartphones verwendet werden
können [28,106]. So sind für beide Netze auch als Modelle für den Edge-TPU
exportiert und online verfügbar [27].

Auf Basis der Posenschätzung, wird auch die Schätzung der Körperhaltung in
den Veröffentlichungen [50, 5»] betrachtet. Ghazal et al. [50] setzen dabei ein
Regel-basiertes Verfahren zur Unterscheidung von sitzenden und stehenden
Posen ein und bauen auf die Posenschätzung OpenPose [19] auf. Gupta et
al. [5»] führten dagegen eine Unterscheidung in die fünf Klassen stehend, sit-
zend, liegend, rennend und tanzend ein und verglichen verschiedene Verfahren
des maschinellen Lernens.

Kartierung von Umgebung und Personen

Die Kartierung der Umgebung auch bei schlechten Sichtbedingungen mittels
eines Radarsensors wurde von [85] vorgeschlagen. Dabei wird mit Hilfe ei-
nes neuronalen Netzes die Umgebung aus den Radarscans geschätzt und so
eine detaillierte Rasterkarte trotz der wenig detaillierten Radarscan erstellt.
Zwar entstehen so klare Rasterkarten, darin werden jedoch viele Information
interpoliert und die Generalisierung dieses Ansatzes auf untrainierte Umge-
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bungen ist fraglich. Zusätzlich wird auch die Kartierung von Personen in der
Veröffentlichung [85] nicht betrachtet. Die kombinierte Kartierung der Umge-
bung und von Personen wird in den Arbeiten [8, 12», 1«8] präsentiert. Dabei
wird ein Laserscanner mit einer Kamera [8,1«8] kombiniert oder eine RGBD-
Kamera [12»] genutzt. Die Kartierung der Umgebung erfolgt mit Hilfe eines
SLAMs und die Schätzung der Personenposition basierend auf Kamerabildern.
Bei allen drei Ansätzen liegt der Fokus auf guten Sichtbedingungen. Zusätz-
lich wurden in allen drei Arbeiten lediglich die Detektion von Personen und
weiterer Objekte vorgenommen und nicht die Körperhaltung betrachtet.

Fazit

Ziel dieser Arbeit ist eine Kartierung der Umgebung sowie von Personen gemäß
dem motivierten Szenario aus Abbildung 1.1 auch in schlechten Sichtbedin-
gungen zu realisieren. Während dies zwar für die Kartierung der Umgebung
durch [86] auch in schlechten Sichtbedingungen präsentiert wurde, findet dabei
keine Kartierung von Personen statt. Daher wird im Folgenden ein hybrider
Ansatz vorgeschlagen, der eine kombinierte Kartierung der Umgebung mit-
tels Radar sowie von Personen mittels Thermalkamera durchführt. Dabei wird
das etablierte Laser-SLAM-Verfahren Cartographer [55] auf Grund der Per-
formance, Echtzeitfähigkeit und Robustheit sowie der Verwendung von Sub-
maps eingesetzt und für den Einsatz mit Radarscans optimiert. Dies liefert
eine detaillierte Rasterkarte der Umgebung sowie eine langezeitgenaue Po-
sitionsschätzung durch Schleifenschlüsse in der gleichen Umgebung. Für die
Detektion und Schätzung der Pose wird auf moderne CNNs [28,106,157] zu-
rückgegriffen und ein Verfahren implementiert, um diese effizient zu nutzen.
Die Personenkartierung erfolgt schließlich Kalman-Filter-basiert und kombi-
niert den SLAM mit der Detektion und Klassifizierung.

7.2 Radar-SLAM

Im folgenden Abschnitt wird die implementierte Radar-SLAM-Pipeline vor-
gestellt. Dabei handelt es sich um ein unveröffentlichtes Verfahren. Der Radar-
SLAM ermöglicht eine langzeitstabile Positionschätzung in der gleichen Um-
gebung, da durch Schleifenschlüsse eine Drift der Position kompensiert werden
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kann. Zusätzlich wird die Umgebung durch den SLAM in Form einer Raster-
karte kartiert, welche für jedes Element des Rastern die Belegungswahrschein-
lichkeit modelliert. Der Radar-SLAM wird als zweidimensionales Verfahren
implementiert, da so die Rasterkarte einem Grundriss ähnelt und damit eine
leicht interpretierbare Repräsentation der Umgebung liefert.

7.2.1 SLAM-Pipeline

Die SLAM-Pipeline besteht, wie in Abbildung 7.1 dargestellt, aus den Blöcken
Scan-Filterung sowie Cartographer. Dabei handelt es sich bei Cartographer
um einen Laser-SLAM, vielseitig einsetzbar und echtzeitfähig ist und daher
als SLAM-Pipeline eingesetzt wird. Mit Hilfe der Scan-Filterung und ange-
passter Parametrisierung ist es möglich Cartographer auch mit Radarscans zu
verwenden und so von dem ausgereiften SLAM-System zu profitieren.

Cartographer besteht aus einem lokalen und globalen SLAM. Laserscan- und
Odometriemessungen werden zunächst zu einer Submap zusammengefasst,
wobei neue Scans gegen die bestehende Submap gematcht werden. Die optio-
nale Odometriemessung dient als initialer Startpunkt für das Scanmatching.
Da die Submaps nur wenige Scans der direkten Vergangenheit enthalten, ak-
kumulieren sich Fehler. Daher wird eine Optimierung der Posentrajektorie im
globalen SLAM durchgeführt. Sobald eine Submap abgeschlossen ist, nach
einer definierten Anzahl an Laserscans, wird diese im globalen SLAM für
Schleifenschlüsse in Betracht gezogen. Wird ein Schleifenschluss gefunden,
wird dieser in Form einer neuen Randbedingung dem Optimierungsproblem
hinzugefügt. Der globale SLAM führt die Optimierung nur alle paar Sekunde
aus, um die Verarbeitung in Echtzeit zu ermöglichen. [55]

Ziel der Kartierung ist es die statischen Strukturen der Umgebung abzubil-
den. Daher werden nicht die gemessenen Radarscans, sondern die Inlier-Scans
aus der Eigengeschwindigkeitsschätzung von Abschnitt 5.2 genutzt. Diese ent-
halten nur die statischen Objekte der jeweiligen Szene wobei dynamischen
Objekte sowie fehlerhafte Messungen durch den RANSAC-Ansatz entfernt
wurden. Zusätzlich hat sich gezeigt, dass Cartographer deutlich bessere Er-
gebnisse erzielt, wenn mindestens zwei Radarsensoren, die einen großen Win-
kelbereich abdecken, verwendet werden. Daher werden im Radar-inertialen
Navigationsfilter die aktuellsten Inlier-Scans aller Radarsensoren in dem kom-
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binierten Inlier-Scan zusammengefasst. Um diesen optimal mit Cartographer
zu nutzen muss noch eine Filterung angewendet werden. Diese basiert auf
der Charakteristik der Laserscans, die jeweils pro Richtung oder Strahl nur
einen Distanzwert aufweisen. Radarscans, dagegen, sind häufig durch mehre-
re Scanpunkte mit ähnlicher Richtung gekennzeichnet. Dies gilt insbesondere
auf Grund von Reflexionen in Innenräumen. Um dies herauszufiltern, hat sich
das in Abbildung 7.2 dargestellte Filterschema bewährt. Der Sichtbereich des
Radarscans wird zunächst in Azimut, Elevation und Distanz gerastert, wie in
Abbildung 7.2b gezeigt. Dabei wird die Rasterung in Kugelkoordinaten durch-
geführt, dass in Abbildung 7.2 für den zweidimensionalen Fall vereinfacht
dargestellt ist. Dies spiegelt die Charakteristik des Radarscans wider, da dieser
die Distanz und Richtung misst. Anschließend werden für jede Richtung je-
weils nur der Scan-Punkt mit der geringsten Distanz als gültig eingestuft, wie
in Abbildung 7.2c mit den grünen Sternen dargestellt. Die grünen Bereiche
des Rasters markieren dabei gültige Bereiche für weitere Scan-Punkte und die
roten Bereich jeweils ungültige.

Im Gegensatz zu Laserscans enthält der Radarscan viel weniger Punkte, daher
muss Cartographer hierfür gezielt konfiguriert werden. Experimentell hat sich
herausgestellt, dass die maximale Anzahl an Radarscans einer Submap verklei-
nert und die Auflösung der Rasterkarten verringert werden muss. So enthalten
Submaps nur maximal 50 Radarscans und anstelle einer Auflösung von 5 cm
wird 0,15 cm eingesetzt. Zusätzlich muss die Odometrie im Vergleich zum
Scanmatching bei der Optimierung sehr stark gewichtet werden. Das ist zuläs-

Radar

(a) Radarscan

Radar

(b) Radarscan mit Rasterung

Radar

(c) Gültige Bereiche

Abbildung 7.2: Veranschaulichung der Radarscan-Filterung mittels einer Rasterung in Distanz
und Winkel zweidimensional dargestellt. Die roten Bereiche werde herausgefiltert, da hier jeweils
ein näherer Scanpunkt vorhanden ist. Alle Scanpunkte in grünen Bereiche sind gültig.
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sig, da die Navigationslösung des Radar-inertialen Navigationsfilters für kurze
Zeitspannen sehr genau ist. Außerdem werden dadurch die Ungenauigkeiten
des Radarscans gegenüber der erwarteten Laserscans kompensiert. Die Kar-
tierung wird so deutlich robuster, was die langzeitgenaue Positionsschätzung
erzielt

7.2.2 Ergebnisse

In diesem Abschnitt erfolgt zunächst die Präsentation der Ergebnisse des Radar-
SLAMs für Innenräume und Außenbereiche auf Basis von getragene als auch
geflogene Datensätze. Anschließend werden die Ergebnisse mit denen auf Basis
von Laser-Messungen gegenübergestellt.

Radar-SLAM

Der Radar-SLAM wird zunächst mit einem sehr langen Datensatz im Innern
eines Bürogebäudes demonstriert. Der Datensatz weist dabei eine Trajektori-
enlänge von 12ß0 m über einen Zeitraum von 20 min auf. Es wurden dabei
insgesamt sechs Runden mit dem approximativ gleichen Pfad absolviert. Ab-
bildung 7.« zeigt die Ergebnisse der Radar-inertialen Navigation links und in
der Mitte. Dabei zeigt x-RIO ohne Stützung des Gierwinkels, Abbildung 7.«a,
einen wachsenden Drift des Gierwinkelfehlers, was zu einem stark wachsen-
den Fehler der Position führt. Im Gegensatz dazu weist x-RIO mit Radar-
Gierwinkelstützung, Abbildung 7.«b, keinen Drift des Gierwinkels auf. Mit
der Zeit akkumulieren sich jedoch Fehler der Position. Der implementiere
Radar-SLAM, Abbildung 7.«c, zeigt dagegen keinen erkennbaren Drift des
Positions- und Gierwinkelfehlers. Somit wird eine langzeit-genaue Positions-
schätzung erreicht. Der Radar-SLAM kann dabei effektiv und robust Schlei-
fenschlüsse detektieren und die nachfolgende Optimierung liefert die Drift-
freie Trajektorie. Insbesondere bei Anwendungen, die eine Navigation in der
gleichen Umgebung erfordern, stellt der Radar-SLAM eine vielversprechende
Möglichkeit zur Erweiterung der reinen Radar-inertialen Navigation dar.

Bei dem Ergebnis aus Abbildung 7.« wurde der kombinierte Radarscan aller
drei Radarsensoren der Multisensor-Plafform aus Abschnitt «.1 genutzt. Im
Folgenden erfolgt die Evaluation hinsichtlich der Radarsensor-Konfiguration
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7.2 Radar-SLAM

(a) X-RIO (b) X-RIO mit Gierstützung (c) Radar-SLAM

Abbildung 7.3: Vergleich von x-RIO ohne Stützung (links), x-RIO mit Gierwinkelstützung (Mitte)
mit dem Ergebnis des Radar-SLAMs (rechts) in einem Bürogebäude. Der Datensatz hat eine Länge
von 12ß0 m über einen Zeitraum von 20 min und umfasst sechs Runden mit jeweils ähnlichem
Pfad. Der Einfluss der Gierwinkelstützung ist deutlich zu erkennen. Der Radar-SLAM liefert
langzeitgenaue Positionsschätzungen ohne weitere Drift des Positionsfehlers.

mit dem Datensatz Office-Floor aus Abschnitt 5.».5 der Radar-inertialen Na-
vigation. Abbildung 7.» zeigt dabei das Ergebnis des Radar-SLAM unter Ver-
wendung von nur dem linken Radarsensor auf der linken Seite, dem linken
und rechten Radarsensor in der Mitte sowie aller drei Radarsensoren auf der
rechten Seite. Dabei wird sowohl die erstellte Rasterkarte als auch die SLAM-
Trajektorie dargestellt. Die Start- und Endposition ist gleich. Es zeigt sich eine
Verbesserung des Ergebnisses mit zunehmender Anzahl an Radarsensoren.
Besonders deutlich ist dabei die Verbesserung bei Nutzung des linken und
rechten im Vergleich zum linken Radarsensor. Durch den umfangreicheren
Scan, können Schleifenschlüsse wesentlich besser detektiert werden sowie die
Belegungswahrscheinlichkeiten der einzelnen Zellen besser ausgebildet wer-
den. Bei der Konfiguration mit drei Radarsensoren ist eine leichte Verbesserung
der Kartierung sowie der Detektion von Schleifenschlüssen zu beobachten. So
wird beispielsweise der finale Schleifenschluss, am Ende des Datensatzes, nur
mit dieser Konfiguration erreicht.
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(a) Ein Radarsensor (l) (b) Zwei Radarsensoren (l,r) (c) Drei Radarsensoren (l,r,m)

Abbildung 7.4: Vergleich der SLAM Ergebnisse in Abhängigkeit der Anzahl an verwendeten
Radarsensoren für den Datensatz Office-Floor. Es werden die Konfiguration mit nur dem linken
Radarsensor (links), dem linken und rechten Radarsensor (Mitte) und dem linken, rechten und
mittleren Radarsensor (rechts) verglichen. Die Qualität des Ergebnisse nimmt mit der Anzahl an
Radarsensoren zu.

Abbildung 7.5 vergleicht die erstellte Rasterkarte aus Abbildung 7.»c unter
Nutzung von allen drei Radarsensoren mit dem Grundriss des Stockwerkes in
rot. Die Rasterkarte und der Grundriss passen sehr gut zusammen und weisen
keinen Skalenfehler sowie Drift der Position auf. So ist auch der Raum mit
Markierung 1, der am weitesten von den Startposition bei der Markierung 2
entfernt ist, sehr genau kartiert worden. Die Türdurchgänge wurden korrekt kar-
tiert, was die Verwendung der Rasterkarte zum Beispiel für die Einsatzplanung
erlaubt. Auch Mobiliar, zum Beispiel bei Markierung 2, konnte als Hindernisse
gut abgebildet. Jeweils rechts der Markierung 3 zeigen sich Unterschiede zum
Grundriss. Da in diesen Raumecken glatte Wände vorliegen können diese nicht
direkt gemessen werden auf Grund der Charakteristik von Radarsensoren an
glatten Flächen, wie in Abbildung 5.6 veranschaulicht. Daher werden die Ra-
darwellen hier reflektiert und folglich wird die Wand an diesem Teil dann nicht
korrekt kartiert. Auch bei den Markierungen 4 zeigen sich Artefakte auf Grund
von Reflexionen. Insgesamt erreicht die Kartierung einen hohen Detailgrad bei
gleichzeitiger Robustheit gegenüber schlechten Sichtbedingungen.
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Abbildung 7.5: Evaluation der erstellten Rasterkarte des Radar-SLAMs mit dem Grundriss in rot.
Die Rasterkarte sowie der Grundriss passen sehr gut zueinander.

Eine Evaluation des Radar-SLAM ist in Abbildung 7.6 für urbane Umge-
bungen dargestellt. Dabei wurden wiederum drei Runden des approximativ
gleichen Pfades absolviert. Ein Schleifenschluss war auch hier erfolgreich und
ein Positionsdrift ist nicht erkennbar. Die Umgebung wurde auch hier sehr gut
abgebildet und weist im Vergleich zur Innenraum-Kartierung (Office-Floor in
Abbildung 7.«) deutlich weniger Reflexionen und Artefakte auf. Markierung
1 zeigt die Kartierung einer glatten Gebäudewand. Markierung 2 deutet auch
auf eine Gebäudewand. Diese besteht jedoch auch einer Vielzahl an Fenstern,
wie in Abbildung 6.1a oben rechts zu erkennen ist. Markierung 3 zeigt die
Reflexion des Baucontainers (Markierung 4) an der Gebäudewand. Auch ste-
hende Fahrzeuge, siehe Markierung 5, sind kartiert worden. Es zeigt sich ein
sehr gutes Ergebnis der Kartierung auch von urbanen Außenbereichen.

Abbildung 7.7 demonstriert schließlich die SLAM-Ergebnisse von zwei ma-
nuellen Testflügen am Deutschen Rettungsrobtik-Zentrum. Dabei wurde beim
Manuellen Flug 1 nur eine kleine Schleife geflogen und beim Manuellen Flug
2 zwei große Schleifen geflogen. Die Kartierung der etwa 70 × 30 m großen
Lagerhalle hat auch beim kürzeren Flug sehr gute Ergebnisse geliefert. Auch
beim Manuellen Flug 2 ist der Schleifenschluss sehr robust detektiert worden
und ein Positionsdrift tritt nicht auf. Insgesamt zeigen sich auch bei den beiden
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Abbildung 7.6: Radar-SLAM Ergebnis eines getragenen Datensatzes in urbaner Umgebung. Es
wurde drei Runden der approximativ gleichen Trajektorie absolviert. Der Schleifenschluss war
erfolgreich, ein Drift des Positionsfehlers ist nicht erkennbar.

geflogenen Datensätzen ähnliche Ergebnisse wie bei den zuvor getragenen Da-
tensätzen. Daher kann für geflogene Datensätze die gleiche Performance wie
bei den getragenen erwartet werden.

Vergleich zu Laser-SLAM

Zur abschließenden Evaluation erfolgt ein qualitativer sowie quantitativer Ver-
gleich in einer realistischen Umgebung zu einem etablierten Laser-SLAM [55].
Hierfür wurde die Multisensorplattform aus Abschnitt «.1 um einen 2D-
Laserscanner erweitert und der Datensatz DRZ-SLAM-Vergleich am Deutschen-
Rettungsrobotik-Zentrum aufgenommen. Dieser umfasst eine Trajektorienlän-
ge von 60ß m über einen Zeitraum von 8,5 min. Das Laser-SLAM soll als
Referenzsystem fungieren. Deshalb sind die Daten bei guten Sichtbedingun-
gen und nicht bei beeinträchtigenden Bedingungen, wie Nebel oder Rauch,
aufgezeichnet worden. Dabei wird das Ergebnis des Laser-SLAMs als Refe-
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(a) Manueller Flug 1 (b) Manueller Flug 2

Abbildung 7.7: Radar-SLAM Ergebnis für zwei manuelle Flüge im Deutschen Rettungsrobotik-
Zentrum. Der Schleifenschluss hat bei beiden Flügen funktioniert und die Struktur innerhalb der
Halle ist gut erkennbar. Sogar der kürzere Flug 1 ermöglicht die Kartierung. Beide Karten weise
die gleiche Skalierung auf.

renz betrachtet, um den Radar-SLAM zu evaluieren. Abbildung 7.8 zeigt das
Ergebnis des Radar-SLAMs auf der linken Seite sowie das Ergebnis des Laser-
SLAMs [55] auf der rechten Seite. Es ist zu erkennen, dass der Laser-SLAM
eine sehr genaue Repräsentation der Umgebung liefert. Beispielsweise können
Wände klar als gerade Strukturen identifiziert werden. Demgegenüber sinkt
die Kartierungsqualität beim Radar-SLAM aufgrund der niedrigeren Auflö-
sung der Rasterkarte und vermehrten Mehrwegeausbreitung. Dennoch lässt
die Umgebung sehr gut interpretieren. Der größte Unterschied zeigt sich bei
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(a) Radar-SLAM (b) Laser-SLAM

Abbildung 7.8: Ergebnis des DRZ-SLAM-Vergleich-Datensatzes, der einer Trajektorienlänge von
60ß m mit einer Dauer von 8,5 min aufweist. Die Rasterkarte des Radar-SLAMs (links) erreicht fast
den gleichen Detailgrad wie die Laser-SLAM Karte (rechts). Wird die Laser-SLAM-Trajektorie
als Referenz angesehen, weist die Radar-SLAM-Trajektorie einen ATE von 0,11 m auf.

der Kartierung der Außenwände, da diese den Laserscan nur sehr vereinzelt
reflektieren und daher die Wand sehr glatt darstellen. Der Radar-SLAM zeigt
hier auf Grund von Reflexionen eine weniger klare Darstellung der Wand. Der
qualitative Vergleich beider Karten in Bezug auf die Hindernisse und Struktu-
ren innerhalb der Halle zeigt auch eine hohe Güte. So werden die Strukturen
im mittleren Teil der Halle auch durch den Radar-SLAM korrekt kartiert. Die
SLAM-Trajektorien in Abbildung 7.8 zeigen eine sehr ähnlichen Verlauf. Un-
ter der Annahme, dass der Laser-SLAM die Referenz darstellt, kann auch eine
quantitative Evaluation des Translationsfehlers druchgeführt werden. Dafür
wurden beide Trajektorien, wie auch bei der Evaluation der Radar-inertialen
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Navigation in Abschnitt 5.».5, mit Hilfe von pos-yaw zueinander ausgerichtet
und anschließend der mittlere Positionsfehler (ATE) berechnet. Dabei ergibt
sich ein ATE von 0,11 m. Dies ist deutlich kleiner als die Fehler der Radar-
inertialen Navigation, siehe Abschnitt 5.».5, was die hohe Genauigkeit des
Radar-SLAMs verdeutlicht. Im Gegensatz zum Laser-SLAM, kann der Radar-
SLAM auch bei schlechten Sichtbedingungen etwa durch Nebel, wie am Ende
des Kapitels demonstriert wird, bei gleich bleibender Genauigkeit eingesetzt
werden. Radar-SLAM liefert somit eine sehr akkurate Positionsschätzung.

7.3 Detektion und Klassifizierung von
Personen

Dieser Abschnitt beschreibt die Detektion und Klassifizierung von Personen.
Er baut auf den von mir betreuten studentischen Arbeiten [188,192] auf und ist
in weiten Teilen unveröffentlicht. So wurde nur das verbesserte CNN zur Per-
sonendetektion in der gemeinsamen Veröffentlichung [18»] präsentiert. Ziel ist
es Personen, in Thermalbildern zu detektieren und die Körperhaltung hinsicht-
lich der Klassen aufrecht, sitzend, liegend oder unbekannt zu klassifizieren.
Dies wird mit Hilfe von Methoden des maschinellen Lernens erzielt. Anstelle
eines einzelnen Netzes für die Detektion und Klassifizierung, werden mehrere
optimierte und etablierte Netze in einer neuartigen Form kombiniert. Mit die-
sem entwickelten Ansatz wird eine bessere Generalisierung und auf Grund der
effizienten Netz-Architekturen mit Edge-TPU-Stick Echtzeitfähigkeit erreicht.

7.3.1 Entwickelte Pipeline

Abbildung 7.9 veranschaulicht die drei Blöcke der entworfenen Pipeline. Zu-
nächst wird eine Vorverarbeitung der Thermalbilder vorgenommen, um Rota-
tionen und Linsenverzerrungen zu entfernen. Anschließend erfolgt die Posen-
schätzung, was die Detektion der einzelnen Körperteile in Form eines Skeletts
im Bild beschreibt. Abschließend wird auf Basis der Posenschätzung die Klas-
sifizierung der Körperhaltung in die Klassen aufrecht, sitzend, liegend oder
unbekannt. Auf alle drei Blöcke wird im Folgenden näher eingegangen.
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Vorverarbeitung Posenschätzung
Klassifizierung 

Körperhaltung
Thermalkamera

aufrecht

Abbildung 7.9: Veranschaulichung der Detektion und Klassifizierung von Personen

Vorverarbeitung

Ziel des entwickelten Ansatzes ist die Echtzeitfähigkeit auf einem Embedded-
Computer zu erreichen. Daher müssen hoch-optimierte CNNs für die Detektion
sowie der Bestimmung der Pose von Personen eingesetzt werden. Die Analyse
der verfügbaren CNNs hat ergeben, dass die Posenschätzung eine verschlech-
terte Performance bei Personen liefert, die durch die Linse verzerrt werden
oder nicht aufrecht im Bild erscheinen. Dies tritt bei der eingesetzten Thermal-
kamera und zum Beispiel bei Quadrokopterflügen bei Rollbewegungen auf.
Um trotzdem die bestmögliche Performance zu erreichen, wird daher eine
Vorverarbeitung der Kamerabilder durchgeführt.

Daher werden Verzerrungen durch die Weitwinkel-Linse der Thermalkamera
korriert. Wie in Abbildung 7.9 in den beiden Bildern ganz links zu erkennen ist,
erscheinen gerade Linien im Bild nach dem Entfernen von Linsenverzerrungen
als gerade. Anschließend wird zur weiteren Verbesserung der Detektionsgüte
das Kamerabild um den Rollwinkel korrigiert. Hierzu wird die aktuelle Na-
vigationslösung eingesetzt und das Bild mit Hilfe einer Homographiematrix
Hstab transformiert. Die Berechnung von H𝐻,stab erfolgt durch

H𝐻,stab = K C𝑏,𝑇𝑐 C𝑠𝑏 C𝑏𝑐 K−1 (7.1)

mit den intrinschen Kameraparameter K, der Rotation vom Kamera- ins
körperfeste-Koordinatensystem C𝑏𝑐 , sowie der Rotation vom körperfesten ins
stabilisierte Koordinatensystem C𝑠

𝑏
= 𝐶 (𝜃𝑠𝑏, 0, 0). Die Transformation des

entzerrten Bildes mit H𝐻,stab ergibt das Ergebnis der Vorverarbeitung, wie in
Abbildung 7.9 im zweiten Bild von links gezeigt ist.

16»
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Personendetektion

Die Personendetektion wird mit CNNs durchgeführt. Diese hat die Vorteil,
dass neben Personen auch andere Gegenstände detektiert werden können. Zur
Echtzeitanwendung werden hier nur Netze betrachtet, die auch mit dem Edge-
TPU-Stick verwendet werden können. Daher werden nur die durch Google-
Coral zur Verfügung gestellten Netze [26] evaluiertȷ MobileNetV2 [125], Mo-
bileDet [157] und EfficentDet [1»1]. Wie im Ergebnisteil dargelegt, weist
MobileDet die höchste Genauigkeit auf.

Um die Detektionsperformance noch weiter zu verbessern, wurde in der von
mir betreuten Bachelorarbeit [192] ein Verfahren entwickelt, dass effektiv ein
sogenanntes Fine-Tuning bestehender CNNs anwendend, was in der gemein-
samen Publikation [18»] veröffentlicht wurde. Fine-Tuning ermöglicht es, ein
bestehendes CNN mit weiteren Trainingsdaten gezielt auf eine Anwendung hin
zu optimieren. Die praktische Umsetzbarkeit hängt hier sehr stark von der An-
zahl und der Güte der neuen Trainingsdaten ab. Um dies effektiver zu gestalten,
wurde ein neues Verfahren entwickelt [18»]. Grundlage hierfür ist, dass die
Detektion von Personen in visuellen Bilder eine deutlich höhere Güte aufweist,
als bei Thermalbilder. Dies ist insbesondere bei Verwendung von sehr genau-
en CNNs, die nur auf Grafikkarten ausgeführt werden können, im Vergleich
zu den Edge-TPU-Stick-Netzen sehr deutlich zu beobachten. Daher wurden
weitere Trainingsdaten mit der Multisensorplattform aus Abschnitt «.1 aufge-
zeichnet und mit einem sehr genauen CNN (Faster-RCNN [115]) annotiert.
Anschließend wurden die Annotationen manuell überprüft und die erstellten
Bounding-Boxen mit Hilfe der extrinisischen und intrinsischen Kalibrierung
der Kameras aus dem visuellen Bild ins Thermalbild transformiert. So kann
effizient ein großer Trainingsdatensatz erstellt werden, ohne eine Vielzahl an
Bilder manuell annotieren zu müssen. Für das Fine-Tuning wurden hierbei
insgesamt 75ß7 Bilder aus verschiedenen Umgebungen in Innenräumen und
Außenbereichen genutzt, um das verfügbare CNN MobileDet [26] zu optimie-
ren [18»].

Die vorverarbeiteten Bilder werden in der Gesamtpipeline aus Abbildung 7.1
mit dem optimierten MobileDet-Netz, das im Folgenden MobileDet-Tuned ge-
nannt wird, verarbeitet, um Personen zu detektieren. Jede Detektion besteht
dabei aus der umschließenden rechteckigen Bounding-Box sowie der geschätz-
ten Unsicherheit der Detektion. Hierauf baut die Posenschätzung auf.
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Posenschätzung

Ziel ist es Personendetektionen in Form von Bounding-Boxes hinsichtlich ihrer
Körperhaltung zu klassifizieren. Um dies zu erreichen, ist es notwending die
Position der einzelnen Körperteile und Gelenke zu kennen wie beispielswei-
se auch in [50, 5»] angewendet. Dies wird durch die Posenschätzung erreicht.
Hierbei wird das weitverbreitete COCO-Format [8«] eingesetzt. Dieses umfasst
17 Merkmalspunkte von Körperteilen wie zum Beispiel der Fuß- Knie, Hüft-
und Ellenbogengelenke. Auf Basis dessen lässt sich Körperhaltung sehr gut
beschreiben. Fokus bei der Posenschätzung liegt wiederum auf der Echtzeit-
fähigkeit der Gesamtpipeline auf Embedded-Computern. Daher werden nur
neuronale Netze betrachtet, die auf dem Edge-TPU-Stick eingesetzt werden
können. Von Google-Coral sind zwei mögliche Netztypen veröffentlicht wor-
den [27]ȷ posenet [106] und MoveNet [28]. Beide Netze sind vielversprechend
hinsichtlich Genauigkeit und Geschwindigkeit. Während PoseNet die Pose von
mehreren Personen in einem Bild detektieren kann, kann das verfügbare Move-
Net nur eine einzelne Pose pro Bild schätzen. Um beide Netze jeweils optimal
zu nutzen, sind zwei Ansätze zur Posenschätzung entworfen worden.

Die PoseNet-Pipeline basiert auf der von mir betreuten Masterarbeit [188].
Evaluationen haben gezeigt, dass PoseNet Schwierigkeiten hat, weit entfernte
Personen im Bild zu detektieren. PoseNet wurde auf dem COCO-Datensatz [8«]
trainiert, der primär im Bild groß erscheinende Personen aufweist, was dieses
Verhalten erklärt. Die Klassifizierung von Person ist jedoch auch auf größeren
Distanzen von bis zu 10 m notwendig, um den Anwendungsfall der Personenk-
artierung zu realisieren. Daher wurde in der studentischen Arbeit [188] das
folgende Verfahren entwickelt. Auf Basis der Bounding-Boxen der Personen-
detektion wird ein neues Bild, das sogenannte Region-of-Interest (ROI)-Bild
zusammengesetzt. Um Fehler der Personendetektion zu kompensieren, werden
die Bounding-Boxen in alle Richtungen um einen Schwellwert erweitert. Das
ROI-Bild besteht also nur noch aus den detektierten Personen, wodurch diese
deutlich größer im Bild erscheinen. Kleine Bounding-Boxen werden dabei grö-
ßer und große Bounding-Boxen kleiner skaliert, sodass eine homogene Größe
der Personen vorliegt. Die Posenschätzung mit PoseNet wird dann auf dem
ROI-Bild ausgeführt und die detektierten Posen in das ursprüngliche Bild zu-
rück transformiert. Abbildung 7.10 zeigt das Ergebnis der Personendetektion
im linken Bild, das erstellte ROI-Bild in der Mitte und schließlich die zurück
transformierte Posenschätzung rechts.
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(a) Personendetektion (b) ROI-Bild (c) Transformierte Posenschätzung

Abbildung 7.10: PoseNet-Pipeline mit Erstellung des ROI-Bildes

Die MoveNet-Pipeline ist anders aufgebaut. Die verfügbaren MoveNet-Modelle
können jeweils nur eine einzige Person pro Bild detektieren. Dafür ist MoveNet
im Vergleich zu PoseNet deutlich schneller. Anstatt ein ROI-Bild aufzubauen,
wird daher eine Posenschätzung mit MoveNet auf jeder Bounding-Box separat
ausgeführt. Dies erzeugt eine Detektionslaufzeit, die proportional zur Anzahl
an Personendetektionen ist. In den betrachteten Szenarien sind jedoch immer
nur maximal fünf Personen in einem einzelnen Bild abgebildet. Daher werden
in der entworfenen MoveNet-Pipeline maximal fünf Posenschätzungen pro
Bild ausgeführt.

Das Ergebnis beider Pipelines ist die Posenschätzung, also der 17 Merkmal-
spunkte sowie der geschätzten Unsicherheit der Detektion. Basierend dar-
auf wird die Klassifizierung ausgeführt. Wurde für eine Person zwar eine
Bounding-Box jedoch keine Pose detektiert, wird Körperhaltung als unbekannt
klassifiziert.

Klassifizierung der Körperhaltung

Die Klassifizierung der Körperhaltung führt auf Basis der Posenschätzung eine
Einteilung in die Klassen aufrecht, sitzend oder liegend ein. Dies kann auf Basis
eines Merkmalsvektors mit gängigen Verfahren des überwachten maschinel-
len Lernens mittels eines Datensatzes umgesetzt werden [»8]. Typischerweise
werden dafür Support-Vector-Machines (SVMs), logistische Regression (LR),
Enscheidungsbäume (EBs) oder Radom-Forests (RFs) eingesetzt. Der Merk-
malsvektor wird mit Hilfe der Posenschätzung aufgebaut. Basierend auf der
von mir betreuten studentischen Arbeit [188] weist der entworfene Merkmals-
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vektor die folgenden Komponenten aufȷ die absolute Orientierung des Ober-
körpers, den Winkel des Hüftgelenks, das Verhältnis der Höhe und Breite der
detektierten Bounding-Boxen und die Konfidenz der Posenschätzung Somit
wird aus dem Ergebnis der Posenschätzung der Merkmalsvektor aufgestellt.
Die Position der Arme und Knie wird nicht berücksichtigt, da diese ähnliche
Posen sowohl bei aufrechten, sitzenden als auch liegenden Personen aufweisen
können.

Für das Training wurden selbst erstellte Datensätzen mit der Multisensor-
plattform aufgezeichnet, die jeweils eine einzige Person in allen drei Posen
umfangreich abbildet. Insgesamt liegen so circa 12 500 Bilder aller drei Po-
sen vor. Diese wurde mit der zuvor beschriebenen Posenschätzung prozessiert
und alle Bilder, bei denen diese erfolgreich war, dem Datensatz hinzugefügt.
Da die Posenschätzung, wie auch im Ergebnisteil evaluiert, nicht bei allen
Thermalbildern erfolgreich ist, enthält der Datensatz weniger Detektionen als
Bilder vorhanden sind. So war die Posenschätzung auf circa 10 500 Bildern
erfolgreich, die somit den Datensatz bilden.

Alle vier genannten Algorithmen (SVM, LR, EB, RF) wurde schließlich mit
dem Framework SciPy [1»8] implementiert und trainiert. Dabei wurden 75 %
des Datensatzes als Trainingsdatensatz und die restlichen 25 % als Validie-
rungsdatensatz eingeteilt. Die Auswahl der Samples erfolgte dabei zufallsba-
siert. Das Training wurde dann mit dem Trainingsdatensatz ausgeführt. Mittels
des Validierungsdatensatz, können alle vier Ansätze evaluiert werden, wobei
der Random-Forest-Ansatz die besten Ergebnisse erzielt hat. Der trainierte
Random-Forest ist wie in Tabelle 7.1 hinsichtlich der Metriken Precision und
Recall, siehe Abschnitt 2.5 im Grundlagenkapitel, evaluiert. Es zeigt sich, dass
der Random-Forest eine sehr hohe Güte erzielt, so erreicht die Klassifizierung
auf den Validierungsdatensatz für die Precision und Recall, siehe Abschnitt 2.5
im Grundlagenkapitel, durchschnittlich ß8 %.

Metrik aufrecht sitzend liegend

Precision ß8 % ß8 % ß7 %

Recall 100 % ß7 % ß7 %

Tabelle 7.1: Trainingsergebnis des Random-Forests für Precision und Recall auf dem Validie-
rungsdatensatz bestehen aus 2635 Bildern.
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7.3.2 Ergebnisse

In diesem Abschnitt werden zunächst die neuronalen Netze für Personen-
detektion und Posenschätzung an sich und anschließend die Gesamtpipeline
evaluiert. Diese werden mit umfangreichen, realistischen Testdatensätzen der
Multisensorplattform hinsichtlich Genauigkeit und Rechenzeit evaluiert. Die
Testdatensätzen bestehen aus den beiden Datensätzen Sinlge-Person, mit einer
Person, und Multi-Person, mit bis zu vier Personen im gleichen Thermalbild,
und umfassen insgesamt 2748 Bilder in unterschiedlichen Szenen. Dabei neh-
men die Personen die in dieser Arbeit betrachteten Körperhaltungen aufrecht,
sitzend oder liegend ein. Von den 2748 Bildern sind 2362 gelabelt, weisen
also eine Referenz in Bezug auf die Bounding-Box der Personen sowie Kör-
perhaltung auf. Da auch mehrere Personen pro Bild auftreten können, ist die
Anzahl an annotierten Personen mit 3540 höher als die Anzahl an Bildern.
Die Implementierung erfolgte in Python unter der Nutzung des Frameworks
Tensorflow [«].

Benchmark Objektdetektion

Die Objektdetektion ist Grundbestandteil der Posenschätzung. Da der Fokus
auf der Echtzeitfähigkeit mit Embedded-Computern liegt, werden nur Net-
ze betrachtet, die auch auf dem Edge-TPU-Stick prozessiert werden können.
Als Metrik wird die oft genutzte Metrik Intersection-over-Union (IoU), siehe
Abschnitt 2.5 der Grundlagen, eingesetzt. Dabei wird die Bounding-Box, wie
üblich [118], als korrekt eingestuft, wenn die IoU größer als 50 % ist.

Tabelle 7.2 zeigt die Ergebnisse für die drei vielversprechendsten Netze, die
öffentlich verfügbar sind [26]. Die aufgeführten Detektionsraten sind mit Hil-
fe des annotierten Datensatzes entsprechend der drei Körperhaltungen auf-
geschlüsselt. Es zeigen sich sehr hohe Detektionsraten von ß3 − ß8 % bei
aufrechten und sitzenden Personen bei allen vier betrachteten Netzen. Große
Unterschiede von 60 − 77 % zeigen sich jedoch bei liegenden Personen. Hier
erreicht das MobileDet-Netz mit 63 % das beste Ergebnis der verfügbaren
Netze.

Mit dem in dieser Arbeit neu trainierte Netz MobileDet-Tuned konnte hingegen
die Detektionrate bei liegenden Personen um 14 % erhöht werden. Über alle
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MobileNetV2 [125] EfficientDet [1»1] MobileDet [157] MobileDet-Tuned

aufrecht ß6 % ß6 % ß7 % ß6 %

sitzend ß4 % ß8 % ß6 % ßß %

liegend 60 % 62 % 63 % 77 %

Mittelwert 83 % 85 % 85 % ß0 %

Laufzeit 23 ms 60 ms 20 ms 20 ms

Tabelle 7.2: Detektionsraten für IoU = 0,5 und Laufzeiten der CNNs zur Personendetektion
prozessiert auf dem Intel-NUC-i7 mit Edge-TPU-Stick.

Klassen wird eine Verbesserung um 5 % erreicht, ohne dass sich die Laufzeit
erhöht. So werden zur Objektdetektion im Schnitt lediglich 20 ms auf dem
Inte-NUC-i7 mit Edge-TPU-Stick benötigt. Auf Basis dieser Ergebnisse wird
das MobileDet-Tuned-Netz zur Personendetektion im Folgenden eingesetzt.

Benchmark Posenschätzung

Zur Evaluation der Posenschätzung werden die Datensätze mit der PoseNet-
Pipeline und der MoveNet-Pipeline prozessiert. Eine umfangreiche Evaluation
aller verfügbaren PoseNet-Modelle wurde in der von mir betreuten studen-
tischen Arbeit [188] durchgeführt. Die zwei vielversprechendsten PoseNet-
Modelle sind in Tabelle 7.« dargestellt. Für MoveNet liegen nur zwei Netz-
Modelle vorȷ Lightning und thunder. Zum Vergleich werden die Datensätze
auch mit einem der genausten Netze zur Posenschätzung auf einem Dektop-
Computer mit Grafikkarte verarbeitet. Hierbei wird mmPose [25] mit dem
ResNet-152-Backbone verwendet. Da die Detektionsraten bei mmPose auf dem
ROI-Bild schlechter waren, wird dieses bei mmPose nicht verwendet.

Tabelle 7.« fasst die Ergebnisse der Posenschätzung zusammen und schlüs-
selt die Personen anhand der Körperhaltung auf. Für jede Klasse wird der
Anteil der erfolgreichen Posenschätzungen ermittelt. Um eine Detektion als
erfolgreich einzustufen zu können, müssen alle Merkmale der Posenschätzung
innerhalb der annotierten Bounding-Box liegen. Da dies als Bedingung für
die anschließende Klassifikation ausreicht, wird auf eine merkmalsspezifische
Untersuchung verzichtet.
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Hardware Intel-NUC-i7 mit Edge-TPU-Stick ∗Desktop PC mit GPU

Netz PoseNet [106] MoveNet Single Pose [28] mmPose [25]

Backbone ResNet-50 ResNet-50 Lightning Thunder ResNet-152

Eingangsgröße 768 × 4ß6 ß28 × 672 1ß2 × 1ß2 256 × 256 512 × 512

Aufrecht ß7 % ß7 % ß4 % ß5 % ß4 %

Sitzend ß4 % ß5 % ß4 % ß4 % ß6 %

Liegend 27 % 37 % 57 % 58 % 68 %

Mittelwert 73 % 76 % 81 % 82 % 86 %

Laufzeit pro Bild 121 ms 840 ms 22 ms 51 ms 680 ms∗

Tabelle 7.3: Detektionsraten und Laufzeiten der besten PoseNet-Netze auf dem Inte-NUC-i7 mit
Edge-TPU-Stick.

Wie auch bei der Personendetektion zeigen sich bei der Posenschätzung sehr
gute Detektionsraten von über ß0 % für aufrechte und sitzende Personen. Lie-
gende Personen werden dagegen von allen Netzen deutlich schlechter erkannt,
da die notwendigen Merkmale deutlich seltener als erfolgreich eingestuft wer-
den. PoseNet erreicht hier mit 27 % und 37 % die schlechtesten Ergebnisse.
Mit MoveNet lässt sich die Detektionsrate für die Klasse liegend deutlich stei-
gern. MoveNet ist im Gegensatz zu PoseNet neben dem COCO-Datensatz [8«]
mit einem weiteren Google-internen Datensatz trainiert worden [28]. Dieser
weist eine Vielzahl verschiedener Personenposen im Alltag aber auch bei Sport
auf und ermöglicht daher eine bessere Detektion von zum Beispiel liegenden
Personen. Ein Fine-Tuning der Posenschätzung speziell mit liegenden Perso-
nen und Thermalbildern kann hier nicht eingesetzt werden, da die benötigten
Information für PoseNet und MoveNet im Gegensatz zum MobileDet nicht
veröffentlicht sind. Da PoseNet und MoveNet bei der implementierten Pipeline
auf die Bounding-Boxes angewiesen sind, sind die Detektionsraten durch die
Personendetektion von MobileDet-Tunded limitiert.

Das beste Ergebnis bei der Poseschätzung wird durch mmPose erreicht. So
erreicht mmPose im eine Detektionsrate von durchschnittlich 86 %. Die Mo-
veNet-Pipeline erzielt jedoch mit 81 % und 82 % nur geringfügig schlechtere
Ergebnisse. Im Gegensatz zu mmPose erzielt die MoveNet-Pipeline viel gerin-
gere Laufzeiten sogar auf einem Embedded-Computer mit Edge-TPU-Stick.
Die MoveNet-Pipeline erzielt auch gegenüber der PoseNet-Pipeline deutlich
bessere Laufzeiten.
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Gesamtpipeline

Die Evaluation der Gesamtpipeline erfolgt analog zur Evaluation der Posen-
schätzung. Dabei wird die Erfolgsrate betrachtet, also wie viele der Personen
detektiert und hinsichtlich der Körperhaltung korrekt klassifiziert wurden. Die
Ergebnisse sind in Tabelle 7.» aufgeführt.

Die PoseNet-Pipeline erreicht mit dem ROI-Bild über alle Klassen eine deut-
liche Verbesserung. So ist die PoseNet-Pipeline mit ROI-Bild im Schnitt um
8 % besser. Da PoseNet liegende Personen am schlechtesten erkennt, erreicht
die Gesamtpipeline für diese Klasse die schlechtesten Ergebnisse. Die Move-
Net-Pipeline erzielt mit einem Mittelwert von 78 % und 7ß % deutlich bessere
Ergebnisse. Dabei ist die Verbesserung vor allem bei liegenden Personen zu
erkennen. Die mmPose-Pipeline erreicht mit 85 % die besten durchschnittli-
chen Erfolgsraten. Dies ist aber lediglich mit einem Desktop-Computer mit
Grafikkarte realisierbar.

Das Ergebnis der Gesamtpipeline spiegelt das Ergebnis der Posenschätzung
wider. Die Klassifizierung der Körperhaltung mit dem Random-Forest kann
mit sehr hoher Güte durchgeführt werden. So werden über alle Klassen hinweg
bezüglich Precision und Recall durchschnittlich ß8 % erreicht.

Ziel ist die Detektion und Klassifizierung von Personen in Echtzeit mit dem
Intel-NUC-i7 und dem Edge-TPU-Stick. Um hierfür eine Rate von mindestens

Hardware Intel-NUC-i7 mit Edge-TPU-Stick ∗Desktop PC mit GPU

Netz PoseNet 768 × 4ß6 MoveNet Single Pose mmPose

Konfiguration ohne ROI mit ROI Lightning Thunder ohne ROI

Aufrecht ß0 % ß5 % ß0 % ß1 % ß2 %

Sitzend 77 % 8ß % ß1 % ß0 % ß4 %

Liegend 20 % 26 % 54 % 57 % 66 %

Mittelwert 62 % 70 % 78 % 7ß % 85 %

Laufzeiten pro Bild 166 ms 1ß8 ms 65 ms ßß ms 720 ms∗

Tabelle 7.4: Evaluation der Gesamtpipeline und Vergleich zur Pipeline mit Desktop Computer
und Grafikkarte (GPU). Die Edge-TPU-Stick-Pipeline erzielt im Schnitt 15 % schlechtere Detekti-
onsraten als die GPU-Pipeline benötigt aber nur etwa ein Drittel der Laufzeit und kann auf einem
Embedded-Computer eingesetzt werden.
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10 Hz zu gewährleisten, wird im Folgenden die MoveNet-Pipeline in der Kon-
figuration lightning eingesetzt. Diese weist eine durchschnittliche Laufzeit von
65 ms auf und erreicht daher die geforderte Rate. Im Gegensatz zur thunder-
Konfiguration erzielt die lightning-Konfiguration 34 % schnellere Laufzeiten
bei nur 2 % durchschnittlicher Einbuße der Erfolgsrate. Abbildung 7.11 zeigt
beispielhaft Ergebnisse dieser Pipeline aus den beiden Datensätzen Single-
Person (oben) und Multi-Person (unten). Unterschiedliche Perspektiven und
Entfernungen zur Thermalkamera sowie Körperhaltungen demonstrieren die
Leistung der ausgewählten Pipeline. Bei liegenden Personen wird mit dieser
Pipeline nur eine Erfolgsrate von 45 % erreicht. Dennoch liegt die Detektions-
rate der Personendetektion mit dem Netz MobileDet-Tuned, siehe Tabelle 7.2,
bei 77 % für liegende Personen. Es werden also insgesamt 77 % der liegenden
Personen detektiert aber nur 45 % als liegend klassifiziert, weil die Posen-
schätzung häufig fehlschlägt. Dennoch sind diese Personen mit der Klasse
unbekannt versehen und werden trotzdem kartiert. Die Kartierung wird im
nächsten Kapitel beschrieben.

Abbildung 7.11: Beispielhafte Ergebnisse der beiden Testdatensätze Single-Person (oben) und
Multi-Person (unten). Die klassifizierten Zustände sind farblich markiertȷ Aufrecht (grün), sitzend
(orange) und liegend (rot).
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7.4 Personenkartierung

Die zuvor beschriebenen Aspekte werden nun in der Personenkartierung zu-
sammengefasst. Diese basiert auf den Radarscans, der SLAM-Karte und -
Trajektorie sowie der Personendetektion mit Klassifizierung wie in Abbil-
dung 7.1 gezeigt ist. Um die Position der im Bild detektierten Personen im me-
trischen Raum zu schätzen, wird in dieser Arbeit ein Kalman-Filter eingesetzt.
Da die SLAM-Karte aufgrund der Schleifenschlussfähigkeit über mehrere Be-
obachtungen korrigiert werden kann, erfolgt die Positionsschätzung bezüglich
eines lokalen Koordinatensystems, das zum Zeitpunkt der ersten Beobachtung
festgelegt wird. Wird die SLAM-Trajektorie nachträglich korrigiert, wird da-
mit die Position der kartierten Person ebenso korrigiert, da die Relation zum
Kartenkoordinatensystem zu einem festgelegten Zeitpunkt bekannt ist. Jede
Person wird mit Hilfe eines Kalman-Filters mit dem folgenden Zustand 𝒙 zum
Zeitpunkt 𝑘 modelliert

𝒙𝑘 =
[
𝑝b
𝑥 , 𝑝

b
𝑦

]𝑇
, (7.2)

wobei die Position im körperfesten Koordinatensystem, der Anker-Pose, ge-
schätzt wird. Wenn eine neue Messung vorliegt, werden die Zustände aller sich
im Sichtbereich befindlichen Personen propagiert. Hierdurch steigt entspre-
chend des darunterliegenden Systemmodells die Unsicherheit der Zustände an.
Kann die neue Beobachtung zu einem propagierten Zustand assoziiert werden,
wird der entsprechende Zustand im Filterupdate korrigiert und dessen Unsi-
cherheit verkleinert. Für alle anderen Zustände wächst mit jedem Ausbleiben
einer Beobachtung die Unsicherheit weiter. Die Propagation wird mit einem
isotropischen Rauschen Q𝑘 ausgeführtȷ

P𝑘+1 = P𝑘 + Q𝑘 . (7.«)

Das Filterupdate wird in mehreren Schritten für jede Personen-Messung an-
gewendet. Zunächst wird die Personen-Messung im Koordinatensystem der
SLAM-Karte aufgestellt. Hierfür werden die jeweils aktuellen Radarscans der
Radarsensoren sowie die Bounding-Box der Personendetektion im Bild der
Thermalkamera betrachtet. Die Bounding-Box liefert zwar die Richtung der
Detektion, da aber keine genaue Distanz-Information im Bild vorliegt, muss
diese über die Radarscans geschätzt werden. Dies erfolgt durch die Projekti-
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on der Radarscan-Punkte in das Bild der Thermalkamera. Dafür werden alle
𝑁-Scan-Punkte 𝒑𝑟

𝑖,𝑙
, 𝑖 ∈ 𝑁 mit Hilfe der extrinsichen Kalibierung des 𝑙-ten

Radarsensors (𝒍𝑏𝑏𝑟,𝑙 ,C
𝑏
𝑟,𝑙

) in das körperfeste Koordinatensystem transformiertȷ

𝒑𝑏𝑖 = C𝑏𝑟,𝑙 𝒑
𝑟
𝑖,𝑙 − 𝒍𝑏𝑏𝑟,𝑙 . (7.»)

Anschließend erfolgt die Projektion in Bild-Koordinaten unter Verwendung der
extrinsischen und intrinsischen Kameraparameter. Befindet sich mindestens ein
Radarscan-Punkt innerhalb der Bounding-Box, kann die Position der Person im
körperfesten Koordinatensystem 𝒑𝑏Person mit Hilfe von (7.») aufgestellt werden.
Liegen mehrere Punkte innerhalb der Bounding-Box, wird der Scan-Punkt mit
dem besten Signal-zu-Rauschverhältnis ausgewählt. Bei Personen, die mehr
als circa 7 m entfernt sind, liegen häufig keine Radarscan-Punkte mehr vor, da
diese auf Grund des geringen RCS mit den eingesetzten Radarsensoren nicht
mehr detektiert werden. Um dennoch ein Filterupdate ausführen zu können,
wird die Distanz zur Person approximiert. Laut [79] ist die durchschnittliche
Größe von Männer und Frauen in Deutschland 1,73 m. Wurde die Personen als
aufrecht klassifiziert, kann somit die Distanz zur Person mit Hilfe der Merk-
malspunkte aus der Posenschätzung approximiert werden. Analog kann dies
auch für sitzende Personen basierend auf der durchschnittlichen Torsolänge
durchgeführt werden. Ist die Person als liegend oder unbekannt klassifiziert,
wird dieses Verfahren nicht angewendet.

Mit Hilfe der aktuellen Position aus der SLAM-Trajektorie erfolgt die Trans-
formation von 𝒑𝑏Person ins Karten-Koordinatensystemȷ

𝒑𝑘Person,Messung = C𝑘𝑏 𝒑
𝑏
𝑝𝑒𝑟𝑠𝑜𝑛 + 𝒑𝑘 . (7.5)

Die Assoziation stellt einen wichtigen Schritt dar. Die Implementierung er-
folgt dabei Distanz-basiert. Dazu werden alle bereits kartierten Personen
mit Hilfe der korrespondierenden Anker-Posen im SLAM-Graph ins Karten-
Koordinatensystem überführtȷ

𝒑𝑘Person,Filter = C𝑘𝑏,Anker 𝒑
𝑏
person,Filter + 𝒑𝑘Anker. (7.6)

Nun kann mit Hilfe der bereits geschätzten Personen-Positionen 𝒑𝑘Person,Filter

und der Messung 𝒑𝑘Person,Messung die jeweilige Distanz ermittelt werden. Die
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Assoziierung ist erfolgreich, wenn die Distanz unterhalb eines Schwellwertes
liegt. Ist eine Assoziierung nicht möglich, wird ein neuer Kalman-Filter für die
gemessene Personen-Position angelegt. Die initiale Kovarianz PInit modelliert
dabei die Charakteristik der Messung. In Polarkoordinaten ausgedrückt weist
diese eine geringe Unsicherheit des Winkels und eine größere Unsicherheit
der Distanz auf. Die Richtung wird durch den Mittelpunkt der Bounding-Box
oder, wenn vorhanden, über den Mittelwert aller Merkmale der Posenschätzung
gebildet und weist somit eine sehr hohe Genauigkeit auf. Die Entfernung
wird entweder über den Radarscan oder die Approximation der Personengröße
bestimmt. Während der Radarscan als sehr genau eingestuft wird, wird für
die Approximation über die Personengröße eine deutlich größere Unsicherheit
gewählt.

Bei erfolgreicher Assoziierung wird ein Kalman-Filter-Update ausgeführt. Die-
ses ist linear implementiert, da die Messung auch Teil des Filterzustandes
ist. Die Rauschmatrix R𝑚 wird analog zur initialen Kovarianz PInit gebildet.
Schließlich wird auch eine Schätzung der Körperhaltung mit Hilfe eines glei-
tenden Fensters durchgeführt. Hierbei werde die Ergebnisse der Klassifikation
über einen Zeitraum von fünf Messungen betrachtet. Die Klasse, die dabei am
häufigsten ermittelt wurde, wird als Körperhaltung der Person angenommen.

7.4.1 Ergebnisse

Die Demonstration der Gesamtpipeline erfolgt mit Hilfe eines weiteren autono-
men Fluges am Deutschen Rettungsrobotik-Zentrum (DRZ). Der Flug wurde
mit der Flugplattform aus Abschnitt «.2 durchgeführt und erfolgte analog zur
Demonstration der online Radar-inertialen Navigation aus Abschnitt 5.».5. Um
Echtzeitfähigkeit auf dem Intel-NUC-i7 zu erzielen und damit eine online Kar-
tierung zu ermöglichen, werden die Thermalbilder mit einer Rate von 10 Hz
verarbeitet. Dabei befanden sich insgesamt drei Personen jeweils seitlich des
Flugpfads im dichten Nebel. Abbildung 7.12 zeigt den zeitlichen Verlauf des
Flugs und der Kartierung. Jede Spalte stellt verschiedenen Visualisierungen
des jeweils gleichen Zeitpunktes dar, wobei 3 s, 12 s und 20 s nach dem Start
betrachtet werden. Die obere Zeile zeigt die SLAM-Rasterkarte mit SLAM-
Trajektorie sowie der Personen-Kartierung. Die zweite Zeile veranschaulicht
die Thermalbilder mit Bounding-Boxen der Personendetektionen sowie die
Radarscan-Punkte des linken (rot) und rechten (blau) Radarsensors. Die dritte
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SLAM-Karte mit kartierten Personen

Thermalbild mit Radarscan und detektierten Personen

Thermalbild mit Klassifizierung der Pose

Externe Kamerabilder

Person 3

Person 3

Person 1 Person 2

Person 1Person 2

QuadrokopterQuadrokopter Quadrokopter

Person 1

Person 2

t1 = 6s t2 = 15s t3 = 27s

Abbildung 7.12: Zeitlicher Verlauf der online Kartierung für einen autonomen Flug in dichtem
Nebel. Die Bilder jeder Spalte gehören dabei zum gleichen Zeitpunkt wobei 3 s, 12 s und 20 s
nach Start betrachtet werden. Die Kreise in der Karte markieren die Unsicherheit der Personen-
Position und nehmen mit der Anzahl an Messungen ab. Die Kreuze in der zweiten Zeile zeigen
den Radarscan des linken (rot) und rechten (blau) Radarsensors. Die Personen können samt der
Körperhaltung korrekt kartiert werden.

177



7 Kartierung in schwierigen Sichtbedingungen

Zeile stellt die Ergebnisse der Posenschätzung mit dem Klassifikationsergebnis
hinsichtlich der Körperhaltung dar. Die unterste Zeile zeigt Bilder des Flugs
von externen Kameras aus verschiedenen Perspektiven.

Der schrittweise Aufbau der Karte ist in der oberen Zeile gut zu erkennen und
bildet die Umgebung der DRZ-Halle detailliert ab. Der Bereich vor der aktu-
ellen Position der Flugplattform ist insbesondere nach dem Zeitpunkt 𝑡1 sehr
detailliert und Hindernisse sind klar erkennbar. Die grünen Ellipsen innerhalb
der Karte zeigen den ±3-𝜎-Bereich der geschätzten Personenpositionen.

Bei der Visualisierung der Radarscans in der zweiten Zeile zeigen sich ei-
ne Vielzahl der Detektionen im Bereich der Decke, da die dort befindlichen
Doppel-T-Träger starke Radarreflektoren darstellen. Bereits vor dem Zeitpunkt
𝑡1 können zwei Personen detektiert und klassifiziert werden. Da jedoch noch
keine Radarscan-Punkt auf Grund der großen Distanz für die beiden Personen
vorlagen, wurde die Distanz über die Größe approximiert und weist daher in
Blickrichtung noch eine sehr große Unsicherheit auf. Im Gegensatz dazu ist die
Unsicherheit der Blickrichtung viel kleiner, da dieser über die Personendetek-
tion mit hohe Güte geschätzt wird. Gut zu erkennen ist die stark abnehmenden
Unsicherheit der Position der Personen 1 und 2 zum Zeitpunkt 𝑡2. Die Radar-
scans liefern hier eine genaue Messung der Distanz, was durch die adaptive
Rauschmatrix im Kalman-Filter-Update modelliert wird. Die Detektion der
sitzenden Person 3 erfolgt initial nicht korrekt, wird jedoch durch mehrmalige
Beobachtungen bis zum Zeitpunkt 𝑡3 korrekt klassifiziert.

Abbildung 7.1« zeigt das finale Ergebnis der Kartierung. Alle drei Perso-
nen konnten korrekt bezüglich der Position kartiert sowie der Körperhaltung
klassifiziert werden. Rettungswege sind anhand der Rasterkarte gut erkennbar
und mit Hilfe des klassifizierten Zustands kann eine Priorisierung des Ret-
tungseinsatzes gezielt erfolgen. Wie die untere Bildzeile in Abbildung 7.12
veranschaulicht, fand der Flug in dichtem Nebel mit reduzierten Sichtweiten
unterhalb eines Meters statt. Dennoch kann das entwickelte Sensorkonzept und
die entwickelte Kartierungs-Pipeline die Umgebung umfassend während eines
autonomen Fluges abbilden und freie Bereiche (in weiß) sowie Hindernisse
(in schwarz) klar darstellen. Dadurch wir die Stärke des Sensorkonzepts in
Kombination mit dem Navigationsansatz verdeutlichtȷ Die Navigation kann
unabhängig von den Sichtbedingungen erfolgen und die Umgebung sowie Per-
sonen können genau kartiert werden.
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Person 1
Person 2

Person 3

Abbildung 7.13: Detailansicht der erstellten Karte des autonomen Fluges in dichten Nebel. Die
Personen konnten erfolgreich kartiert sowie der Zustand geschätzt werden. Mit Hilfe der Rasterkar-
te sind direkte Rettungswege erkennbar. Aufrechte Personen sind grün markiert und die sitzende
Person in orange womit eine Priorisierung des Rettungseinsatzes erfolgen kann.

7.5 Fazit

In diesem Abschnitt erfolgte die Beschreibung der entwickelten Kartierungs-
pipeline. Diese ermöglicht die Kartierung der Umgebung in Form einer Ras-
terkarte sowie die Detektion und Verortung von Personen unabhängig der
Sichtbedingungen. Hierfür wurde auf den kombinierten Inlier-Radarscan so-
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wie die Navigationslösung des Radar-inertialen Navigationsfilters zurückge-
griffen. Die entwickelte Filterung der Radarscans ermöglicht die Nutzung
eines etablierten Laser-SLAM-Verfahrens. So wird die Navigation um Schlei-
fenschlüsse und eine Rasterkartierung erweitert. Dies führt zu einem langzeit-
stabilen Navigationsansatz. Ein Vergleich zu etablierten Laser-SLAM zeigt
den hohen Detailgrad sowie Genauigkeit des Radar-SLAMs. Im Gegensatz
zu Laser-SLAM wird dies auch bei schlechten Sichtbedingungen erreicht und
liefert damit beispielsweise die Grundlage für lokale Trajektorienplanung zur
Kollisionsvermeidung

Insbesondere für Such- und Rettungsmissionen ist neben einer Rasterkarte
auch die Position und der Zustand von Personen notwendig. Daher wurde ein
neuartiger Ansatz entwickelt, der Personen im Thermalbild detektiert und die
Körperhaltung klassifiziert. Dafür wurden moderne neuronale Netze mit dem
Ziel kombiniert, neben einer hohen Detektionsrate auch die Echtzeitfähigkeit
auf dem Embedded-Computer des Fluggerätes zu ermöglichen. Umfangreiche
Evaluationen zeigen die hohe Leistungsfähigkeit der entwickelten Pipeline.
So werden nur 5 % schlechtere Detektionsraten bei einer siebenfach schnelle-
re Laufzeiten als mit einer Referenzimplementierung erreicht. Im Gegensatz
zur Referenzimplementierung, die einen Desktop-Computer und Grafikkar-
ten nutzt, ist die entwickelte Pipeline mittels des Edge-TPU-Sticks auf dem
Embedded-Computer des Fluggerätes einsetzbar.

Basierend auf dem Radarscan, Radar-SLAM sowie der Personendetektion und
Klassifizierung, erfolgt die Personenkartierung. Dabei wird jede gefundene
Person mit einem Kalman-Filter beschrieben und so Messunsicherheiten ad-
äquat modelliert. Die Personen werden relative zur SLAM-Trajektorie veran-
kert, um eine robuste Kartierung auch bei Schleifenschlüssen zu gewährleisten.
Die Demonstration eines autonomen Fluges in dichtem Nebel zeigt die Güte
der entwickelten Kartierungspipeline. Alle Personen konnten bezüglich der
Position und Körperhaltung korrekt kartiert werden. Im Kontext von Such-
und Rettungsmissionen wird so ein umfangreiches Lagebild erstellt, das die
effektive Rettung ermöglicht.

180



8 Zusammenfassung

Ziel dieser Arbeit war die Entwicklung von Verfahren zur Navigation autono-
mer Fluggeräte sowie die Kartierung der Umgebung trotz schlechter Sicht- und
GNSS-Bedingungen. Hierzu wurde ein passendes Sensorkonzept entwickelt,
dass im Wesentlichen Radarsensoren, eine Thermalkamera und Inertialsenso-
rik kombiniert. Durch die geringe Größe und das niedrige Gewicht eignet sich
diese auch für kleine Fluggeräte.

Der Start und die Landung sind kritische Phasen eines Fluges und benötigen
eine Navigationsstützung höchster Zuverlässigkeit. Dies ist in schlechten Sicht-
und GNSS-Bedingungen mit konventionellen Systemen für kleine Fluggeräte
nicht verfügbar. Daher wurden zwei neuartige Verfahren entwickelt. Das rein
Radar-basierte System benötigt lediglich den bereits zur Höhenstützung ver-
bauten Radarsensor sowie eine passive Landeplattform mit Radarreflektoren.
Das Thermalkamera-basierte System nutzt eine nach unten gerichtete Ther-
malkamera in Kombination mit einer Landeplattform, in die Thermalmarker
integriert sind. Beide Systeme ermöglichen autonome Start- und Landemanö-
ver, wie ausführlich evaluiert und demonstriert wurde, was die Leistungsfä-
higkeit beider Systeme beweist. Dabei erzielt das System mit Thermalkamera
eine bessere Performance hinsichtlich der Genauigkeit, benötigt mit der Ther-
malkamera jedoch einen zusätzlichen Sensor.

Ein zuverlässiges und akkurates Navigationssystem ist die Grundlage für
autonome Fluggeräte. Hierfür wurde in dieser Arbeit ein neuartiges Radar-
inertiales Navigationssystem entwickelt, dass die Limitierungen von Kamera-
und Laser-basierten Ansätzen hinsichtlich schlechter Sichtbedingungen löst.
Basierend auf Radarscans, wurden neue Verfahren zur Schätzungen der Eigen-
geschwindigkeit und des Gierwinkels selbst bei dynamischen Flugmanövern
und in herausfordernden Umgebungen erarbeitet. Die Fusion mit Inertialsen-
sorik resultiert in einem sehr genauen und effizienten neuartigen Navigations-
system. Dieses kann eine frei parametrierbare Anzahl an Radarsensoren fusio-
nieren, wobei auch die extrinsische Kalibrierung der Sensoren online geschätzt
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wird. Die entwickelte Pipeline x-RIO wurde mit umfangreichen Datensätzen
in Innenräumen sowie in urbanen Umgebungen evaluiert. Dabei wurden so-
gar in guten Sichtbedingungen bessere Ergebnisse als mit etablierten Kamera-
basierten Ansätzen der visuellen inertialen Odometrie (VIO) erzielt. Zusätzlich
erreicht x-RIO sogar auf einem Embedded-Computer Laufzeiten, die um ein
vielfaches schneller als Echtzeit sind. Autonome Flüge in Innenräumen und in
dichtem Nebel demonstrieren den Praxiseinsatz.

Die Erweiterung Kamera-basierter Ansätze mit Radar-Eigengeschwindigkeits-
messungen nutzt die Vorteile beider Verfahren. So liefert visuelle-inertiale
Odometrie sehr gute Ergebnisse, benötigt dafür jedoch gute Sichtbedingungen.
Thermale-inertiale Odometrie funktioniert zwar auch bei schlechten Sicht-
bedingungen, ist jedoch auf Szenen mit Temperaturgradienten angewiesen.
Die Bewegungsschätzung mit Radar ist unabhängig beider Einschränkungen
einsetzbar, benötigt jedoch ausreichend Objekte innerhalb des Radarscans.
Die Kombination dieser Verfahren resultiert in den neuartigen Ansätzen
Radar-visuelle-inertiale Odometrie (RVIO) sowie Radar-thermale-inertiale
Odometrie (RTIO). Die entwickelte Pipeline robuste Radar-visuelle/thermale-
inertiale Odometrie (RRxIO) fasst beide Ansätze zusammen. Umfangreiche
Evaluation und der Vergleich zu verschiedenen Kombinationen von Ansätzen
auf den Radar-thermal-visuell-inertialen Datensätzen zeigt die Vorteile von
RRxIO deutlich. RRxIO erzielt bessere Ergebnisse als x-RIO und stellt damit
eine weitere Möglichkeit der Navigation in schlechten Sichtbedingungen dar.

Um das Ziel eines globalen Navigationssystems zu erreichen, wurde die Radar-
inertiale Navigation um ein Verfahren zur Integration von GNSS-Messungen
erweitert. Dies ermöglicht es, die Pose des Fluggeräts auch in urbanen Gebie-
ten absolut in der Welt zu beschreiben. Somit können global geplante Flug-
pfade auch in schwierigen GNSS-Bedingungen abgeflogen werden. Mit dem
vorgestellten Verfahren werden fehlerhafte GNSS-Messungen effektiv von der
Fusion ausgeschlossen. Durch die hohe Genauigkeit der Radar-inertialen Navi-
gation werden nur wenige GNSS-Messungen benötigt. Umfangreiche Tests mit
getragenen und geflogenen Datensätzen in urbanen Umgebungen einschließ-
lich des Übergangs in Innenräume demonstrieren die Leistungsfähigkeit des
Systems. Sogar mit Standard-GPS wurde ein durchschnittlicher globaler Po-
sitionsfehler von unter einem Meter in den betrachteten urbanen Datensätzen
erzielt.
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8 Zusammenfassung

Zur Kartierung der Umgebung wurde ein Radar-basiertes SLAM-Verfahren
entwickelt. Dieses baut auf der Radar-inertialen Navigation auf und nutzt meh-
rere Radarsensoren gleichzeitig. Ein neuartiges Verfahren ermöglicht die Vor-
verarbeitung der Radarscans, womit das Ergebnis sowohl der Positionsschät-
zung als auch der Karte selbst verbessert wird. Schleifenschlüsse werden effek-
tiv erkannt und damit wird ein Positionsdrift unterdrückt. Dies führt auch ohne
GNSS-Stützung zu einem langzeitgenauen Navigationssystem. Zusätzlich wer-
den Personen mit einem neuartigen Ansatz im Thermalbild mittels moderner
neuronaler Netze detektiert und die Körperhaltung klassifiziert. Eine Echtzeit-
verarbeitung wird durch den Einsatz von Spezialhardware sichergestellt. Mit
Hilfe der Radarscans erfolgt eine präzise Verortung der Personen innerhalb der
SLAM-Karte. Die Demonstration eines autonomen Fluges in dichtem Nebel
mit online Kartierung unterstreicht die Anwendbarkeit und Leistungsfähigkeit
der entwickelten Kartierungspipeline. Hiermit wird das Ziel, die Kartierung
auch in schlechten Sichtbedingungen sowie in Echtzeit durchzuführen, er-
reicht. Im Kontext von Rettungseinsätzen lässt sich dadurch ein umfängliches
Lagebild erstellen.

Durch die Entwicklung und Kombination neuartiger Verfahren wurde ein
Gesamtsystem entwickelt, das eine zuverlässige Navigation und Kartierung
auch unter schwierigen Bedingungen ermöglicht. So wird dies sowohl unter
schlechten Sicht- als auch bei schwierigen GNSS-Bedingungen erreicht. Die
umfangreiche Evaluation und der Vergleich zu etablierten Verfahren in guten
Sichtbedingungen beweist die Leistungsfähigkeit der entwickelten Ansätze.
So erzielen diese nicht nur bessere Ergebnisse, sondern können die Navigation
auch in schlechten Sichtbedingungen gewährleisten. Das Ziel, ein Navigati-
onssystem aber auch die Kartierung in Echtzeit auf dem Embedded-Computer
des Fluggerätes umzusetzen, wurde erreicht. Die Demonstration der online
Navigation zeigt die konkrete Anwendbarkeit mit dem Ziel autonome Flüge
zu ermöglichen. Somit kann das Szenario in Abbildung 1.1 der Einleitung mit
dem vorgeschlagenen System umgesetzt werden. Damit werden neue Möglich-
keiten und vielfältige Anwendungsfelder für autonome Fluggeräte eröffnet.
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A Anhang

A.1 Mahalanobisdistanz-Test

In Realanwendungen treten neben gültigen Messungen auch Ausreißer, also
stark fehlerhaft Messungen auf. Die Fusion dieser kann zu einer enormen Ein-
buße der Performance oder sogar zum Divergieren des Navigationsfilters füh-
ren. Ein häufig genutzte Möglichkeit Ausreißer herauszufiltern besteht in der
Anwendung eines Mahalanobis-Distanz-Tests [60]. Die Mahalanobis-Distanz
kann mittels [60]

𝑑Mahalanobis = 𝒓𝑇
(
HPH𝑇 + R

)−1
𝒓 (A.1)

berechnet werden. Dabei beschreibt 𝒓 das Residuum des Filterupdates, H die
Jacobi-Matrix und R die Messrauschmatrix. Ein Mahalanobis-Distanz-Test
vergleicht nun 𝑑Mahalanobis mit einem definierten Perzentil der 𝜒2-Verteilung
mit dem Freiheitsgrad 𝑛, was die Schranke 𝑑thresh ergibt. Der Freiheitsgrad
ergibt sich aus der Länge von 𝑟 . Die Messung wird als Inlier klassifiziert, falls
𝑑Mahalanobis kleiner als 𝑑thresh.
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A.2 Mathematik

A.2.1 Schiefsymmetrische Matrix

Die kreuzproduktbildende oder auch schiefsymmetrische Matrix eines dreidi-
mensionalen Vektors 𝒂 ist durch

[𝒂] × =



0 −𝑎𝑧 𝑎𝑦

𝑎𝑧 0 −𝑎𝑥
−𝑎𝑦 𝑎𝑥 0


. (A.2)

definiert. Im Folgenden wird auf wichtige Eigenschaften der schiefsymmetri-
sche Matrix zurückgegriffen. Diese sind die Schiefsymmetrie

[𝒂] × = −
[
𝒂𝑇

]
×, (A.«)

die Antikommutativität

[𝒂] × 𝒃 = − [𝒃] × 𝒂 (A.»)

(A.5)

und die Definition der Ableitungȷ

𝜕

𝜕𝒃
(𝒂 × 𝒃) = [𝒂] × . (A.6)

A.2.2 Fehlerdefinition der Rotationsmatrix

Basierend auf den Fehlerdefinitionen in den Gleichungen (2.1) und (2.11)
ergibt sich die Fehlerdefinition der Richtungskosinusmatrix C𝑎

𝑏
zuȷ

C𝑎𝑏 =
(
I3 − [�̃�𝑎𝑏]×

)
Ĉ𝑎𝑏 , (A.7)

C
𝑎,𝑇

𝑏
= Ĉ

𝑎,𝑇

𝑏

(
I3 + [�̃�𝑎𝑏]×

)
. (A.8)
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A.3 Radar-Geschwindigkeitsupdate

A.3.1 Herleitung der Messmatrizen

Die Herleitung der einzelnen Messmatrizen des Radar-Geschwindigkeitsup-
dates (5.«5) - (5.»1) wird im Folgenden für den Fall eines vollständigen Klons
für den 𝑙-ten Radarzustand durchgeführt. Dabei beziehen sich zur vereinfach-
ten Darstellung alle geschätzten Zustände □̂ auf den geklonten Zustand nach
Gleichung (5.2»).

Für die Herleitung von H𝑣,𝑙 wird zunächst die Messgleichung mit Hilfe der
Fehlerdefinition (2.1) für 𝒗𝑜

𝑜𝑏
zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.9)

= �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙

(
�̂�𝑜𝑜𝑏 − �̃�𝑜𝑜𝑏

)
+

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.10)

umgeformt. Basierend darauf kann die Messmatrix H𝑣,𝑙 durch Linearisierung
um den aktuellen Systemzustand �̂�

H𝑣,𝑙 =
𝜕 �̃�𝑟
𝑜𝑏

𝜕 �̃�𝑜
𝑜𝑏

����
𝒙=�̂�

= Ĉ
𝑏,𝑇

𝑟,𝑙
Ĉ
𝑜,𝑇

𝑏,𝑙
(A.11)

berechnet werden.

Für H𝚿𝑜𝑏,𝑙
erfolgt analog zunächst die Umformung der Messgleichung mittels

der Fehlerdefinition für die Rotationsmatrix (A.8) zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.12)

= �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
Ĉ
𝑜,𝑇

𝑏,𝑙

(
I3 +

[
�̃�𝑜𝑏

]
×
)
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.1«)

und mit der Vereinfachung für 𝒗𝑤 ergibt sichȷ

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
Ĉ
𝑜,𝑇

𝑏,𝑙

(
I3𝒗

𝑜
𝑜𝑏 +

[
�̃�𝑜𝑏

]
× 𝒗𝑜𝑜𝑏

)
+ 𝒗𝑏𝜔

)
, (A.1»)
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was auf Grund der Antikommutativität (A.5) zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
Ĉ
𝑜,𝑇

𝑏,𝑙

(
I3𝒗

𝑜
𝑜𝑏 −

[
𝒗𝑜𝑜𝑏

]
× �̃�𝑜𝑏

)
+ 𝒗𝑏𝜔

)
(A.15)

(A.16)

umgeformt werden kann. Für H𝚿𝑜𝑏,𝑙
ergibt sich mit (A.6) durch Linearisierung

von (A.15) um den aktuellen Systemzustand �̂� zuȷ

H𝚿𝑜𝑏,𝑙
=
𝜕 �̃�𝑟
𝑜𝑏

𝜕�̃�𝑜𝑏

����
𝒙=�̂�

= Ĉ
𝑏,𝑇

𝑟,𝑙
Ĉ
𝑜,𝑇

𝑏,𝑙

[
�̂�𝑜𝑜𝑏

]
× . (A.17)

Zur Herleitung von H𝑏𝑔,𝑙 erfolgt wiederum die Umformung der Messgleichung
mit der Fehlerdefinition (2.1) für 𝒃𝑏𝑔,𝑙ȷ

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.18)

= �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

(
𝝎𝑏𝑚,𝑙 −

(
�̂�
𝑏

𝑔,𝑙 − �̃�
𝑏

𝑔,𝑙

))
× 𝒍𝑏𝑏𝑟,𝑙

)
, (A.19)

was auf Grund der Antikommutativität (A.5) zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 − 𝒍𝑏𝑏𝑟,𝑙 ×

(
𝝎𝑏𝑚,𝑙 −

(
�̂�
𝑏

𝑔,𝑙 − �̃�
𝑏

𝑔,𝑙

)))
(A.20)

führt. Die Messmatrix H𝑏𝑔,𝑙 ergibt sich mit (A.6) durch Linearisierung von
(A.20) um den aktuellen Systemzustand �̂� zuȷ

H𝑏𝑔,𝑙, =
𝜕 �̃�𝑟
𝑜𝑏

𝜕 �̃�
𝑏

𝑔,𝑙

������
𝒙=�̂�

= Ĉ
𝑏,𝑇

𝑟,𝑙

[
�̂�
𝑏

𝑏𝑟,𝑙

]
× (A.21)
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Für die Herleitung von H𝑙𝑏
𝑏𝑟,𝑙

wird wiederum die Messgleichung mit der Fehl-

erdefinition (2.1), angewendet auf 𝒍𝑏𝑏𝑟,𝑙 , zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.22)

= �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
𝒗𝑏𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
×

(
�̂�
𝑏

𝑏𝑟,𝑙 − �̃�
𝑏

𝑏𝑟,𝑙

))
(A.2«)

umgeformt. Die Messmatrix H𝑙𝑏
𝑏𝑟,𝑙

kann mittels (A.6) durch Linearisierung

von (A.2«) um den aktuellen Systemzustand �̂� aufgestellt werdenȷ

H𝑙𝑏
𝑏𝑟,𝑙

=
𝜕 �̃�𝑟
𝑜𝑏

𝜕 �̃�
𝑏

𝑏𝑟

�����
𝒙=�̂�

= Ĉ
𝑏,𝑇

𝑟,𝑙

[
𝝎𝑏𝑚,𝑙 − �̂�

𝑏

𝑔,𝑙

]
× . (A.2»)

Abschließend erfolgt die Herleitung von H𝚿𝑏𝑟,𝑙
durch Umformung der Mess-

gleichung mittels der Fehlerdefinition für die Rotationsmatrix (A.8), was zuȷ

�̃�𝑟𝑙 = �̂�𝑟𝑙 − C
𝑏,𝑇

𝑟,𝑙

(
C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)
(A.25)

= �̂�𝑟𝑙 −
(
Ĉ
𝑏,𝑇

𝑟,𝑙

(
I3 +

[
�̃�𝑏𝑟

]
×
) ) (

C
𝑜,𝑇

𝑏,𝑙
𝒗𝑜𝑜𝑏 +

[
𝝎𝑏𝑚,𝑙 − 𝒃𝑏𝑔,𝑙

]
× 𝒍𝑏𝑏𝑟,𝑙

)

führt und zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 −
(
Ĉ
𝑏,𝑇

𝑟,𝑙

(
I3 +

[
�̃�𝑏𝑟

]
×
) ) (

𝒗𝑏𝑜𝑏 + 𝒗𝑏𝜔

)
(A.26)

mit 𝒗𝑏
𝑜𝑏

und 𝒗𝑏𝜔 vereinfacht werden kann. Ausmultiplizieren ergibt

�̃�𝑟𝑙 = �̂�𝑟𝑙 −
(
Ĉ
𝑏,𝑇

𝑟,𝑙
I3

(
𝒗𝑏𝑜𝑏 + 𝒗𝑏𝜔

)
+ Ĉ

𝑏,𝑇

𝑟,𝑙

[
�̃�𝑏𝑟

]
×

(
𝒗𝑏𝑜𝑏 + 𝒗𝑏𝜔

))
(A.27)

und auf Grund der Antikommutativität (A.5) kann dies zu

�̃�𝑟𝑙 = �̂�𝑟𝑙 −
(
Ĉ
𝑏,𝑇

𝑟,𝑙
I3

(
𝒗𝑏𝑜𝑏 + 𝒗𝑏𝜔

)
− Ĉ

𝑏,𝑇

𝑟,𝑙

[
𝒗𝑏𝑜𝑏 + 𝒗𝑏𝜔

]
× �̃�𝑏𝑟

)
(A.28)
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umgeformt werden Für H𝚿𝑏𝑟,𝑙
ergibt sich mit (A.6) durch Linearisierung von

(A.28) um den aktuellen Systemzustand �̂� zuȷ

H𝚿𝑏𝑟,𝑙
=
𝜕 �̃�𝑟
𝑜𝑏

𝜕�̃�
𝑏

𝑟

�����
𝒙=�̂�

= Ĉ
𝑏,𝑇

𝑟,𝑙

[
�̂�𝑏𝑜𝑏 + �̂�𝑏𝜔

]
× (A.29)
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A.3.2 Messmatrizen des approximierten Radar-Klons

Analog zu A.«.1 können die Messmatrizen für den approxmierten Klon auf-
gestellt werden, um das Radar-Geschwindigkeitsupdate aus Abschnitt 5.».2
auszuführen. Es gilt für die Messmatrix des approximierten Klon des 𝑙-ten von
𝐿-Radarsensoren H𝑙,approxȷ

H𝑙,approx =

[
03×12 H𝑙,𝑏𝑔 03×3 Hradar,𝑙 03×ß(𝑙−1) \

H𝑙,approx 03×ß(𝐿−𝑙)
] (A.«1)
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Ĉ
𝑜,𝑇

𝑏,𝑙,Klon �̂�
𝑜
𝑜𝑏,Klon +

[
𝝎𝑏𝑚,𝑙 − �̂�

𝑏

𝑔,𝑙

]
× �̂�

𝑏

𝑏𝑟,𝑙

]
× . (A.«8)

190



A.» Simulationsergebnisse der Radar-inertialen Navigation

A.4 Simulationsergebnisse der
Radar-inertialen Navigation

Die Darstellung aller drei extrinsichen Radar-Zustände der simulationen Eva-
luation der Radar-inertialen Navigation aus Abschnitt 5.».5 ist in Abbildung
A.1 für das Szenario niedrige-Dynamik und in Abbildung A.2 gegeben.
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Abbildung A.1: Ergebnis der Monte-Carlo Simulation im Szenario niedrige-Dynamik für die
Schätzung der extrinsischen Kalibrierung der Translation 𝒍𝑏

𝑏𝑟
und der Rotation 𝒒𝑏𝑟 bei einem

Setup von drei Radarsensoren. Der geschätzte ±3𝜎 Schlauch ist schwarz gestrichelt.
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Abbildung A.2: Ergebnis der Monte-Carlo Simulation im Szenario hohe-Dynamig für die Schät-
zung der extrinsischen Kalibrierung der Translation 𝒍𝑏

𝑏𝑟
und der Rotation 𝒒𝑏𝑟 bei einem Setup von

drei Radarsensoren. Der geschätzte ±3𝜎 Schlauch ist schwarz gestrichelt.
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Multisensorielle Navigation und Kartierung  
in schwierigen Bedingungen

Unbemannte elektrische Fluggeräte verschiedenster Bauart und 
Größe finden immer mehr Anwendung in vielfältigen Einsatz-
bereichen. Aktuelle Fluggeräte benötigen jedoch in der Regel 
einen Piloten zur Steuerung und Überwachung, was die Einsatz-
möglichkeiten stark limitiert. Der Schlüssel zur weiteren Ver-
breitung ist die Autonomie dieser Systeme. Basis hierfür ist eine 
robuste Navigation sowie die Kartierung der Umgebung. Dies 
ist insbesondere in schwierigen Bedingungen durch Einschrän-
kung der Sicht oder des GNSS-Empfangs sehr herausfordernd.

Um trotz dieser schwierigen Bedingungen eine genaue und  
robuste Navigation und Kartierung zu ermöglichen, werden  
in dieser Arbeit multisensorielle Fusionsverfahren mithilfe von 
FMCW-Radarsensoren, Kameras und Inertialsensorik entwi-
ckelt. Das entworfene Gesamtsystem wird am Szenario eines 
Rettungseinsatzes demonstriert. Die entwickelten Verfahren sind 
auf vielfältige Anwendungen autonomer Fluggeräte übertragbar.
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